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RESUMO

NOBREGA, F. A. A. Sumarizacido Automética de Atualizagio para a lingua por-
tuguesa. 2017. 173 p. Tese (Doutorado em Ciéncias — Ciéncias de Computagao e Ma-
tematica Computacional) — Instituto de Ciéncias Matematicas e de Computagao, Universi-
dade de Sao Paulo, Sao Carlos — SP, 2017.

O enorme volume de dados textuais disponivel na web se caracteriza como um cenario
ideal para intimeras aplicagoes do Processamento de Lingua Natural. Nesse ambiente,
diferentes informacoes sobre algum assunto sdo publicadas por intimeras fontes e novo
contetdo relacionado é rapidamente divulgado em meios digitais. Nesse contexto, tem-se
a tarefa da Sumarizacdo Automética de Atualizacao (SAA), que tem por objetivo a ge-
racao automatica de resumos a partir de uma colecao textual relacionados admitindo-se
que o leitor possui algum conhecimento prévio sobre os textos-fonte. Por exemplo, tendo
em vista os textos ja lidos por um usuario, pode-se produzir um sumario a partir de novos
contetdos visando lhe apresentar somente as informagoes mais relevantes, recentes, novas
e atualizadas. O processo de geracao de resumos implica em diversos desafios, sobretudo
na selecao e sintese de conteido para o sumario. No contexto da selecao de contetdo,
tém-se inimeras abordagens na literatura, com diferentes niveis de complexidade tedrica e
computacional. Entretanto, pouco dessas investigacoes fazem uso de algum conhecimento
linguistico profundo, que pode auxiliar a identificacao de contetido mais relevante. No am-
bito da sintese de contetdo, a abordagem mais empregada ¢ a extrativa, na qual algumas
sentencas dos textos-fonte sao selecionadas e, sem alteracao, organizadas no sumario. Tal
abordagem, embora apresente resultados satisfatérios, pode limitar a informatividade do
sumario, uma vez que alguns segmentos sentenciais podem conter informacao redundante
ou irrelevante. Dessa forma, esforcos recentes foram direcionados a sintese compressiva,
na qual as sentencas selecionadas para o suméario sao eventualmente comprimidas previa-
mente & inser¢do no sumario. Anteriormente a este trabalho, a maioria das investigagoes
de Sumarizagdo Automatica para a lingua Portuguesa foi direcionada a geracao de suméa-
rios a partir de um (monodocumento) ou varios textos relacionados (multidocumento) por
meio da sintese extrativa. Dado esse cenario, este trabalho de doutorado objetivou inves-
tigar a SAA por meio da sintese extrativa e compressiva com énfase na lingua Portuguesa.
Dada as iniimeras abordagens para a etapa de sele¢do de conteiido na SAA, a tese deste
trabalho foi que enriquecer-las com conhecimentos linguisticos auxilia a producao de su-
marios mais informativos. Assim, investigaram-se maneiras para adicionar conhecimentos
linguisticos nos métodos mais representativos de cada abordagem de SAA. Por meio dos
resultados, observou-se que somente algumas abordagens foram auxiliadas pelo uso desse
conhecimento. Além disso, foram propostas algumas simplificagoes para um modelo de

distribuicao de topicos por meio da teoria linguistica de Subtopicos. Tais métodos reque-



rem menor complexidade computacional e apresentaram bons desempenhos. Ressalta-se
que no escopo da SAA, foram realizados experimentos para a lingua Portuguesa e Inglesa,
que possui recursos amplamente difundidos. Posteriormente, desenvolveram-se iniimeros
métodos de Compressao Sentencial por meio de algoritmos de Aprendizado de Maquina
para incorporar uma arquitetura de sintese compressiva para a SAA. O melhor método
apresentou resultados superiores a um trabalho do estado da arte, que faz uso de algo-
ritmos de Deep Learning. Tendo a lingua Portuguesa como principal objeto de estudo,
foram organizados trés corpus, o CSTNews-Update, que viabiliza experimentos de SAA, e
o PCSC-Pares e G1-Pares, para o desenvolvimento/avaliacao de métodos de Compressiao

Sentencial.

Palavras-chave: Sumarizacao Automatica de Atualizagdo, Compressao Sentencial, Su-

marizagao Compressiva.



ABSTRACT

NOBREGA, F. A. A. Update Summarization for the portuguese language. 2017.
173 p. Tese (Doutorado em Ciéncias — Ciéncias de Computacao e Mateméatica Computa-

cional) — Instituto de Ciéncias Matematicas e de Computacao, Universidade de Sao Paulo,
Sao Carlos — SP, 2017.

The huge amount of textual data in the web may be handled as the main scenery for many
application of Natural Language Procession. Here, there are many sources that share dis-
tinct information about a given subject and, moreover, usually new related content is
quickly produced in digital media. This scenery may be handled for the Update Summa-
rization (US) task, which aims to produce a summary from a text collection under the
assumption the user has some previous knowledge. For instance, if the user has already
read some texts previously, we may produce a summary from new related documents
in order to show him the most salient, recent and updated content. The production of
summaries automatically requires many research challenges, mainly during the content se-
lection and synthesis of the summary stages. For the first one, it has been proposed many
and distinct approaches, which requires different theories and computational complexity.
However, most of them do not use some deep linguistic knowledge, which may assist the
identification of the most salient and updated information in the source-texts. Aiming
the content synthesis of summaries, the most of the systems use an extractive approach,
in which some sentences from the source-texts are picked and organized in the output
without rewriting operations. Even with satisfactory results, the extractive synthesis may
to reduce the informativeness of the summaries, once some irrelevant or redundant infor-
mation may occur in some segments of the selected sentences. Thus, recent investigations
have focused on the compressive approach, in which the systems may use short versions
of some picked sentences in the output summaries. Before this work, most of the inves-
tigations related to Automatic Summarization for the Portuguese language were focused
on single and multi-document summarization by use the extractive approach. Given this
background, we have investigated US methods by use the extractive and compressive ap-
proaches for Portuguese. Given the amount of approaches for content selection, our main
hypothesis is based on the idea to enrich them with some linguistic theories can to pro-
duce more informative summaries. Thus, we have proposed distinct ways to use this kind
of information for the most relevant US methods of different approaches. The results
show the used linguistic knowledge assists just some US approaches. Furthermore, we
also have proposed some topic model simplifications based on the Subtopic theory. These
methods require less computational power and have shown good results. It is important
to say we have performed experiments for US over datasets on Portuguese and English, in

which there are more resources. After that, we have investigated Sentence Compression



methods by use Machine Learning in order to use them into a compressive architecture for
US. The proposed method with the highest evaluation scores beats a state of art system,
which is based on Deep Learning techniques. Once we have focused on Portuguese, we
also have proposed three corpora for this language, the CSTNews-Update, which enables
the investigation of US, and the PCSC-Pairs and G1-Pairs datasets, which are used to

produce and evaluate the sentence compression methods.

Keywords: Update Summarization, Sentence Compression, Compressive Summariza-

tion.
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CAPITULO

1

INTRODUCAO

1.1 Contexto e motivacao

A quantidade e a velocidade com que informacoes sao publicadas, sobretudo na
web e por midia textual, apresentam-se como a principal motivacao para diversas areas
de pesquisa em Processamento da Lingua Natura (PLN). Gantz e Reinsel (2012), por
exemplo, em artigo publicado pelo IDC!, estimaram que 10 mil ezabytes de dados online
seriam publicados em 2014, e que 40 mil exabytes estarao disponiveis em 2020. Nesse
contexto, aliado ao tempo cada vez mais escasso devido as atividades cotidianas para as
pessoas assimilarem os dados disponiveis, uma area do PLN que se torna muito relevante
é a Sumarizacao Automatica (SA) de textos, que consiste na produgao automatica de uma
versao condensada de um ou mais texto-fonte, seu suméario ou, como mais conhecido, seu
resumo (MANI, 2001). Por exemplo, um usudrio/leitor, por meio de uma ferramenta de
busca de noticias online, encontraria aproximadamente 1.590.000 paginas® relacionadas a
“Mundial de F1 2017”. A leitura e compreensao desse volume de dados em tempo habil
é praticamente inviavel. Assim, métodos de SA poderiam ser empregados para reduzir o
tempo de leitura por meio da construcao de um resumo das informagoes mais relevantes

ao leitor.

O primeiro foco de investigagdes em SA foi direcionado a produgao automatica de
sumarios a partir de um tunico texto-fonte, referenciada como Sumarizacao Automatica
Monodocumento, tais como os trabalhos de Edmundson (1969), Marcu (1997), Barzilay
e Elhadad (1997), Carbonell e Goldstein (1998), Rino et al. (2004), Mihalcea e Ceylan
(2007). Posteriormente, esse objetivo foi ampliado para a Sumarizagdo Automéatica Multi-

documento, cujo objetivo é a construcao de sumarios que relatem as informagdes contidas

1
2

http://www.emc.com/leadership/digital-universe/index.htm
Busca realizada por meio do Google News®(sem configuragoes especificas de usudrio) em 13
de julho de 2017.
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em uma colegao estatica de textos relacionados (MCKEOWN; RADEV, 1995; RADEV;
MCKEOWN;, 1998), como pode ser observado nos trabalhos de Barzilay, McKeown e Elha-
dad (1999), Daumé III e Marcu (2006), Boudin, El-Béze e Moreno (2008), Antiqueira et
al. (2009), Bhaskar e Bandyopadhyay (2010), Camargo et al. (2013), Cardoso e Pardo
(2016). Por exemplo, produzir um tnico sumaério a partir das 10 primeiras paginas/noti-
cias relacionados ao “Mundial de F'1 2017” que foram retornadas por alguma ferramenta
de busca. Dessa forma, por meio de um bom sumario, um usuario humano que deseja ler

as principais informagoes sobre esse tema despenderia muito menos tempo de leitura.

No Quadro 1, sao apresentados trés sumarios monodocumento que foram criados
a partir de trés textos jornalisticos distintos que estao presentes no corpus CSTNews
(ALEIXO; PARDO, 2008; CARDOSO et al., 2011). Cada sumério possui aproximada-
mente 30% do ntimero de palavras dos respectivos textos-fonte, que sio relacionados a
Liga Mundial de Vélei de 2006. E importante ressaltar que os sumdrios sdo constituidos
pelas informagoes mais relevantes dos respectivos textos-fonte e que, tendo em vista que
os textos-fonte abordam o mesmo assunto, algumas informagoes sdo comuns aos trés su-
marios. Nesse cenario, do ponto de vista do leitor, o trabalho de leitura foi reduzido de

597 palavras dos trés textos-fonte para 176 dos trés sumarios.

Quadro 1 — Exemplo de sumarios monodocumento para a lingua Portuguesa.

Sumario monodocumento 1
A selegao brasileira masculina de volei conseguiu a sétima vitéria consecutiva
na Liga Mundial ao derrotar a Finlandia por 3 sets a 0. Assim, segue invicto
na competicao e lidera o grupo B. Brasil e Finlandia se enfrentardao novamente;
nas duas tultimas rodadas recebera portugueses e finlandeses; a fase final da
competicao deste ano acontecerd na Russia.

Sumario monodocumento 2
A selegao brasileira masculina de volei venceu a Finlandia por 3 sets a 0 e manteve
sua invencibilidade na Liga Mundial-06. Este foi o sétimo triunfo consecutivo dos
brasileiros na competicao. Esse resultado deixou o Brasil perto de conquistar a
unica vaga do Grupo B.

Sumario monodocumento 3
Brasil arrasa Finlandia no primeiro confronto, nesta sexta-feira, na cidade de
Tampere, pela Liga Mundial de volei 2006, por 3 sets a 0, com parciais de 25/17,
25/22 e 25/21 . Amanha, as equipes voltam a se enfrentar no mesmo local. Com
o resultado, o Brasil continua invicto na competicao, mantendo a lideranca do
Grupo B da Liga, com sete vitérias em sete partidas. O time esta perto da
classificacao para a proxima fase.

Os principais desafios presentes na tarefa de SA monodocumento envolvem, princi-
palmente, as etapas de selecao de contetido e sintese do sumario. Na primeira, um método
automatico deve identificar quais as informagoes mais relevantes presentes no texto-fonte.
Posteriormente, esse contetido deve ser inserido no sumario de forma que a leitura seja

fluida e sucinta. Ou seja, um bom sumario monodocumento deve ser constituido por infor-
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magoes nao redundantes e as sentencas devem apresentar um encadeamento logico. Por
exemplo, mesmo identificado as sentencas mais importantes em um texto, a ordenacao
dessas sentencas no sumario pode apresentar erros de referéncias, como pronomes, que

podem alterar o significado do sumario ou torna-lo pouco compressivel.

Um sumario multidocumento, de forma mais complexa do que a SA monodocu-
mento, deve conter as principais informagoes sobre um determinado fato ou evento pre-
sente em uma colecao de textos relacionados e estatica. Por exemplo, no Quadro 2, é
apresentado um sumario multidocumento produzido a partir dos 3 textos-fonte que foram

utilizados para produzir os sumarios monodocumento dispostos no Quadro 1.

Quadro 2 — Exemplo de sumario multidocumento para lingua Portuguesa.

Sumario multidocumento

A selecao brasileira masculina de volei conseguiu, nesta sexta-feira, a sétima
vitoria consecutiva na Liga Mundial ao derrotar a Finlandia por 3 sets a 0 -
parciais de 25/17, 25/22 e 25/21 -, em jogo realizado na cidade de Tampere, na
Finlandia.O resultado de hoje deixou o Brasil perto de conquistar a tinica vaga do
Grupo B da Liga Mundial, que classifica o melhor de cada uma das quatro chaves,
a Riussia (pais-sede) e mais um time convidado pela Federagao Internacional de
Volei, para a fase final, de 23 a 27 de agosto, em Moscou (Rissia).

Do ponto de vista do leitor desse sumario (ou, usuario de um sistema de SA), a
produgao de um bom sumario multidocumento, composto pelas informagoes mais relevan-
tes nos trés textos-fonte, reduz significativamente o trabalho de leitura. Especificamente
para esse exemplo, reduz-se em 83% o numero de palavras em relagdo aos trés textos da
cole¢ao. Comparando o exemplo do Quadro 2 com os exemplos do Quadro 1, nota-se que
o sumario multidocumento reduz ainda mais o trabalho de leitura, com aproximadamente
101 palavras contra 176 dos trés sumérios monodocumento, de forma que o leitor nao é

privado do conteiido mais relevante dos textos-fonte.

A SA multidocumento, em relacdo a SA monodocumento, implica em maiores de-
safios de pesquisa, que se pautam principalmente na necessidade de tratar fendmenos
multidocumento (MAZIERO; Castro Jorge; PARDO, 2014), tais como: i) redundéncia,
que é uma caracteristica natural do cenario multidocumento e considerada um grande
desafio da SA, que ocorre quando os textos-fonte apresentam informagoes idénticas ou
muito semelhantes; ii) contradigao de informacao, que ocorre quando os textos-fonte apre-
sentam informacoes divergentes sobre um mesmo fato ou evento; iii) estilos de escrita
distintos, que se caracteriza pela possibilidade dos textos-fonte serem compostos por va-
riagoes linguisticas (voz ativa ou passiva, diferentes tempos verbais, sindénimos, etc.); e
iv) ordenacao temporal dos fatos, que se faz presente quando a sequéncia cronologica das

informagoes esta inserida em diversos textos; entre outros.

No Quadro 3, sao dispostas algumas sentengas extraidas do corpus CSTNews



28 Capitulo 1. Introdugdo

(ALEIXO; PARDO, 2008; CARDOSO et al., 2011), que exemplificam os desafios supra-
citados. Ressalta-se que para cada fendmeno multidocumento apresentado, sao utilizadas

sentencas de textos relacionados pelo assunto.

Quadro 3 — Exemplo de dificuldades encontrados na SA multidocumento.

Redundancia 1
1 - A TAM afirma que “o procedimento nao configura qualquer obstaculo ao
pouso da aeronave”.
2 - De acordo com a empresa aérea, o reversor estava travado, mas argumentou
que a aeronave tinha condigdes de pouso normais, mesmo sem ele.

Redundancia 2
1 - A maior tragédia ferroviaria da historia do Egito ocorreu em fevereiro de
2002, apds o incéndio de um trem que cobria o trajeto entre Cairo e Luxor (sul),
lotado de passageiros, e que deixou 376 mortos, segundo nimeros oficiais.
2 - A maior tragédia ferroviaria da historia do Egito ocorreu em fevereiro de 2002,
apés o incéndio de um trem que cobria o trajeto entre Cairo e Luxor, lotado de
passageiros, e que deixou 376 mortos, segundo niimeros oficiais.

Contradicao
1 - Em nota enviada apods a exibicao da reportagem, a TAM afirma “que nao
teve registro de qualquer problema mecanico neste aviao no dia 16 de julho”.
2 - Um dia antes do acidente, na segunda-feira, 16, o aviao também teria apre-
sentado problemas ao aterrissar em Congonhas, durante o voo 3215, procedente
de Belo Horizonte (Confins), sé conseguindo parar muito proximo do final da
pista.

Ordenacgao temporal

1 - O problema teria sido detectado pelo sistema eletronico de checagem do
proprio aviao, e ainda assim a aeronave da TAM, um Airbus A320, continuou
voando, com o reverso direito desligado.

2 - Um dia antes do acidente, na segunda-feira, 16, o aviao também teria apre-
sentado problemas ao aterrissar em Congonhas, durante o voo 3215, procedente
de Belo Horizonte (Confins), s6 conseguindo parar muito préximo do final da
pista.

Mesma informagao com variagao de forma
1 - Renan afirmou que ele préprio pediu essa investigacdo ao procurador.
2 - “Eu pedi para o procurador me investigar. Eu me dispus a abrir meu sigilo”,
afirmou.

Nos exemplos de redundancias no Quadro 3, notam-se que as sentencas dos res-
pectivos textos diferentes apresentam a mesma informacao. No primeiro caso, as duas
sentencas, apesar de distintas, fazem referéncia a afirmacao da empresa TAM acerca da
viabilidade de pousos de uma de suas aeronaves que apresentava problemas mecanicos. Ja
no segundo, as sentencas sdo praticamente iguais, tendo como diferenca apenas os item
lexical “(sul)”. O fendémeno de redundancia, por um lado, indica quais informagoes sao
relevantes nos textos-fonte. Entretanto, deve ser evitado no sumario, pois se admite que

um bom sumario deva ser sucinto, de forma que se constitua da maior quantidade de in-
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formagao possivel dos textos-fonte, respeitando um tamanho previamente estipulado para
o sumario. Evidentemente, nesses exemplos de sentencas redundantes, o segundo caso, no
qual as sentencas sao praticamente idénticas, é menos complexo de ser identificado do

que o primeiro.

No exemplo de contradi¢cao no Quadro 3, notam-se duas sentengas compostas por
informagoes sobre o estado de manutencdo mecanica de uma aeronave. Entretanto, na
primeira sentenca, descreve-se a auséncia de falhas mecanicas da aeronave e, na segunda,
apresenta-se a possibilidade de uma falha. A insercao dessas duas sentengas em um suma-
rio torna o seu contetdo incoerente. Assim, um método de SA deve identificar informacoes
como essas para, posteriormente, ponderar qual dessas devera compor o sumario, ou se
ambas serao descartadas ou, eventualmente por meio de uma abordagem de geracao de
lingua natural, tratar essa contradi¢do. No primeiro caso, pode-se utilizar informacao
extratextual, nem sempre disponivel, como: credibilidade da fonte em que a sentenca foi
publicada; preferéncia do usuario em relagao as fontes de informagao; qual contetido é mais
frequente; etc. Na terceira abordagem, por sua vez, o método de SA faz uso de técnicas
de geracao de lingua natural para modificar a contradi¢cao, como, por exemplo, modalizar
contradi¢coes numéricas. No exemplificagdo de contradicao do Quadro 3, poder-se-ia mo-
dalizar a sentenca, de forma que se reportasse a possibilidade de uma falha mecanica na

aeronave, mas que a empresa responsavel nao reportou registros de manutencao ou falha.

No exemplo de ordenacao temporal, a sentenga 2 apresenta fatos que ocorreram
antes dos acontecimentos descritos na primeira sentenca. Assim, caso essas duas sentencas
fossem inseridas em um sumario, a sentenca 2 deveria ser reportada antes da sentenca
1. Tal ordenacao seria natural se as sentencas pertencessem a um mesmo texto. Entre-
tanto, elas ocorrem em textos diferentes. Nesse contexto, mesmo que um método de SA
identifique as sentencgas como relevantes para o sumario, se a ordenacgao temporal dessas
sentencgas nao for identificada corretamente, o conteido produzido pode ser considerado

incoerente.

Por fim, no exemplo de estilo de escrita, notam-se duas sentencas com o mesmo
conteudo, porém, a primeira foi redigida em discurso direto e a segunda em discurso
indireto. Com isso, o processo de identificar a similaridade de contetido entre as senten-
cas pode falhar, e, consequentemente, as duas sentengas podem ser inseridas no sumario,
tornando-o redundante. Além disso, o estilo de escrita exige um processo de normaliza-
¢ao textual, por exemplo: entidades (paises, pessoas, etc.) podem ser referenciadas pelos
respectivos nomes, abreviagdes ou sinonimos; os textos podem ser redigidos em diferentes
tempos verbais, de forma que um mesmo fato possa ser descrito no presente em algum

texto ou no passado em outro.

A SA multidocumento parte do principio que a colecao de textos é estatica. Entre-

tanto, dada a dindmica dos meios de comunicacao atuais, principalmente online, novos
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textos relacionados ao tema dessa colecao textual eventualmente sdo produzidos. Com
isso, o sumario produzido poderd se desatualizar rapidamente. No a&mbito da SA multi-
documento, que considera dados estaticos, poder-se-ia empregar duas abordagens para
prover sumarios atualizados aos leitores: i) produzir um sumadrio apenas dos textos re-
centes, que nao sao conhecidos pelo leitor; e ii) produzir um sumério a partir de todos
0s textos, os recentes e os anteriores (que ji sdo conhecidos pelo leitor). No primeiro
caso, eventualmente, os textos recentes podem apresentar informacoes também contidas
nos textos anteriores e, consequentemente, o sumario terd informagoes redundantes ao
usuario, ou seja, informagoes que ja foram previamente lidas nos primeiros textos ou no
respectivo sumario. Ja no segundo cenario, além da possibilidade da redundancia com
o conhecimento do leitor, o processamento computacional é demasiado, uma vez que os

textos anteriores deverao ser processados novamente.

Dado o cenario supracitado e a necessidade de processamento de dados dinamicos,
a comunidade da SA ampliou o foco de pesquisa para uma nova tarefa, a Sumarizacao
Automatica de Atualizacdo (SAA) — referenciada em inglés como Update Summarization
— que possui o objetivo de gerar sumarios admitindo que os leitores tenham conhecimento
prévio acerca dos topicos presentes nos textos-fonte. Por exemplo, assume-se que os usué-
rios tenham lido previamente alguns textos relacionados ao contetido que sera sumarizado.
Tendo em vista que essa tarefa é mais pertinente em um cenario dindmico, sobretudo na
web, em que hé diversas fontes (produtores de conteido) e novos textos sao publicados

rapidamente, a SAA é considerada como um avango natural da drea de Sumarizacao
Automética (DELORT; ALFONSECA, 2012).

A SAA surgiu na Document Understanding Conference (DUC) de 20073 (WITTE;
KRESTEL; BERGLER, 2007), com a seguinte descrigdo: dada trés colegoes de textos
sobre um mesmo assunto, o objetivo era a producao de um sumadrio, com nao mais de
100 palavras, para cada cole¢ao; desses sumarios, o primeiro seria um sumario multidocu-
mento tradicional e os demais seriam de atualizagdo, ou seja, deveriam apenas reportar
informagoes novas ou mais recentes em relagao as colegoes anteriores. Em 2008, durante
a Text Analysis Conference (TAC)?*, novo nome assumido pela DUC, a tarefa de SAA
foi descrita como uma simplificagdo da edigdo de 2007, com a utilizagao de apenas duas

cole¢oes de documentos com 10 textos jornalisticos cada.

No Quadro 4, apresentam-se dois suméarios com aproximadamente 100 palavras,
sendo o primeiro um sumério multidocumento tradicionais e o segundo um de atualizacao.
Esses sumarios foram construidos manualmente por meio dos trés textos jornalisticos do

corpus CSTNews (ALEIXO; PARDO, 2008; CARDOSO et al., 2011). Para representar

o cenario da SAA, os dois textos menos recentes foram empregados para a construgao

3 Disponivel em: http://duc.nist.gov/duc2007 /tasks.html#pilot
4 Disponivel em: http://www.nist.gov/tac/
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do primeiro sumaéario. Assim, somente um texto da cole¢cdo, o mais recente, foi utilizado
para produzir o sumario de atualizacao, admitindo-se que o leitor tenha conhecimento do
conteudo dos textos menos recentes. Letras e niimeros entre colchetes foram utilizados
como identificadores das sentencas, de forma que todos os identificadores iniciados com a
letra M s@o do sumaério multidocumento e com a letra A sdo as sentencas do sumario de

atualizagao.

Quadro 4 — Exemplo de sumario multidocumento e de atualizacao.

Sumario 1 — Multidocumento Tradicional
[M1] Uma colisao entre dois trens de passageiros provocou a morte de pelo menos
80 pessoas e deixou 165 feridas. [M2] O acidente ocorreu no delta do Nilo, ao
norte de Cairo, no Egito. [M3] Mais de 45 ambulancias foram enviadas ao local do
acidente para socorrer as vitimas. [M4] O governador de Qaluibiya, Adli Hussein,
que se deslocou junto com outros varios altos funcionérios egipcios ao local do
acidente, afirmou que a colisao ocorreu quando o trem nimero 808 que circulava
em alta velocidade se chocou com a parte traseira de outro, que vinha de Qaliub.

Sumario 2 — de Atualizacao

[A1] O ministro da Saude egipcio, Hatem El-Gabaly, informou nesta segunda-
feira que 57 pessoas morreram e 128 ficaram feridas no choque entre dois trens
de passageiros no delta do Nilo, ao norte do Cairo. [A2] Fontes policiais e mé-
dicas informaram anteriormente que pelo menos 80 pessoas tinham morrido no
acidente. [A3] O acidente ocorreu as 7h15 (1h15 em Brasilia) entre um trem pro-
cedente da cidade nortista de Lardo e outro que esperava na estacao Qalyoub,
20 quilémetros ao norte da capital do Egito.

No Quadro 4, percebe-se que as primeiras sentencas de cada sumario sao bastante
similares, mais a informacao contida em A1l é mais atual, o que é ressaltado na sentenca
A2, na qual se reporta um possivel equivoco anterior sobre o numero de afetados no
acidente. Com relacao as sentencas M1 e A1, nota-se algum tipo de contradigdo que deve
ser ponderada pelo método de SAA. Especificamente nesse exemplo, a sentenca Al pode
ser considerada uma atualizacdo por meio de informagoes extra e intratextuais, como a
data mais recente do texto empregado no sumario de atualizacao e a presenca da sentenca
A2. Por fim, a sentenca A3 apresenta informacoes novas e complementares ao leitor, pois
acrescenta dados sobre o horario, origem dos dois trens envolvidos no acidente e dados
geograficos, que nao foram reportados anteriormente, na sentenca M4, por exemplo. Nesse
exemplo, percebe-se o quao complexa é a tarefa da SAA, com objetivo de identificar quais

informagoes atualizem o conhecimento do leitor.

A SAA se mostra como uma tarefa ainda mais pertinente devido ao volume de
dados dinamicos disponiveis. Por exemplo, por meio da chave de busca “Mundial de F1
2017” na ferramenta de busca de noticias Google News®, foram encontradas 1.980 noticias
publicadas no periodo de 12 a 13 de julho de 2017; e 9.020 resultados no periodo de 4 a

11 de julho do mesmo ano. Na primeira colecao, com textos mais recentes, hd uma grande
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quantidade de documentos disponiveis, embora seja bem menor em relacdo a segunda
colecao. Além disso, muito provavelmente, esses textos mais recentes possuem informagoes
que também foram apresentadas nos textos anteriores. Dessa forma, por exemplo, dado
um usudrio que tenha conhecimento dos textos mais antigos (publicados entre 4 e 11 de
julho), a produgao de um sumério tradicional multidocumento a partir desses novos textos
poderia apresentar informacao ja conhecida pelo leitor. Por outro lado, um sumario de
atualizagdo poderia disponibilizar somente as informacoes mais relevantes e atualizadas,

que, de fato, seriam mais importantes para o usuario.

Com as diretrizes da SAA, além de também tratar os desafios presentes na SA
tradicional (no decorrer deste texto, a expressao SA tradicional referenciard a SA mo-
nodocumento e a multidocumento), incluem-se novos desafios a area, que ocorrem pela
necessidade de considerar os textos ja lidos pelo leitor durante a sumarizacao, no objetivo
de identificar as informacoes relevantes e com novidade que atualizem o conhecimento
do leitor acerca do tema. Por exemplo, admitindo-se que a SAA, de certa forma, é uma
tarefa naturalmente multidocumento, pois se notam a presenca de ao menos dois textos,
um conhecido e outro nao conhecido pelo leitor, os fendmenos multidocumento, apresenta-
dos anteriormente, devem ser tratados. Entretanto, no contexto da SAA, esses obstaculos
mostram-se ainda maiores, pois sao presentes no cenario do conteido disponivel para o
sumaério (entre os textos nao conhecidos pelo leitor) e na necessidade de identificar con-
tetdo de atualizagdo (entre os textos conhecidos e nao conhecidos pelo leitor). A seguir,
sao ilustrados alguns cendrios de obstaculos que devem ser tratados pela SAA, tanto
no contexto da producdo do sumario quanto na principal caracteristica da tarefa, que é

identificar informagao nova relevante.

A redundancia de informagao, que é um grande obstaculo para a SA tradicional,
torna-se um obstaculo ainda maior para a SAA. Para um sumario de atualizacdo, espera-
se que seu conteudo nao seja redundante e que, além disso, nao seja redundante para com
o conhecimento do leitor sobre o tema dos textos. Para o primeiro caso, por exemplo, o
sumario deve identificar e ponderar o uso de sentencgas que transmitem a mesma informa-
¢ao, tais como as sentencas com Redundancia do Quadro 3. Ja para o segundo caso, por
exemplo, se um leitor tem conhecimento sobre o pronunciamento da TAM sobre a viabili-
dade de pouso de aeronave, sentengas com essas informagoes, tais como as sentencas com

Redundancia 1 do Quadro 3, devem ser evitadas no sumario.

Como apresentado anteriormente, durante a discussao sobre os obstaculos da SA
multidocumento, a Redundéancia deve ser evitada no suméario, mas também indica rele-
vancia de informagao (partindo-se do principio que informagoes frequentes sao relevantes).
No cenario da SAA, porém, sentencas redundantes podem representar conteido relevante,
com atualizagao se forem presentes nos textos desconhecidos, mas, também podem caracte-

rizar um conhecimento prévio do leitor que se estendeu aos textos recentes. Nesse terceiro
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caso, o método de SAA deve analisar se houve alteragoes nessas informacoes, dos textos
anteriores para os recentes, que possam ser consideradas mais recentes. Por exemplo, a

alteracdo do quadro de medalhas de algum evento esportivo, como as Olimpiadas.

A presenca de contradigdo entre os textos recentes, de forma semelhante a SA
multidocumento, obriga o método de SAA a ponderar se alguma ou nenhuma dessas
informagoes serd inserida no sumario. Por outro lado, no caso de contradi¢do entre os
textos recentes e os ja lidos, tendo em vista que informagoes anteriormente reportadas
podem sofrer alteragoes (atualizagdo), o método deve identificar se essa diferenca é uma
possivel atualizagao, algum diferente ponto de vista ou algum eventual erro, ou seja, deve

identificar se essa contradi¢ao é uma atualizacao relevante.

A ordenacao temporal das informagoes, essencial para a SA multidocumento, torna-
se ainda mais necessaria na SAA, pois é uma informagao tutil para correlacionar fatos
recentes nao reportados nos textos anteriores. Por exemplo, com a ordenacao temporal,
pode ser identificada uma sequéncia cronolégica de descrigbes sobre um evento. Além
disso, analogamente a SA multidocumento, se as informagoes dos textos recentes nao

forem corretamente ordenadas, o sumario produzido podera ser considerado incoerente.

Por fim, a presenca de estilos de escrita distintos, de forma similar a SAA multido-
cumento, exige um processo de normalizacao textual. Além disso, em alguns casos, essa
caracteristica pode dificultar a tarefa de identificar as informagoes dos textos recentes, nao
conhecidos pelo leitor, que ja foram apresentadas anteriormente. Por exemplo, os textos
conhecidos pelo leitor podem apresentar informagdes sobre algum determinado fato ou
evento no tempo presente; e esse mesmo contetido pode ser descrito no passado nos textos
nao conhecidos pelo leitor. Nesse caso, eventualmente, sem processamento adequado, o

sumario de atualizacdo compor-se-ia de conteiido redundante.

Na literatura, em um primeiro momento, a SAA foi abordada por meio da utiliza-
cao de métodos de SA tradicionais com uma fase posterior de remocao de redundéncia,
cujo objetivo é descartar sentencas dos textos recentes que sejam muito similares aos
textos conhecidos pelo leitor. Assim, assume-se que sentencas nao ou pouco similares as
sentencgas dos textos conhecidos pelo leitor possuem informacao nova. Essa abordagem,
denominada sumarizagao sensivel ao contexto, foi muito utilizada em diversos trabalhos
da drea (DELORT; ALFONSECA, 2012). Geralmente, métodos de SA A nessa perspectiva
utilizam métricas de similaridade lexical (por exemplo, a métrica do Cosseno (SALTON;
WONG; YANG, 1975)) em um processo iterativo para identificar e remover sentencas
redundantes do sumario, ou seja, uma sentenca candidata ao sumario é previamente com-
parada com todas as sentencas dos textos conhecidos do leitor e, se for considerada nao

redundante, é inserida no sumario.

A estratégia anterior pode eventualmente desconsiderar sentengas com informa-

¢ao nova acompanhada de informacao ja conhecida pelo leitor, que é considerado um dos
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grandes desafios da SAA,; (DELORT; ALFONSECA, 2012). Por exemplo, no Quadro 4, as
sentencas Al e A3, que ocorrem no sumario de atualizagao, sdo, respectivamente, parcial-
mente similares s sentencas M1 e M4 do suméario multidocumento. E importante ressaltar
que todas essas sentencas foram extraidas sem alteragoes de seus respectivos textos-fonte.
Assim, as sentencas do sumaério de atualizacdo também sao similares a sentencas dos
textos-fonte empregados na producao do sumario multidocumento. Assim, essas informa-
¢oes relevantes e de atualizacao poderiam ser desconsideradas do sumario por meio da

abordagem sensivel ao contexto.

Nesse contexto, em que abordagens pouco informadas, como a sensivel ao contexto,
nao sao adequadas para tratar os desafios da SAA, sobretudo no objetivo de identificar
informacao nova, pretende-se, neste trabalho, investigar métodos de SAA por meio de
abordagens mais informadas. Essa perspectiva também é observada em uma revisao dos
trabalhos de SAA da literatura, na qual se sugere que melhores resultados sdo alcanca-
dos quando a relacao entre o conhecimento do leitor, ou textos ja conhecidos por ele,
e os documentos mais recentes é representada por meio de uma abordagem mais infor-
mada, tais como relagoes sentenciais representadas em grafos (WENJIE et al., 2008; LI;
DU; SHEN;, 2011), tépicos textuais (HUANG; HE, 2010; DELORT; ALFONSECA, 2012),
agrupamento de sentencas similares (WANG; LI, 2010), modelos de otimizacao (DU et
al., 2010; LONG et al., 2010), etc.

Na literatura, diferentes propostas e abordagens para representacao de conteido
textual vém sendo investigadas em distintas tarefas de SA. Por exemplo, Nenkova e Van-
derwende (2005), Varma et al. (2009) modelam os textos-fonte e respectivas sentengas
por meio n-gramas e algumas métricas de relevancia. Alguns outros métodos empregam
Grafos e algoritmos baseados nessas estruturas, dos quais podem-se citar Erkan e Ra-
dev (2004), Lin e Kan (2007), Wenjie et al. (2008), Li, Du e Shen (2011), Ribaldo et al.
(2012), Qian e Liu (2013), Li e Li (2014). Visando a identificacdo de relagoes seméanticas
por meio de termos relevantes e reduzir a quantidade dos dados a serem processados, ha
algumas propostas que identificam tépicos latentes (palavras ou expressoes chaves), tais
como Nastase (2008), Steinberger e Jevzek (2009), Du et al. (2010), Li, Du e Shen (2011),
Delort e Alfonseca (2012), He, Qin e Liu (2012). Essas abordagens permitem correlacionar
diferentes tipos de informacao e o uso de métricas especificas dessas estruturas, tais como
conectividade de grafo, que podem contribuir para identificar relevancia, atualizacao e

remover redundancia de contetdo.

Além das abordagens supracitadas, tem-se também algumas investigagdes mais lin-
guisticamente guiadas. Por exemplo, Vanderwende, Banko e Menezes (2004) e Leskovec,
Milic-Frayling e Grobelnik (2005) propuseram o uso de redes com relagoes lexicais identifi-
cadas por meio de informagoes sintéticas. Castro Jorge (2010), Cardoso (2014) e Ribaldo,

Cardoso e Pardo (2016), no 4mbito da SA multidocumento para a lingua portuguesa,



1.1. Contexto e motivagdo 35

fazem uso de diferentes técnicas por meio de teorias discursivas

Neste trabalho, investigaram-se abordagens distintas de representagao textual para
as quais foram incorporados conhecimentos semanticos e discursivos, como a Teoria Dis-
cursiva Multidocumento (CST, do inglés Cross-document Structure Theory) (RADEV,
2000) e a segmentagao de Subtépicos. Esses teorias linguisticas foram investigadas pois
alguns trabalhos prévios de SA para a lingua Portuguesa, como Ribaldo et al. (2012),
Cardoso (2014), Ribaldo, Cardoso e Pardo (2016), demonstraram que essas informagoes

contribuiram efetivamente para a producao de sumarios mais informativos.

Por meio da CST, ¢é possivel correlacionar sentencas de textos diferentes por meio
de relagoes discursivas. Dessa forma, pode-se representar o conteiido de uma colegao tex-
tual por meio dessa teoria visando identificar e tratar os fenémenos multidocumentos
(CARDOSO, 2014). Além disso, no ambito da SAA, é possivel analisar as relagoes dis-
cursivas entre os textos mais recentes e aqueles considerados conhecidos pelo leitor com
objetivo de identificar o conteiddo mais relevante e atualizado. Por exemplo, no Quadro
4, as sentencas Al e M1 poderiam ser correlacionadas por uma relacao CST que indica
Contradigao; assim, assumindo-se que Al ocorreu em um texto conhecido pelo leitor, essa
relacdo pode indicar que a sentenca M1 é mais atual. Além disso, a teoria CST prevé
algumas relagoes que indicam ordenagao temporal ou um sequenciamento de eventos, o

que pode ser extramente util para a tarefa de SAA.

Visando a produgao de sumérios informativos, além de modelar/tratar os fenome-
nos multidocumento, pode-se também representar o contetido do texto-fonte de forma
adequada. Nesse contexto, tem-se a teoria linguistica de Segmentos de Subtépicos. Esse
conhecimento linguistico parte do principio de que a ideia ou assunto principal de um
texto é composto por assuntos menores, que podem ser identificados ao decorrer do corpo
textual. Assim, cada Segmento de Subtdpico representa um conjunto coerente de senten-
cas (em sequéncia) no qual é descrita alguma sub-ideia que compoe o assunto principal no
texto. Por meio desse tipo de informagao, por exemplo, podem-se produzir suméarios que
cubram a maioria dos temas abordados nos textos-fonte e, mais especificamente no am-
bito da SAA, verificar quais os Subtopicos que ainda nao foram lidos pelo leitor e quais
aqueles que sofreram alteragoes relevantes. Uma abordagem semelhante foi empregada
em (HUANG; HE, 2010; DELORT; ALFONSECA, 2012), porém, por meio de tépicos

latentes.

Segundo Mani (2001), o processo de constru¢ao automatica de um sumadrio requer
trés etapas principais, referenciadas como fases de Sele¢ao, Transformacao e Sintese de
Contetudo. Nas duas primeiras, os textos-fonte sao processados e transformados em um
modelo computacional para que seja possivel identificar o conteiido mais relevante a ser
inserido no sumario. Uma vez selecionado essa informagao, o sumario é produzido por

algum procedimento de Sintese. Embora essa arquitetura de SA tenha sido introduzida,
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sobretudo, para as tarefas de SA Mono e Multidocumento, essas fases de processamento
também sao necessarias a SAA. Obviamente, algumas alteragoes sao pertinentes para ade-
quar essas fases de processamento aos requisitos da SAA, como a necessidade de identificar

conteido relevante, mais recente e atualizado.

Na literatura, com relagao as etapas de Selecao e Transformacgdo, encontram-se
diversas abordagens e técnicas, com alguns modelos de representacao textual apresenta-
dos anteriormente, que fazem uso de pouco ou muito conhecimento linguistico. Contudo,
para a etapa de Sintese, comumente encontram-se métodos de SAA que empregam uma
Abordagem Extrativa, na qual algumas sentencas dos textos-fonte sao selecionadas e pos-
teriormente, sem alteragao de contetido, sdo justapostas no sumaério final, tais SAA (HU-
ANG; HE, 2010; DELORT; ALFONSECA, 2012; N6BREGA et al., 2014). Tal abordagem
também é frequentemente adotada em outras tarefas, como a SA Mono e Multidocumento
(RINO et al., 2004; LEITE et al., 2007; MARGARIDO et al., 2008; MIHALCEA; TA-
RAU, 2004; NASTASE, 2008; HAGHIGHI; VANDERWENDE, 2009; Castro Jorge, 2010;
RIBALDO et al., 2012; CARDOSO, 2014).

A abordagem Extrativa, embora seja a mais empregada, sobretudo por sua sim-
plicidade e resultados satisfatorios, pode reduzir a informatividade do sumario produzido
em algumas situagoes. Isso ocorre porque as sentengas selecionadas para o sumario po-
dem conter alguns segmentos pouco relevantes ou redundantes. Dessa forma, uma vez
que nao ha alteragao do conteido dessas sentencas e o sumario comumente é submetido
a restrigoes de tamanho (tais como a quantidade de caracteres, palavras ou sentengas),
nao ha como acomodar algum outro contetido mais importante. Por exemplo, no Quadro
5 é apresentado um sumaério extrativo que foi gerado por um método automético a partir
por do cérpus CSTNews (ALEIXO; PARDO, 2008; CARDOSO et al., 2011). Pode-se
observar, em negrito, que alguns segmentos das sentencas S2 e S3 sdo menos relevantes
para o sumario, uma vez que essas informagoes também estao presentes em S1. Com a
remocao desses segmentos, poder-se-ia, por exemplo, adicionar mais contetido no sumario,
tornando-o mais informativo ao usuario. Aqui, é importante observar que em um cenario
multidocumento, identificar sentencas dos textos-fonte que nao possuam segmentos pouco
relevantes ou redundantes, seja em relagao ao conteido ja inserido no sumério ou ao co-
nhecimento do leitor em uma tarefa de SAA, é uma tarefa complexa, dado a dificuldade

de se tratar os fendomenos multidocumento.

Outra possibilidade de sintese é a Abstrativa, na qual ha um procedimento de
geragao automadtica de lingua natural. Em outras palavras, o conteido do(s) texto(s)-
fonte é analisado e “interpretado” pelo método de SA que, posteriormente, cria novas
sentencas para compor o sumario. Dessa forma, com um bom gerador automatico de
texto, os problemas existentes na sintese Extrativa poderiam ser reduzidos. Entretanto,

tal abordagem é bem mais complexa e ainda requer muitos esforgos de pesquisa.
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Quadro 5 — Exemplo de sumario extrativo, no qual sdo destacados os principais problemas da
abordagem extrativa.

[S1] Quase metade dos vbos previstos para decolar na manha desta terga-
feira (24) no Aeroporto de Congonhas, na Zona Sul de Sao Paulo, foi
cancelada, de acordo com informacoes da Infraero.

[S2] Aeroporto de Congonhas continuava fechado para pousos na manha desta
tercga-feira, 24, por conta do nevoeiro que cobria a regiao sul de Sao Paulo,
e metade dos vOos programados entre 6 e 8 horas foram cancelados.
[S3] Com o fechamento de Congonhas e a interdigdo da pista principal, que
estd fechada desde a terga-feira, 17, por conta do acidente com o véo 3054 da
TAM, algumas empresas transferiram voos para o Aeroporto Internacional de
Sao Paulo (Cumbica), em Guarulhos.

[S4] A TAM cancelou 68 voos previstos para esta ter¢ca em Congonhas e trans-
feriu outros 22 para Cumbica.

Visando solucionar o problema supracitado, investigagdbes em SA direcionaram es-
forcos para a Abordagem de Sintese Compressiva, que pode ser considerada um meio
termo entre as abordagens Extrativa e Abstrativa. Na SA Compressiva, as sentengas sele-
cionadas dos textos-fonte sdo eventualmente comprimidas, ou reduzidas, antes de serem
adicionadas ao sumario. Uma sentenca é comprimida por meio da delecdo de alguns seg-
mentos ou por algum procedimento de reescrita (ALMEIDA; MARTINS, 2013). Dessa
forma, por exemplo, segmentos considerados irrelevantes de algumas sentencas selecio-
nadas sao removidos, diminuindo assim seus respectivos tamanhos, e possibilitando a
insercao de mais conteido no sumario. Por exemplo, os segmentos demarcados no Qua-
dro 5 poderiam ser removidos de suas respectivas sentengas e, consequentemente, novas

informacgoes poderiam ser adicionadas.

Para a producao de sumarios por meio da Sintese Compressiva, em algum estagio
do processo, as sentengas selecionadas dos textos-fonte devem ser comprimidas. Nesse ce-
nario, tem-se a tarefa de Compressao Sentencial (CS), cujo objetivo é produzir uma versao
de menor tamanho (menor quantidade de itens lexicais) de uma determinada sentenga
(KNIGHT; MARCU, 2000). Por exemplo, no Quadro 6, sdo apresentadas algumas senten-
cas com as respectivas possibilidades de versoes comprimidas. Nesses exemplos, pode ser
observado que as versoes menores possuem menor quantidade de itens lexicais em relacao

as sentengas originais e apresentam, relativamente, o mesmo significado.

Usualmente, métodos de CS empregam a abordagem de Delecao, na qual a sen-
tenga comprimida é produzida apds a remocao de alguns itens lexicais e/ou arcos sin-
taticos em uma Arvore Sintética (de sintagmas ou dependéncias), tais como os mode-
los de compressao introduzidos em (KNIGHT; MARCU, 2000; TURNER; CHARNIAK,
2005; MCDONALD, 2006; COHN; LAPATA, 2008; ALMEIDA; MARTINS, 2013; BERG-
KIRKPATRICK; GILLICK; KLEIN, 2011; THADANI; MCKEOWN, 2013).
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Quadro 6 — Exemplos de sentencas com respectivas versoes comprimidas.

Exemplo 1
Original: Estao abertas as inscri¢gdes para um passeio ciclistico em Divindpolis.
Compressao: Abertas inscrigoes para passeio ciclistico em Divinépolis.

Exemplo 2
Original: Num comunicado em inglés enviado ontem a agéncia Reuters, dirigindo-
se aos mercados, Passos Coelho explica em cinco pontos as razoes para
que o PSD vote contra o PEC 4.
Compressao: Passos Coelho explica as razoes para que o PSD vote contra o PEC 4.

Dado o contexto supracitado, a investigacao deste trabalho foi direcionada a Su-
marizacao Automatica de Atualizacao e a Sintese Compressiva por meio de métodos de
Compressao Sentencial. No primeiro, investigou-se o uso de: (i) conhecimento seméntico
e discursivo; e (ii) abordagens variadas de representagio textual para SA. Por meio dessa
abordagem, estimou-se que os desafios de SAA, que se baseiam em identificar contetido
relevante, com atualizacdo e nao redundante ao conhecimento do leitor, pudessem ser
tratados de forma mais efetiva. No segundo escopo, foram investigados métodos de Com-
pressao Sentencial visando a producdo de Sumaérios Compressivos para, posteriormente,

avaliar as diferengas de qualidade entre os sumarios extrativos e abstrativos.

Para investigagdo da Abordagem de Sintese Compressiva nos métodos de SA pro-
postos, uma vez que se investigaram abordagens distintas de SA, propos-se um método
de Sumarizagdo Compressiva em que as etapas de selecao e compressao das sentencas dos
textos-fonte sdo independentes. Dessa forma, tanto os procedimentos de sintese extrativo
e compressivo puderam ser experimentados em todos os métodos de SA propostos. Além
disso, uma vez que a arquitetura proposta para empregar a SA Compressiva individualiza
as etapas de selegao e sintese de contetido, acredita-se que tal metodologia possa ser facil-
mente integrada em métodos de SA previamente propostos de forma a contribuir para a

producao de sumarios mais informativos.

Além do cenario da investigacao em SAA apresentado anteriormente, é importante
ressaltar que, para a lingua portuguesa, sobretudo no Brasil, embora a sumarizacao tra-
dicional tenha sido bastante explorada, tanto no cendrio monodocumento, com (RINO et
al., 2004; LEITE et al., 2007; MARGARIDO et al., 2008), quanto multidocumento, com
(Castro Jorge, 2010; RIBALDO et al., 2012; CARDOSO, 2014), nao se tem conhecimento
de trabalhos em SAA. Para a tarefa de SA Compressiva, tem-se principalmente o cérpus
Priberam Compressive Corpus for Summarization (PCSC) (ALMEIDA et al., 2014), que
possui textos jornalisticos publicados em agéncias Portuguesa e sumarios semiautomatica-
mente produzidos por meio da Sintese Compressiva por meio de um processo de delecao
de itens lexicais. Assim, espera-se que este trabalho seja motivador para a evolucao da

area de SA para lingua portuguesa, de forma a prover recursos e ferramentas para o de-
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senvolvimento da area e que, no contexto geral, apresente contribui¢des quanto ao uso de

conhecimento seméantico discursivo no processo de SAA.

Nas seguintes segoes deste capitulo, os objetivos, hipdoteses, método de pesquisa e

organizacao deste trabalho serdao apresentados.

1.2 Objetivos e tese

Como descrito anteriormente, a tarefa de SAA é muito pertinente, sobretudo no
cenario da Web, tendo em vista o volume de dados textuais ja existentes e o dinamismo
com que novo conteudo é publicado e em diferentes canais de comunicagao. Diversas abor-
dagens e técnicas vém sendo investigadas no ambito da SAA, tais como métodos basea-
dos em distribui¢ao de Tépicos Latentes (STEINBERGER; JEZEK, 2009; HUANG; HE,
2010; LI et al., 2012; DELORT; ALFONSECA, 2012), Caracteristicas Posicionais (IKA-
TRAGADDA; PINGALI; VARMA, 2009; OUYANG et al., 2010), algoritmos de Grafos
(ERKAN; RADEV, 2004; LIN; KAN, 2007; WENJIE et al., 2008; RIBALDO et al., 2012;
LI; DU; SHEN, 2013), entre outras. Entretanto, tais métodos comumente nao fazem uso
de conhecimentos linguisticos mais refinados, que podem modelar os fendmenos multido-
cumento inerentes a tarefa de SAA de forma mais efetiva. Ressalta-se que alguns trabalhos
prévios destinados a SA Multidocumento, tais como Ribaldo et al. (2012), Cardoso (2014),
Ribaldo, Cardoso e Pardo (2016), sugerem que o uso de abordagens mais informadas, que
empregam informacoes discursivas, produzem resultados mais satisfatorios. E importante
também apresentar que o uso de informagoes/ferramentas linguisticas vem sendo estimu-
ladas em algumas conferéncias da area, como a competicao organizada pela Text Analysis
Conference (TAC) de 2010, na qual os métodos submetidos deveriam analisar Aspectos
Textuais que descreviam diferentes tipos de noticias jornalisticas (OWCZARZAK; DANG,
2010).

Embora diferentes conhecimentos linguisticos possam ser utilizados, sobretudo,
nas etapas de Selecao e Transformacao de conteiido, com objetivo de modelar mais pre-
cisamente os desafios multidocumentos da SAA, os sumarios gerados automaticamente
ainda podem nao ser tao informativos. Por exemplo, comumente, métodos de SAA fazem
uso de uma abordagem de Sintese Extrativa, na qual nao ha alteragdo das sentencas se-
lecionadas para o sumario. Dessa forma, mesmo com uma modelagem mais informada
(linguisticamente) dos textos-fonte, como descrito anteriormente, essa técnica de sintese
pode desconsiderar algumas informacoes pertinentes para o sumario, pois algumas senten-
cas selecionadas podem conter segmentos menos relevantes de forma que se impossibilita a
adicao de contetido mais importante no sumaéario, dada as limitacoes de tamanho definidas

para o sumario.

Tendo em vista as lacunas identificadas na literatura, a Tese investigada neste
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trabalho foi de que o uso de informacao semantica e discursiva nas etapas de Selecao
e Transformacao de Contetdo, aliada a diferentes abordagens de representacao textual,
contribui para a construcao de sumarios de atualizacao mais informativos em relacao aos
métodos tradicionais, pois auxiliam, principalmente, na identificacdo de sentencas com
conteudo de atualizagdo inserido em meio a informagao conhecida, que é considerado
um dos grandes desafios da SAA e nao é devidamente tratado por meio de abordagens

superficiais, que fazem uso de pouco conhecimento linguistico durante o processamento,
(DELORT; ALFONSECA, 2012).

Dado o contexto supracitado, o principal objetivo deste trabalho foi investigar
o uso de informacao semantica e discursiva em conjunto com diferentes abordagens de
representacao textual, que foram amplamente investigadas no ambito da SAA, por meio
das abordagens de sintese Extrativa e Compressiva. Entretanto, o uso de conhecimento
seméntico/discursivo em métodos de sumarizagao, geralmente, implica em um maior custo
computacional. Assim, como segundo objetivo deste trabalho, investigaram-se abordagens
hibridas com uso de informacao seméantica, discursiva e superficial com o propoésito de

produzir métodos de SAA mais escalaveis.

No contexto da SAA baseada na Abordagem de Sintese Compressiva, o objetivo
dessa pesquisa foi desenvolver uma arquitetura que viabiliza a produgao de suméarios com-
pressivos a partir de um método de Sumarizagao Extrativo. Por meio dessa Arquitetura,
analisou-se o a diferenca de informatividade dos sumarios produzidos por meio dessa ar-
quitetura e aqueles dos respectivos métodos de SA extrativos. Para tanto, outro objetivo
foi desenvolver e avaliar métodos de Compressao Sentencial, que almejam produzir uma

versao reduzida de uma sentenca de entrada.

Para a lingua Portuguesa, nao se tem conhecimento de trabalhos e recursos espe-
cificos a SAA anteriormente a este trabalho. Assim, as experimentacoes principais deste
trabalho foram direcionadas para esse idioma, visando ampliar o escopo da pesquisa em
SA em lingua Portuguesa. Dessa forma, outro objetivo deste trabalho foi desenvolver,
compilar e estender recursos e ferramentas destinados a tarefa de SAA e SA Compressiva

para esse idioma.

Por meio dos experimentos realizados, pdde-se observar que, na maioria dos casos,
a adicao de conhecimento linguistico em modelos de representagao textual, comumente
empregados na literatura, produz sumérios de atualizagdo ligeiramente mais informati-
vos em relagdo aos sumarios gerados pelos métodos tradicionais. Esses resultados ocorre-
ram principalmente quando foi utilizado o conhecimento de Segmentacao de Subtopicos.
Ressalta-se que esses experimentos foram executados em conjuntos de avaliagdo para a

lingua Portuguesa e Inglesa, na qual se encontra repositorios de SAA mais difundidos.

Tendo em vista que foram investigados diferentes abordagens de SAA, que empre-

gam diferentes formas de representacao textual e algoritmos para selecdo de sentencas
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para os sumarios, foi também proposto um método Ensemble, que combina alguns dos
métodos investigados neste trabalho visando ranquear/identificar as sentencas mais ade-
quadas para o sumario. Tal método apresentou resultados muito satisfatorio, superando,
inclusive, alguns métodos do Estado da Arte. Tal resultado indica que diferentes aborda-

gens de representacao textual sdo complementares e auxiliam o processo de SAA.

No ambito da SAA baseado na sintese compressiva, foi proposta e desenvolvida
uma arquitetura na qual se pode acoplar um método de sumarizacao extrativo e um
método de Compressao Sentencial de forma a produzir sumarios por meio da sintese
compressiva. Ressalta-se que tal abordagem pode ser empregada em outras tarefas no
contexto da SA. Apds os experimentos, observou-se que adotar somente versdes compri-
midas das sentencas para compor o sumario nao melhora a respetiva informatividade.
Provavelmente, isso ocorreu pela existéncia de compressoes agramaticais ou mal forma-
das que sdo eventualmente produzidas pelos métodos de compressao. O melhor modelo
de SAA baseada na sintese compressiva foi aquele que, em cada etapa de sele¢do de uma
sentenca para o sumario, utiliza a sentenca original sem alteracao, que foi extraida de

algum texto-fonte, ou a respectiva menor versao comprimida pelo método automatico.

Previamente aos experimentos com a arquitetura supracitada, foram investigados
e desenvolvidos alguns métodos de compressao sentencial para a lingua Portuguesa. Esses
métodos foram produzidos por meio de distintas técnicas de aprendizado de maquina com
diferentes niveis de atributos. Por meio dos resultados computados durante a etapa de
avaliagao dos métodos, pode-se observar que um dos modelos desenvolvidos neste trabalho
apresentou valores melhores do que o método proposto por Filippova e Alfonseca (2015),

que faz uso de técnicas de Deep Learning.

1.3 Método de trabalho

Para atingir os objetivos e verificar as hipdteses de pesquisa deste trabalho, o
método de trabalho proposto correspondeu as seguintes tarefas: revisao da literatura;
implementacao de alguns métodos de SAA relevantes e do estado da arte na literatura;
proposta de alguns métodos novos de SAA por meio de conhecimento semantico, dis-
cursivo e representagoes textuais; construgao e adaptacao de recursos necessarios para o
desenvolvimento/avaliagdo deste trabalho para a tarefa de SAA extrativa e Compressiva;
avaliacao dos resultados dos métodos de SAA extrativos; desenvolvimento dos métodos
de Compressao Sentencial para viabilizar a produgdo de suméarios compressivos; inser¢ao
e avaliagdo dos modelos de compressao aos métodos de SAA extrativos; e avaliagao dos

resultados e verificacdo das diferencas entre os suméarios compressivos e extrativos.

No escopo da SAA, durante a etapa de revisao da literatura, foram analisados os

principais trabalhos, sobretudo aqueles que apresentaram avancgos e novas abordagens a
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area. Por meio dessa tarefa, foram selecionados alguns métodos para implementagio/a-
daptacao para a lingua Portuguesa, com objetivo de realizar comparagoes com os métodos

que foram desenvolvidos por meio da abordagem proposta neste trabalho.

Para o desenvolvimento e avaliagdo dos métodos de SAA, foi preparado um novo
corpus, o CSTNews-Update, que consiste em uma organizacao diferente do corpus CST-
News (ALEIXO; PARDO, 2008; CARDOSO et al., 2011). Ressalta-se que o CSTNews
é amplamente empregado em trabalhos de SA mono e multidocumento e possui diver-
sos conhecimentos linguisticos manualmente identificados, entre os quais se encontram as

informagoes que forma utilizadas neste trabalho, a CST e a identificagdo de subtopicos.

No escopo da Sintese Compressiva, a revisao da literatura foi direcionada aos prin-
cipais trabalhos de Compressao Sentencial. Dessa forma, foram observados os atributos
comumente empregados pelos principais métodos da literatura visando o desenvolvimento
de novos modelos de compressao para a lingua Portuguesa por meio de algoritmos de
aprendizado de maquina. A utilizacao de métodos de CS foi necessaria, pois o objetivo
deste trabalho nesse escopo foi disponibilizar uma arquitetura que possibilita produzir

sumarios compressivos a partir de métodos de SA extrativos.

Para a producao dos métodos de Compressao Sentencial, foram compilados dois
corpus. O primeiro é constituido por um conjunto de pares sentenciais compostos por
uma sentenca original e sua respectiva versao comprimida por meio do cérpus PCSC
(Corpus de Sumarizagao por Compressao do Priberam, do inglés Priberam Compressive
Summarization Corpus) (ALMEIDA et al., 2014). E importante informar que o cérpus
PCSC também ¢ constituido por textos jornalisticos e possui sumarios multidocumentos
manuais. O segundo cérpus proposto foi compilado por meio da metodologia automatica
para criagao de conjuntos de dados para a tarefa de Compressao Sentencial proposta em
Filippova e Altun (2013).

No que se tem conhecimento até o momento, esse trabalho foi inédito em dois cené-
rios. No primeiro, para a lingua portuguesa, sobretudo no Brasil, pois nao se tem relato de
trabalhos de SAA para esse idioma. Uma provavel justificativa da auséncia de trabalhos
de SAA nesse cenario ¢é a inexisténcia de cérpus com sumaérios de atualizagdo para avalia-
¢oes de métodos propostos e, evidentemente, por ser uma tarefa recente. Assim, prevé-se
a extensao do cérpus CSTNews como uma contribuicdo que poderd incentivar pesquisas
de SAA para a lingua portuguesa. Ja o segundo cenario de inovagdo desta proposta cor-
responde a investigacao de conhecimento semantico e discursivo, principalmente a CST,
no processo de sumarizagao, do qual nao se tem conhecimento de trabalhos anteriores que

tenham a investigado.
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1.4 Organizacao da monografia

Esta monografia é organizada em 3 capitulos além da Introducao. No Capitulo 2,
as teorias, recursos, formas e métricas de avaliagdo de métodos de SAA e defini¢oes con-
ceituais da area sao apresentados mais detalhadamente. No Capitulo 3, uma revisao dos
principais trabalhos de Sumarizacao Automatica de Atualizacao e Compressao Sentencial
encontrados na literatura é apresentada. Os métodos de CS e SAA propostos, bem com a
metodologia e resultados da avaliacao, serao apresentados nos Capitulos 4 e 5, respectiva-
mente. Por fim, as conclusoes e contribui¢oes deste trabalho serdao descritos no Capitulo

6.
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CAPITULO

2

FUNDAMENTACAO TEORICA

Neste capitulo, apresentam-se o aparato tedrico, os recursos e o ferramental que
foram utilizados durante o desenvolvimento deste trabalho. Na Secao 2.1, as principais
defini¢oes da area de SA serao apresentadas, tais como classificagoes de métodos de su-
marizacao e conceitos relacionados a forma ou abordagem de producgao de sumarios. Na
Secao 2.2, as principais abordagens de avaliacao de métodos automaticos de sumarizacao,
sobretudo no escopo da SAA, serdao descritas. Por fim, na Se¢ao 2.3, os principais recursos

(corpus) e ferramentas que foram utilizados neste trabalho serao listados.

2.1 Conceitos da Sumarizacao Automatica

Métodos de Sumarizagao Automatica sdo comumente categorizados conforme di-
versas caracteristicas, tais como o nimero de textos-fonte utilizados, forma de sintese do
contetudo presente no sumario, objetivo do sumario e abordagem utilizada. No contexto
do nimero de textos-fonte, um método ou sumaério é classificado como monodocumento ou
multidocumento, quando, respectivamente, se utiliza um ou vérios textos-fonte (MCKE-
OWN; RADEV, 1995; RADEV; MCKEOWN, 1998). No caso especifico da SAA, nota-se
a presenca de ao menos dois textos, um conhecido e outro nao conhecido pelo leitor, mas o
contetido do sumaério é advindo apenas dos textos nao conhecidos. Assim, tendo em vista
que os textos conhecidos pelo leitor interferem na producao do sumério, a SAA pode ser

considerada uma tarefa de sumarizacao naturalmente multidocumento.

Com relagao a forma de sintese de conteiido, métodos de sumarizacao sao classifi-
cados entre extrativo, abstrativos (MANI, 2001) ou, mais recentemente, compressivos. Na
sumarizacao extrativa, algumas sentencas dos textos-fonte sdo selecionadas e, posterior-
mente, sem alteragoes, sdo justapostas no sumario, ou seja, nao ha producao de contetido,
mas sim o ranqueamento e selecdo das sentencas mais relevantes dos textos-fonte. Ja na

sumarizac¢ao abstrativa, o contetido dos textos-fonte é “interpretado’ pelo método e pos-
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teriormente novas sentengas sao produzidas para o sumario, podendo-se reescrever partes

da sentencas originais.

Uma vez que a abordagem abstrativa requer procedimentos de geracao automa-
tica de lingua natural (mais especificamente, a producao automatica de textos), que é
considerada uma tarefa muito complexa que ainda demanda grandes avancos de pesquisa
(BERG-KIRKPATRICK; GILLICK; KLEIN, 2011; ALMEIDA; MARTINS, 2013), a sin-
tese extrativa é a mais empregada na area, sobretudo por ser um processo mais simples
que apresenta resultados satisfatorios. Contudo, uma vez que as sentencas selecionadas
para o sumario por meio dessa abordagem nao sao alteradas, alguns segmentos redun-
dantes e/ou irrelevantes podem se mostrar presente. Dessa forma, dada a limitagao de
tamanho estipulada para o sumario, algum outro conteiido mais importante pode ser

desconsiderado, pois nao ha mais como acomodéa-lo.

Dadas as caracteristicas supracitadas, pesquisadores tém direcionado esforcos para
a abordagem de Sumarizagao Compressiva (KNIGHT; MARCU, 2000; MADNANT et al.,
2007; BERG-KIRKPATRICK; GILLICK; KLEIN, 2011; LI et al., 2013; QIAN; LIU, 2013;
ALMEIDA; MARTINS, 2013; FILIPPOVA et al., 2015), que pode ser considerada um
meio terno entre as duas anteriores. Na Sumarizacado Compressiva, uma sentenca previ-
amente selecionada para compor o suméario é eventualmente comprimida de forma que
seu tamanho é reduzido sem alteragao (preferencialmente) de seu significado essencial por
meio de um processo de reescrita ou delecao, no qual alguns itens lexicais sao removidos.
Dessa forma, segmentos de informacao irrelevantes ou que ja estejam presentes no suméa-
rio podem ser descartados de forma a possibilitar a adi¢ao de novas sentencas ao sumario,

tornando-o mais informativo.

No Quadro 7, sdo apresentados trés sumarios multidocumento produzidos por hu-
manos por meio das abordagens de sintese extrativa, abstrativa e compressiva a partir da
colegao de textos do cérpus CSTNews, que é composta por noticias sobre a Liga Mundial
de Volei de 2006.

Nesse exemplo, pode-se perceber que, embora a quantidade de palavras dos dois
sumarios seja similar (respectivamente, 84 e 82), o sumario abstrativo apresenta mais
informagoes que o sumario extrativo. Essa diferenca dos sumarios ocorreu devido ao tra-
balho de reescrita, no qual o sumarizador humano que produziu o segundo sumério optou
por descartar alguns dados, como a pontuacao da partida, para inserir mais contetido
sobre o tema. Além disso, pode-se também observar que o sumario compressivo possui
um tamanho menor em relagdo aos demais. Mesmo assim, é constituido pelas informa-
¢Oes mais relevantes presentes no sumario extrativo. Dessa forma, alguma outra sentenca

poderia ser eventualmente adicionada ao sumario, tornando-o mais informativo.

Com relagdo & abordagem, um método de sumarizacao é classificado como pro-

fundo ou superficial, quando se faz uso de, respectivamente, muito ou pouco conhecimento
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Quadro 7 — Exemplos de sumarios extrativo, abstrativo e compressivo.

Sumario extrativo

O Brasil arrasou a Finlandia no primeiro confronto entre as sele¢des, nesta sexta-
feira, na cidade de Tampere, pela Liga Mundial de volei 2006, por 3 sets a 0, com
parciais de 25/17, 25/22 e 25/21. Amanha, as equipes voltam a se enfrentar, as
12h30 (horério de Brasilia), no mesmo local, com acompanhamento ao vivo do
Terra Esportes. Com o resultado, o Brasil continua sendo a tinica equipe invicta
da competicao, mantendo a lideranca do Grupo B da Liga, com sete vitorias em
sete partidas.

Sumario abstrativo

Nesta sexta-feira, a selecao brasileira masculina de volei ganhou da selecao da
Finlandia por 3 sets a 0. Com esta vitoria, a selecao brasileira acumulou 7 vitérias
consecutivas na Liga Mundial, sendo invicta na competicao. O jogo de volta sera
neste sabado as 12h30. Lider no Grupo B, a selecao brasileira esta perto de obter
a unica vaga do Grupo B na Liga Mundial. Nesta ultima fase, participaria junto
com a Riussia (sede) e um time convidado pela Federacao Internacional de Volei.

Sumario compressivo

O Brasil arrasou a Finlandia nesta sexta-feira, na cidade de Tampere, pela Liga
Mundial de volei 2006, por 3 sets a 0. Amanha, as equipes voltam a se enfrentar,
as 12h30 (horario de Brasilia), no mesmo local, com acompanhamento ao vivo do
Terra Esportes. O Brasil continua sendo a tnica equipe invicta da competicao,
mantendo a lideranca do Grupo B da Liga, com sete vitérias em sete partidas.

linguistico (MANTI, 2001). Além disso, podem-se considerar métodos hibridos, quando co-

nhecimentos profundos e superficiais sao empregados em conjunto. E importante ressaltar

que essa ¢ uma classificacdo com relagdo ao tipo de conhecimento ou informacao linguis-

tica que é utilizado, o que nao considera a técnica, tal como uso de Aprendizado de Ma-

quina. Na Figura 1, ilustram-se os niveis de conhecimento linguisticos dispostos conforme

o nivel de complexidade e subjetividade sugerido por Jurafsky e Martin (2009). Assim,

desconsiderando-se o nivel fonolégico, destinado aos processos de fala, pode-se considerar

um método como profundo quando esse se utiliza de conhecimentos nos niveis mais altos

da figura, tais como discursivo e semantico.

f Pragmético/Discurso\

Semantico
Abstragado
e Sintaxe
complexidade
Morfologia

\ Fonética/Fonologia J

Figura 1 — Niveis de conhecimentos linguisticos.
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Por exemplo, para a producao de sumarios coesos e coerentes, sobretudo por meio
da Abordagem Abstrativa, informacoes do nivel Sintatico podem ser utilizadas visando
a produgdo/selecao de sentencas bem formadas. Na abordagem Extrativa, em que nao
ha geracao de novas sentencas, informacgao sintatica pode ser adotada com objetivo de
identificar um encadeamento adequado para sentencas selecionadas para o sumario. Além
disso, alguns trabalhos, como Vanderwende, Banko e Menezes (2004), Leskovec, Milic-
Frayling e Grobelnik (2005), fizeram uso de relagoes seménticas extraidas a partir das
Arvores Sintéticas das sentencas presentes em um texto-fonte para identificar quais as
informacoes mais relevantes que devem ser inseridas no sumério. Segundo esses autores,

por meio dessa abordagem ¢ possivel analisar alguns eventos que sao descritos nos textos.

No contexto da SA, conhecimento discursivo geralmente é utilizado para modelar
os fenémenos multidocumento, como em Cardoso e Pardo (2016) e Ribaldo, Cardoso e
Pardo (2016), que fazem uso de relagoes discursivas entre sentengas de textos diferentes,

e/ou representar o contetdo textual de forma mais adequada e informada.

Independentemente de como um método de sumarizacao é categorizado, o tama-
nho do sumario produzido geralmente ¢ restringindo por uma Taxa de Compressao, que
pode ser definida por meio de um nimero ou percentual de sentencas ou palavras. Nas
competicoes das TAC 2008 e 2009, por exemplo, a taxa de compressao definida foi de 100
palavras. Nos trabalhos de Castro Jorge (2010), Ribaldo et al. (2012), Cardoso (2014),
no ambito da SA multidocumento para a lingua portuguesa, a taxa de compressao foi de

30% em relacao ao numero de palavras do maior texto-fonte.

E importante ressaltar que a taxa de compressao influencia diretamente na quali-
dade do sumério gerado. Por exemplo, a definigdo de uma taxa muito restritiva (poucas
palavras ou sentengas), faz com que muitas informacoes relevantes nos textos-fonte sejam
desconsideradas no sumario, mesmo que o método de SA automética tenha uma excelente
qualidade. Nesse caso, o método de suméario deve ser muito preciso, de forma que as in-
formagoes realmente mais importantes sejam identificadas. Por outro lado, uma taxa de
compressao muito permissiva pode contribuir para a produgao de sumarios que, embora
mais abrangentes, dificultam a leitura das informacoes mais importantes por parte do

leitor.

Outra classificacao pertinente para a SA diz respeito ao objetivo do sumario. Nesse
cendrio, um sumario pode ser considerado indicativo, informativo ou critico (MANI, 2001).
Um sumaério é dito como informativo quando seu objetivo é apresentar as principais in-
formacoes presentes em um ou mais textos ao leitor. Sumaérios indicativos sao utilizados
para auxiliar o leitor em tarefas de selecao de contetido e geralmente possuem uma me-
nor estrutura linguistica. Por exemplo, o indice dos capitulos e se¢des desta monografia.
Em uma livraria, pode-se também usar um sumaério indicativo que apresente informacgoes

sobre o género, idioma, origem, se o livro é um bestseller com intuito de auxiliar o lei-
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tor a selecionar um proéximo livro para leitura. Por fim, um sumario é considerado critico
quando composto por uma anélise ou avaliagao sobre algo. Além disso, em alguns cenarios,
como a analise de opiniao de produtos, é comum a utilizacao de sumaéarios contrastivos,
na qual o objetivo é apresentar as principais diferencas de informacao ou caracteristicas
entre duas entidades ou fatos, como produtos, partidos politicos ou eventos esportivos

(LERMAN; MCDONALD, 2009).

No Quadro 8, sao dispostos trés sumarios com diferentes objetivos. Primeiramente,
¢é apresentado um sumario do tipo informativo que, consequentemente, foi construido por
meio das informacoes mais relevantes presentes em uma colecao de textos jornalisticos
relacionados. Por outro lado, pode-se observar que no segundo sumaério, que é do tipo
critico, sdo apresentadas as opinides/criticas mais pertinentes de um leitor com relagao
a um livro. Por fim, tem-se um sumario contrastivo, no qual sdo dispostas as principais

caracteristicas de dois Smartphones e as respectivas diferencas entre os dois.

Quadro 8 — Exemplo de sumarios com diferentes objetivos.

Sumario Informativo

A forte chuva em Sao Paulo deixou a cidade em estado de atengdo na manha desta
segunda-feira, 16. O CGE (Centro de Gerenciamento de Emergéncias) registrou
oito pontos de alagamento, sendo dois intransitaveis. As 9 horas, a capital teve
113 km de lentidao, sendo que a média para esse horario ¢ de 82 km, segundo a
CET (Companhia de Engenharia de Trafego). Mesmo apés a suspenséao do estado
de atencdo, as 9h25, o transito permaneceu lento. Houve registro de algumas
ocorréncias, sendo a mais grave na zona sul de Sao Paulo, onde trés pessoas
ficaram ilhadas em uma casa. Nao ha informacoes sobre o estado de satde dos
feridos.

Sumario Critico

O “O outro lado da meia noite” possui uma histéria boa e muito envolvente. O
desenvolvimento dos personagens é fantastico, o que cria um vinculo muito forte
e préximo com os leitores. O final é previsivel, desde o primeiro capitulo, mas
a divisao da trama sobre a perspectiva de duas personagens distintas torna o
desenvolvimento da historia interessante, imprevisivel e cheio de surpresas para
entender como os universos das personagens tao diferentes se conectam na con-
clusao. O livro é organizado em capitulos muito grandes e em alguns trechos o
desenvolvimento ¢ lento, o que deixa a leitura monotona e desestimulante.

Sumario Contrastivo
O Aparelho 1 é configurado com SO Android e possui dimensoes iguais a 155.4
x 75.2 x 7.7 mm, com 165 gramas. Além disso, possui suporte a Quad Band.
O Aparelho 2, que vem equipado com o mesmo SO e tem suporte a Quad Band,
¢ um pouco maior, com 162.5 x 74.8 x 8.6 mm e 195 gramas.

Além das caracteristicas supracitadas, um sumario pode ser classificado conforme
a relagdo com o leitor entre sumario genérico ou com foco no interesse do usuario. Um
sumario ¢ considerado genérico quando nenhuma preferéncia do leitor ou algum direcio-

namento é levado em consideracao, tal como a Sumarizacdo Multidocumento de textos
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jornalisticos. Por outro lado, um sumaério é dito com foco no interesse do usuério quando
algo previamente estipulado pelo leitor direciona o processo de sumarizacao, tais como:
uma pergunta do leitor, na qual se espera que o sumario responda esse questionamento;
um direcionamento tematico, em que o sumario deve ser constituido de informacao mais
relacionada ao tema adotado; ou, como no caso da SAA, o conhecimento do leitor sobre

um assunto a ser sumarizado.

2.2 Avaliacao de métodos de Sumarizacao Automatica

Nesta secao, serao apresentadas as principais abordagens de avaliagdo de sumarios
produzidos por métodos automéaticos de sumarizacao, sobretudo no contexto da SAA.
Para avaliacdo de sumarios, geralmente, verifica-se sua informatividade e qualidade do
conteudo produzido. Na informatividade, o objetivo é mensurar o grau de informacao
em um sumario. J& no ambito da qualidade, analisam-se erros gramaticais, referéncias

ausentes (como pronomes nao resolvidos), facilidade de leitura, etc.

As abordagens automaéticas (que serdo apresentadas na Segao 2.2.1), comumente,
sao utilizadas para avaliar a informatividade de um sumario por meio de sua correlacao
com algumas fontes de referéncia. Essas fontes sao frequentemente produzidas por huma-
nos, e, entre as mais comuns, encontram-se sumarios. Entretanto, ha algumas variagoes,
como no caso da métrica da Piramide (NENKOVA; PASSONNEAU, 2004), que faz uso
de uma estrutura que organiza os conceitos que devem ocorrer no sumario ordenados por
relevancia. Entre as abordagens automaticas, no contexto da SAA, destacam-se: ROUGE
(LIN, 2004); Elementos Bésicos, referenciada como BE (do inglés Basic Elements) (HOVY;
LIN; ZHOU, 2005); e Piramide (NENKOVA; PASSONNEAU, 2004).

J& as avaliagbes manuais (que serdo apresentadas na Segao 2.2.2), que sdo efetua-
das por julgadores humanos, avaliam informatividade e qualidade linguistica do contetido
produzido. Por exemplo, na Responsividade (traduzida do termo em inglés Responsive-
ness), os avaliadores verificam se é possivel responder questoes previamente criadas sobre
o tema dos textos-fonte por meio do contetido presente no sumario. Além disso, pode-se
verificar a presenca de erros gramaticais ou referenciais (pronomes nao resolvidos) nos

SUImMAarios.

2.2.1 Auvaliacées automaticas

No contexto da avaliagdo automética, comumente, os métodos de SAA sdo ava-
liados da mesma forma que trabalhos de sumarizacdo mono e multidocumento. Nesse
contexto, o sumario produzido é comparado com um ou mais textos de referéncia (geral-
mente, sumarios produzidos por humanos) por meio de alguma métrica de avaliacao, tais
como: ROUGE (LIN, 2004); Elementos Bésicos, referenciada como BE (do inglés Basic
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FElements) (HOVY; LIN; ZHOU, 2005); Piramide (NENKOVA; PASSONNEAU, 2004), e
Nowveau-ROUGE Conroy, Schlesinger e O'Leary (2011).

A ROUGE, amplamente empregada na literatura de Sumarizacdo Automatica,
mensura a qualidade de um sumario por meio do niimero de n-gramas que esse possui em
comum com um ou mais textos de referéncia. Essa métrica é bastante versatil e possui
diversas configuragoes, entre as quais, no dmbito da SAA, destacam-se as seguintes: (R~
1), que verifica sobreposigoes de unigramas; (R-2), que verifica sobreposigao de bigramas;
(R-L), que verifica a maior sequéncia de tokens (ou itens lexicais) comuns entre os textos
de referéncia e o sumario sendo avaliado; e (R-SU4), que verifica a sobreposi¢ao de todos
os possiveis bigramas ordenados (de acordo com a posi¢do na sentenga) com no maximo

quatro itens lexicais (ou 4-gramas) de distancia no texto.

Na métrica de avaliacao BE, a qualidade de um sumario é aferida pelo niimero
de unidades coerente ou elementos basicos que esse possui em comum com as fontes de
referéncias. Um elemento basico é composto por uma ou mais palavras que representam
segmentos coerentes e semanticos, tais como: Estados Unidos da América, forte chuva,
engarrafamento, etc. Os elementos basicos sao identificados por meio de informagoes sin-
taticas, tais como: a head de um constituinte na arvore sintatica e relagoes sintaticas de
dependéncias. Em um primeiro momento, elementos menores sao identificados (itens le-
xicais isolados), e, posteriormente, outras unidades sao identificadas e concatenadas para

compor elementos béasicos maiores.

Segundo Hovy, Lin e Zhou (2005), a BE, além de permitir diversas configuragoes
para identificar os elementos basicos, possibilita distintas abordagens para verificar quais
sao os elementos basicos sobrepostos entre os sumarios avaliados e os textos de referéncia,
tais como: i) correlagao lexical, na qual os elementos sobrepostos sao aqueles que sdo com-
postos pelos mesmos itens lexicais; ii) correlagao de lemas, semelhante a primeira, porém,
os itens lexicais sdo lematizados; iii) correlacdo entre sinénimos, que permite que unida-
des com palavras sinénimas sejam correlacionadas; iv) correlagdo por meio de similaridade
lexical, na qual os elementos sdo correlacionados por meio da métrica do cosseno; e v)
correlagao por meio da generalizacao de unidades, que permite que unidades hipénimas

ou hiperonimas sejam correlacionadas.

E importante ressaltar que a ROUGE e a BE, de forma distinta s demais métricas
que serao apresentadas nesta secao, podem ser consideradas métodos que correlacionam
o sumario produzido com os textos de referéncia. Em outras palavras, esses métodos
discretizam os sumadrios e os textos de referéncia em componentes menores (por exemplo,
n-gramas para ROUGE e elementos béasicos para a BE) e posteriormente os comparam.
Com isso, a quantidade de componentes sobrepostos entre sumarios e textos de referéncia
¢ identificada e, geralmente, esse resultado é ponderado em diferentes formas, como a

Precisao, Cobertura e Medida-F.



52 Capitulo 2. Fundamentacdo Teorica

Na precisao, o objetivo é ponderar se o contetido selecionado automaticamente para
o sumario ¢é realmente relevante. Na Cobertura, por um ponto de vista mais abrangente,
o intuito é verificar se o conteido dos textos de referéncia esta presente nos sumarios. Por
fim, a medida-F é uma soma ponderada com relacdo as métricas anteriores. Matematica-
mente, a precisao e a cobertura sao calculadas por meio da divisdo do valor aferido por
alguma métrica pelo nimero de componentes presentes no sumario ou nos textos de refe-
réncia, respectivamente. A seguir, sdo apresentadas as equagoes para precisao, cobertura e
medida-F, sendo que valor corresponde ao valor aferido por alguma métrica, |sum| indica
a quantidade de componentes no sumério e |ref| contabiliza a quantidade de componentes

dos textos de referéncia.

p_ valor (2.1)
|sum|
C— valor (2.2)
|ref] '
F=axP+(l—a)*C (2.3)

Por exemplo, para a BE, as variaveis das equagoes 2.1, 2.2 e 2.3 seriam substituidas
da seguinte forma: valor = nimero de elementos basicos que ocorreram simultaneamente
no sumario e nos textos de referéncia; [sum| = ntiimero de elementos bésicos identificados
no sumario; e |ref| = nimero de elementos bdsicos presentes nos textos de referéncia,
descartando-se duplicatas. Para a ROUGE, esse cenario seria semelhante, mas os ele-
mentos basicos seriam substituidos por n-gramas conforme a configuracao selecionada da
ROUGE. Ressalta-se que o valor & é independente do método utilizado e pode ser estipu-
lado como desejado. Usualmente, tendo em vista que os valores de Precisao e Cobertura
sao igualmente importantes para a avaliagao de sumarios, o valor de a é definido como
0,5.

A métrica da Pirdmide baseia-se na cobertura de unidades béasicas de contetido
EDUs (do inglés Elementary Discourse Units), que sao palavras ou expressdes que de-
finem conceitos importantes em um texto. Essas unidades sdo identificadas de forma
manual por meio da analise dos textos-fonte ou respectivos sumarios de referéncia. Apés
essa etapa manual, as EDUs sao ranqueadas em niveis de relevancia conforme a presenca
nos sumarios. Por exemplo, dado 3 textos de referéncia, as unidades do primeiro nivel sao
aquelas que ocorrem nos trés textos, em seguida, encontram-se as que ocorreram em ape-
nas dois textos, e, por fim, as unidades presentes em apenas um texto. Com esse método,
tem-se a organizacao de relevancia dos contetidos presentes nos textos de referéncia. Essa
organizacao pode ser graficamente representada por meio de uma piramide, que nomeia
a métrica, pois Nenkova e Passonneau (2004) observaram que a quantidade de unidades

de conteido em um nivel é inversamente proporcional a respectiva relevancia.
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Apés a etapa supracitada, a qualidade de um sumaério pode ser aferida pelo niimero
e nivel em que se encontram suas respectivas EDUs na Piramide identificada. Dessa forma,
sumarios que possuem unidades nos niveis mais relevantes, mais altos, sao melhores do que
aqueles que possuem conceitos dos niveis inferiores da piramide. Para se atribuir um valor
numérico de qualidade ao sumario, as EDUs podem ser contabilizadas de forma ponderada
em relacao ao nivel da pirdamide. Por exemplo, na Figura 2 sao ilustradas duas possiveis
representacoes visuais dos conceitos presentes em dois sumaérios ja alocados na Piramide.
O sumario A é considerado melhor do que o suméario B, pois seus respectivos conceitos

de informacao estao nos niveis superiores da estrutura, ou seja, sdo mais relevantes.

Piramide do Sumario A Piramide do Sumario B

Figura 2 — Exemplo de avaliacio visual da Piramide para dois sumarios.

Segundo Conroy, Schlesinger e O’'Leary (2011), os métodos de avaliacdo apresen-
tados anteriormente nao avaliam corretamente as caracteristicas da SAA, pois foram
desenvolvidas para os métodos de SA tradicionais. Nesse contexto, Conroy, Schlesinger
e O’Leary (2011) propéem a utilizagdo da Nouveau-ROUGE (N-R), com o objetivo de
enfatizar a necessidade de contetido com atualizacdo. Em experimentos sobre o cérpus
da TAC de 2008, os autores verificaram que a N-R possui uma correlacdo maior com as

avaliacOoes manuais em relagao as demais métricas automaticas.

Conroy, Schlesinger e O’Leary (2011) partem do principio que um bom sumario de
atualizacao deve ser composto por mais informacoes dos textos ndo conhecidos pelo leitor.
Para tanto, dado o cenario em que ha sumarios de referéncia para os textos conhecidos
e nao conhecidos, como disponivel nas tarefas da DUC 2007 e TAC 2008, os autores
propoem uma equagao que pondera o valor ROUGE de um sumaério para as referéncias
dos textos nao conhecidos e conhecidos pelo leitor. Essa equagao é apresentada a seguir,
sendo que: RA48 ¢ o valor aferido por alguma configuracio ROUGE (R-1, por exemplo) entre
o sumédrio produzido e as referéncias dos textos conhecidos; R®8 andlogo a anterior, porém,
com as referéncias dos textos nao conhecidos; e o; o, 0 1,02 0s respectivos parametros da
configuracao ROUGE utilizada.

Ni = 040+ 04 1R} + 04 2RP? (24)
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Os parametros o, segundo os autores, foram definidos em um processo de otimizacdo com
objetivo de maximizar a correlagao entre o valor aferido por essa abordagem e a métrica
da Pirdmide e Responsividade (que serd apresentada na Segao 2.2.2), como apresentado

no Quadro 9.

Quadro 9 — Pardmetros a da Nouveau-ROUGE.

Configuragao Responsividade Piramide
ROUGE o 0 ‘ o 1 ‘ o2 a; 0 ‘ Q1 ‘ ;2
R1 -0,0271 | -7,3550 | 13,4227 || -0,2143 | -1,9011 | 3,1118
R2 0,9126 | -5,4536 | 21,1556 || -0,0143 | -1,3499 | 4,3778
RSU4 1,1381 | -2,6931 | 35,8555 || 0,0346 | -1,1680 | 7,2589
RBE 1,0602 | -5,0811 | 24,8365 || 0,0145 | -1,3156 | 5,0446

As métricas automaticas apresentadas anteriormente definem a informatividade
de um sumario em relagao a algum modelo previamente definido. Por exemplo, para a
ROUGE e a Noveau-ROUGE, comumente se utilizam sumarios construidos por humanos.
Por outro lado, para a métrica da Piramide, o sumario é analisado conforme uma hierar-
quia de EDUs criada manualmente. Entretanto, a produgcdao manual desses modelos pode
demandar muitos recursos financeiros e de tempo. Nesse cendrio, alguns autores investi-
garam diferentes abordagens de avaliagoes automaticas que nao requerem a construgao

manual de modelos, como sumarios ou Piramides de EDUs.

Louis e Nenkova (2009), por exemplo, investigaram a aplicacdo da ROUGE e
algumas outras métricas de similaridade sentencial para mensurar a informatividade de
sumarios considerando os respectivos textos-fonte como modelos. Segundo os autores,
embora essa abordagem possa disponibilizar diferentes valores de avaliacao em relagao a
utilizacao de sumarios de referéncia, a ordenacao dos métodos mantém-se equivalente pois
ha uma alta correlacao entre essa abordagem de avaliacao com metodologias com modelos
manuais, como a métrica da Piramide. Em outras palavras, se um determinado método
m1 apresenta resultados melhores do que outro m2 por meio da utilizagdo de sumarios de

referéncia, essa diferenca se mantém quando os textos-fonte sao definidos como referéncia.

2.2.2 Avaliacées subjetivas

Nas avaliacoes subjetivas, cada caracteristica previamente estipulada do sumario
é avaliada por um ou mais julgadores humanos. Os avaliadores geralmente realizam uma
etapa anterior de treinamento e, durante a avaliacao, devem ponderar cada item em um
nivel da qualidade, tal como, por exemplo, a escala empregada nas edi¢coes da DUC e

posteriores TAC: 1) muito ruim; 2) ruim; 3) aceitével; 4) bom; 5) muito bom.

No contexto da Qualidade Linguistica (QL), segundo as diretrizes da TAC (DANG,

2005), um sumadrio deve ser avaliado por meio de cinco caracteristicas principais: i) gra-
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maticalidade; ii) ndo redundancia; iii) clareza referencial; iv) foco textual; e v) estrutura

textual e coeréncia.

Na gramaticalidade, a auséncia de erros de formatagao, de capitalizagdo (nomes
préprios nao iniciados por letra maitscula, por exemplo) ou segmentos gramaticalmente
incorretos é verificada. Assim, espera-se que um sumario com alta pontuagao nesse item

pOSSUi POoucCOos erros com esses.

No quesito de nao redundancia, admitindo-se que um bom sumario deve apresentar
a maior quantidade de informacao possivel respeitando a taxa de compressao estipulada,
um sumario ¢ ponderado conforme a auséncia de repeti¢des nao necessarias de informagoes.
Essa andlise deve ocorrer em diferentes niveis, tais como, a redundancia de dados/fatos
sobre algum evento, de sentencas e de nomes (uma pessoa, lugar ou entidade pode ser,

quando possivel, referenciada por meio de pronomes).

Com relacao a clareza referencial, um sumaério é bem ranqueado quando as respec-
tivas referéncias textuais (pronomes, nomes, etc.) nao sao ambiguas. Um sumério também
deve possuir foco (item iv) de forma que todas as sentengas devem ser relacionadas ao

tema geral abordado.

Por fim, por meio do ultimo item sugerido pela TAC, um sumério também ser
avaliado pela estrutura e coeréncia textual que apresenta. Por exemplo, espera-se em
um bom sumario informativo nao seja constituido por informagoes divergentes sobre um

mesmo fato ou evento.

A Responsividade (traduzida do termo em inglés Responsiveness) foi proposta
com objetivo de avaliar o contetiddo do sumario com relagao a quantidade e relevancia da
informacao que o compoe. Para tanto, segundo as diretrizes da DUC, dado alguns direcio-
namentos prévios, como perguntas ou descrigoes dos topicos que o suméario deve responder
ou abordar, o juiz deve ponderar se o contetido do sumario satisfaz esses direcionamentos
iniciais. Em um primeiro momento, o avaliador deve verificar a quantidade de informacao

e, posteriormente, a qualidade e fluidez de leitura do sumario sendo avaliado.

Em geral, as metodologias subjetivas ou manuais para avaliagdo de sumarios sao
muito mais refinadas e precisas do que as abordagens automaticas. Contudo, tais proces-
sos demandam mais recursos de tempo e, eventualmente, financeiros. Por exemplo, para
avaliacao de um conjunto com varios sumarios por meio da Qualidade Linguistica, deve-se
considerar uma equipe com numero razoavel de avaliadores que, eventualmente, devem
receber um treinamento inicial para esclarecer as caracteristicas da tarefa e as questoes
definidas em (DANG, 2005). Além disso, o tempo necessario e/ou nimero de avaliadores

requisitados pode ser maior considerando a experimentacao de iniimeros métodos.

Dado o cenario supracitado, justifica-se o uso frequente de metodologias automa-

ticas de avaliagao, das quais se destaca o uso da ROUGE. Embora essas abordagens
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possuem algumas limitagoes, sao amplamente difundidas e empregadas na literatura.

2.3 Recursos e ferramentas

Nesta secao, serao apresentados os principais recursos e ferramentas que foram
empregados neste trabalho. Na Secao 2.3.2, descrevem-se os seis corpus que foram aplica-
dos para desenvolver e avaliar os métodos de SAA e Compressao de Sentencgas propostos
neste trabalho, sendo que trés destes possuem textos em lingua portuguesa e os demais
sao para a lingua inglesa. Na Secao 2.3.3, disserta-se sobre as ferramentas de processa-
mento de lingua natural, sobretudo para extragao ou identificagdo de contetdo linguistico,
como segmentacao de subtdpicos, informagao sintatica e relagoes discursivas, que foram

utilizados neste trabalho.

2.3.1 Recursos teoricos

Radev (2000) propoes a Teoria Discursiva Multidocumento (CST, do inglés, Cross-
document Structure Theory), com objetivo de modelar as relagoes discursivas entre pares
de sentencas de textos distintos. Essa teoria pode ser representada por um grafo discursivo,
no qual os vértices (nés) encapsulam as sentengas dos textos e as relagoes discursivas entre
essas sao representadas pelas arestas, que podem identificar similaridades, contradigoes,

sequéncias de conteido, variagoes de escrita, etc.

Originalmente, os autores propuseram um conjunto de 28 relagoes discursivas, que
estao dispostas no Quadro 10. Essas rela¢oes indicam correlagoes de contetido, quando
sao consideradas as informagoes contidas nas sentencas, e de forma, quando se observa a
redacao das sentencas. Por exemplo, as relacoes de contetido Contradiction, Description e
Identity ocorrem entre duas sentencas quando, respectivamente, hé informagao divergente
sobre um mesmo fato, uma sentenca reporta descri¢goes sobre algo apresentado em outra
e quando as duas sentencas sao similares. Por outro lado, as relagdes de forma, como
Indirect speech e Translation, sao presentes quando duas sentencas reportam uma mesma
informacao em discursos diferentes (uma em discurso direto e outra em indireto) e quando

uma sentenca tem algo da outra em outra lingua.

Quadro 10 — Relagoes discursivas da CST propostas por Radev (2000).

Agreement Attribution Change of perspective  Clitation
Contradiction  Contrast Cross-reference Description
Elaboration Equivalence Follow-up Fulfillment
Generalization  Historical background —Identity Indirect speech
Judgment Modality Parallel Reader profile
Refinement Subsumption Summary Translation
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A CST foi investigada por diversos pesquisadores, que propuseram variagdes ou
diferentes conjuntos de relagoes discursivas. Para a lingua portuguesa, por exemplo, Ma-
ziero, Castro Jorge e Pardo (2010) optou o uso de apenas 14 relagdes do conjunto inicial,
pois, durante o processo de anota¢ao manual do cérpus CSTNews (vide Segao 2.3.2), iden-
tificaram algumas rela¢gdes muito similares e outras que nao se mostraram presentes no

coOrpus.

Na Figura 3, é disposta a hierarquia CST proposta por Maziero, Castro Jorge e
Pardo (2010). No primeiro nivel, as relagdes foram divididas em dois grupos principais:
relagbes baseadas em contetdo e de forma (redacao). A primeira parte dessa divisao, rela-
¢oes de conteudo, foi arranjada em trés menores, que correspondem as relagoes de relagoes
de redundéncia (subdividida entre total e parcial), complementaridade (subdividida entre
temporal e ndo temporal) e contradigdo. J4 a segunda parte inicial, relagoes de forma, foi

configurada entre relagoes correlacionadas ao estilo de redagao ou fonte/autora.

A taxonomia de Maziero, Castro Jorge e Pardo (2010) é interessante por permitir
diferentes niveis de refinamento da descricdo discursiva multidocumento. Por exemplo,
uma vez identificado que relagoes de complementaridade sao eficazes para uma determi-
nada tarefa, um método computacional pode ser desenvolvido para categorizar relagoes
desse tipo em um nivel mais amplo, sem distinguir Hitorical-Background, Follow-up e Ela-
boration, o que diminuiria a complexidade de classificacao e, provavelmente, contribuiria

para uma melhor acuracia do resultado.

Relacgdes
Conteudo Forma
N I . Estilo de
Redundancia Complemento Contradicao Fonte/autoria i
escrita
: it Citation i Indirect- |
! Contradiction i1 Attribuition :: Speech
. n . " . L}
L ' v Modality ¢+ Translation
. S - o e 5] oo :
Total Parcial Temporal Nao temporal
t Identity i} .+t Hitorical- &} :
i Equivalence E:Sugs:/t::}:tlon E: Background E: Elaboration E
i Summary i P-4 Followup i :

Figura 3 — Taxonomia de relagoes CST segundo Maziero, Castro Jorge e Pardo (2010).



58 Capitulo 2. Fundamentacdo Teorica

Na Figura 4, sao dispostas exemplos de relagoes discursivas, segundo a taxonomia
proposta por Maziero, Castro Jorge e Pardo (2010), entre quatro sentencas de dois textos
do corpus CSTNews. Pode-se observar trés relagoes CST, sendo uma dessas uma relagao
de forma, a Atribuition, entre as ultimas sentencas listadas de cada texto. A primeira
sentenca do texto 1 possui duas relagoes de conteido para o texto 2, uma de Subsumption

e outra de Elaboration.

Texto 1 Texto 2
) . Um acidente aéreo na localidade de Bukavu, no leste
Ao menos 17 pessoas morreram apés a queda de um Subsumpt|on\ da Republica Democratica do Congo (RDC), matou 17
avido de passageiros na Republica Democratica do !

pessoas na quinta-feira a tarde, informou nesta

Congo. . ~ )
4 sexta-feira um porta-voz das NagSes Unidas.

Elaboration

Todos morreram quando o avido, prejudicado pelo
mau tempo, ndo conseguiu chegar a pista de
aterrissagem e caiu numa floresta a 15 quilémetros
do aeroporto de Bukavu.

Segundo uma porta-voz da ONU, o avido, de
fabricagdo russa, estava tentando aterrissar no\
aeroporto de Bukavu em meio a uma tempestade. Attribution

Figura 4 — Exemplo de relagdes CST entre textos.

A CST foi investigada em diversas tarefas e, para a lingua portuguesa, principal-
mente no contexto da SA, sobretudo no cenario multidocumento. Nesse contexto, podem-
se citar os métodos de SA de (Castro Jorge, 2010; CARDOSO, 2014) e um método de
alinhamento entre sentencas dos textos-fonte e respectivos sumarios que foi proposto por
Agostini, Condori e Pardo (2014). Especificamente neste trabalho, investigaram-se quais
relacoes CST contribuem para a producao de bons sumaérios de atualizacdo, com objetivo
de, principalmente, identificar informacao nova e tratar os desafios do cenario multidocu-

mento, também presentes na SAA.

E importante ressaltar que, na CST, utiliza-se um grafo bi-partido, ou seja, so-
mente é possivel haver arestas (relagdes) entre vértices de sentencas de textos diferentes.
Assim, essa teoria mostra-se como um recurso para auxiliar o tratamento dos problemas

do cenério multidocumento ou intertextuais.

Ainda no ambito da anélise discursiva de um texto, Koch (2009) propde que um
texto coerente ¢ composto por diversos segmentos textuais relacionados que, juntos, com-
poem o tema ou tépico principal do texto. Em geral, esses segmentos sdo formados por
sequéncias sentencias agrupadas, que reportam um mesmo subtépico inserido no assunto

geral do texto.

No Quadro 11, é apresentado um exemplo de texto do CSTNews, que foi manu-
almente segmentado e rotulado com o respectivo subtépico. Em cada segmento, é apre-
sentado em negrito e entre os caracteres < e > um rétulo e um identificador ao respec-
tivo subtopico associado. Por exemplo, para o primeiro segmento, foi atribuido o rétulo
“acidente aéreo” e identificador igual a 1. Esse identificar ocorre novamente no terceiro
segmento, no qual se pode perceber que, embora possua um rotulo diferente, aborda um

subtépico muito similar ao do primeiro segmento.
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Quadro 11 — Exemplo de segmentos de subtépicos em um texto.

Ao menos 17 pessoas morreram apés a queda de um avido de passageiros na
Republica Democréatica do Congo. Segundo uma porta-voz da ONU, o aviao, de
fabricacao russa, estava tentando aterrissar no aeroporto de Bukavu em meio a
uma tempestade. A aeronave se chocou com uma montanha e caiu, em chamas,
sobre uma floresta a 15 quilémetros de distancia da pista do aeroporto.

<t LABEL=%acidente aéreo” TOP=“1">

Acidentes aéreos sao freqiientes no Congo, onde 51 companhias privadas operam
com avides antigos principalmente fabricados na antiga Unido Soviética.
<t LABEL=“histérico” TOP=*2">

O aviao acidentado, operado pela Air Traset, levava 14 passageiros e trés tripu-
lantes. Ele havia saido da cidade mineira de Lugushwa em direcao a Bukavu,
numa distancia de 130 quilémetros.

<t LABEL=*aviao acidentado” TOP=“1">

Avides sdo usados extensivamente para transporte na Republica Democratica do
Congo, um vasto pais no qual ha poucas estradas pavimentadas. Em marco, a
Uniao Européia proibiu quase todas as companhias aéreas do Congo de operar na
Europa. Apenas uma manteve a permissao. Em junho, a Associacao Internacional
de Transporte Aéreo incluiu o Congo num grupo de varios paises africanos que
classificou como “uma vergonha” para o setor.

<t LABEL=*histérico” TOP=%2">

Com a identificacdo desses segmentos textuais, é possivel desenvolver métodos de
SA que maximizem a quantidade de subtépicos que compoem o tema geral dos textos-
fonte. Assim, o sumério gerado trard maior abrangéncia de conteudo. Além disso, essa
abordagem pode também ser utilizada para identificar o fluxo dos subtépicos, tais como:
i) que ocorreram apenas nos textos conhecidos pelo leitor; ii) que sdo presentes apenas
nos textos nao conhecidos pelo leitor; e iii) que foram alterados. No ambito da SAA, os

itens (ii) e (iii) podem ser bons indicativos de conteido de atualizagao.

Um outro exemplo de teoria discursiva muito empregada na tarefa da SA, sobre-
tudo no cenario monodocumento, é a Teoria da Estrutura Retérica (RST, do inglés Rhe-
torical Structure Theory) (MANN; THOMPSON;, 1987). De forma distinta & CST, a RST
foi desenvolvida para modelar as relagoes discursivas presentes em um tinico texto. Nessa
teoria, o conteudo textual é representado em uma arvore retérica, na qual os componentes
externos indicam segmentos textuais e as relagoes entre esses segmentos sao dispostas nos
componentes internos da arvore. Cada n6 da arvore é categorizado entre nuclear ou saté-
lite, quando, respectivamente, apresentam informacao considerada principal e secundaria

(ou complementar).

A seguir, serd apresentado o conceito de tépicos latentes, que possui uma acepcgao
diferente para o termo topico que foi dissertado anteriormente. Assim, para padronizacao

e remocao da ambiguidade, no decorrer deste trabalho, o termo topico, quando utilizado
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no significado de tema ou assunto principal de um texto, sera substituido pela palavra
tema e o termo subtépico serda empregado para referenciar os fragmentos, ou subtemas,
que compdem o tema ou assunto principal de um texto. A palavra tépico, entdo, fara

referéncia ao conceito de tépicos latentes.

A identificacao de topicos latentes é outra possivel abordagem para representacao
textual, bastante difundida em diversas areas de pesquisa, inclusive na SAA. Um topico
latente, geralmente, é constituido por uma palavra ou expressao que foi identificada em
uma colegao textual com respectivo valor de relevincia para cada item (sentengas, textos,
documentos, etc.) dessa cole¢do. Essa é uma abordagem muito utilizada para reduzir a
dimensionalidade dos dados, ou seja, textos ou colegoes de documentos sao representados

por conjuntos de palavras ou termos chaves.

Duas técnicas muito utilizadas para identificar topicos latentes sao a Latent Se-
mantic Analysis (LSA) (LANDAUER; DUTNAIS, 1997) e a Latent Dirichlet Allocation
(LDA) (BLEIL; NG; JORDAN, 2003). A LSA é um modelo que utiliza decomposi¢oes ma-
triciais para identificar quais palavras podem ser considerados termos importantes e qual
a respectiva relevancia desses termos para os documentos. Assim, apés a extracao de uma
matriz M com dimensao igual |V|x|D|, em que V representa o tamanho do vocabuldrio
(ntimero de palavras distintas) e D a quantidade de documentos, tal que uma célula M; ;
indica a frequéncia ou presenca da palavra i no documento j, decompde-se essa matriz
no seguinte modelo M = UXVT | tal que U represente os termos, V! a matriz transposta
com a relevancia dos documentos, e ¥ a matriz que indica quais os termos que compoem
um tépico latente que sao relevantes para um dado documento. A LDA emprega uma
abordagem muito semelhante a LSA. Entretanto, faz uso de um modelo probabilistico

para identificar os topicos e emprega uma distribuicao a priori para os termos e topicos.

2.3.2 Corpus

Nesta secao, serao descritos os cOrpus que serviram como base para a realizagao
de experimentos e a produgao de novos recursos neste trabalho. Para a lingua Portu-
guesa, utilizaram-se o cérpus CSTNews e o Priberam Compressive Summarization Corpus
(PCSC). Para a lingua inglesa, foram utilizados os cérpus disponibilizados nas competi-

¢oes de SAA da DUC 2007 e TAC 2008 e 2009.
O cérpus CSTNews (ALEIXO; PARDO, 2008; CARDOSO et al., 2011) possui 140

textos jornalisticos organizados por assunto em 50 colecoes, com dois ou trés textos cada.
Os textos sao noticias reportadas no Brasil e capturadas de 5 portais de noticias online
(Folha de Sao Paulo, Estadao, O Globo, Gazeta do Povo e Jornal do Brasil). Cada colegao
é classificada em uma de seis possiveis categorias (Ciéncia, Cotidiano, Dinheiro, Esportes,
Mundo e Politica).



2.3. Recursos e ferramentas 61

No corpus CSTNews, cada texto-fonte possui um respectivo sumario monodocu-
mento, que foi produzido por um humano. Além disso, para cada colecao, ha 14 sumaérios
multidocumentos, sendo que 12 foram produzidos por humanos, de forma que metade
desses sao sumarios extrativos e os demais abstrativos, e os outros 2 sumarios foram au-
tomaticamente gerados por meio do método CSTSumm (Castro Jorge, 2010). Além de
sua vasta aplicacdo em investigagoes de SA para lingua portuguesa, esse cérpus possui
inimeros conhecimentos linguisticos anotados que contribuiram para o andamento deste
trabalho, tais como: relages discursivas CST (RADEV, 2000) entre pares de textos-fonte
de cada colegao; desambiguagao de sentido de substantivos comuns (N6BREGA; PARDO,
2012) e verbos (Sobrevilla Cabezudo et al., 2014); e segmentagao de subtopicos (CAR-
DOSO et al., 2011).

O Cérpus de Sumarizagao por Compressao do Priberam (PCSC, do inglés Priberam
Compressive Summarization Corpus) (ALMEIDA et al., 2014) é constituido por 801 textos
jornalisticos que foram extraidos de 8 portais de noticias de Portugal (Diario de Noticias,
Jornal de Noticias, Correio da Manha, Radio e Televisao de Portugal, TSF Radio de
Noticias, Jornal de Negdcios, Record e O Jogo) e sao relacionados a eventos ou fatos
sobre desastres naturais, esporte, politica, economia e outros que foram reportados em
Portugal. Esse corpus é organizado por assunto em 80 colecoes com 10 textos-fonte cada,
exceto uma que possui 11, de forma que a metade dessas possuem noticias que foram

reportadas entre os anos de 2010 e 2011 e a outra entre 2012 e 2013.

Em cada colecao de textos do PCSC, ha dois sumarios multidocumentos gerados
semiautomaticamente por meio de uma abordagem de sintese compressiva e com nao
mais de 100 palavras. Em um primeiro momento, para cada cole¢ao, um algoritmo foi
aplicado para remover sentencas pouco relevantes dos textos-fonte. Posteriormente, hu-
manos deveriam remover sentencas ou palavras do sumaério resultante até que a taxa
de compressao fosse atingida. Entretanto, no caso de remocao de partes de sentencas, a

sentenca resultante deveria ser gramaticalmente correta.

No corpus empregado na competicao de SAA realizada na Document Understand
Conference (DUC) de 2007, ha 250 textos jornalisticos agrupados por tema em dez cole-
¢oes. Em cada colegao, os textos sao cronologicamente ordenados e organizados em trés
grupos, nomeadamente A, B e C, de forma que a ordenagao dos textos é mantida. Dessa
forma, por exemplo, todos os textos do grupo A foram publicados antes dos textos do
grupo B e C. Em cada colecao, hd 15 sumarios abstrativos com nao mais de 100 pala-
vras que foram produzidos por humanos, sendo 5 para cada grupo, de forma que para
os sumarios dos grupos B e C, assumiu-se que o leitor tinha conhecimento das coleg¢oes
A e B, respectivamente. Dessa forma, para cada grupo, ha um suméario multidocumento
tradicional (grupo A) e dois sumadrios de atualizagao (grupos B e C). No decorrer do texto,

esse corpus sera referenciado como DUC 2007.
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Os corpus empregados nas competigoes da Text Analysis Conference (TAC) de
2008 e 2009 possuem estrutura similar ao da DUC 2007. Contudo, h& apenas dois grupos
de textos, A e B, em cada colecao. No corpus da TAC 2008, hé 48 cole¢oes de textos-
fonte relacionados por assunto, nas quais ha dois grupos, A e B, com 10 textos cada, de
forma que aqueles disponiveis na colecdo A possuem data de publicacao inferior aqueles
da colecao B. Para cada grupo, ha 4 sumarios multidocumentos e abstrativos produzidos
por humanos, sendo que para o grupo B, os sumarios sao de atualizacao admitindo-se que

o usudario teria conhecimento dos textos do grupo A.

O Corpus da TAC 2009 possui estrutura idéntica a apresentada no corpus da TAC
2008, com a mesma quantidade de textos e grupos por cole¢ao, bem como a quantidade
e restricoes de sumarios abstrativos humanos. Entretanto, foram disponibilizadas apenas
44 colegoes de textos em vez de 48, como na TAC 2008.

Na Tabela 1, é apresentado um resumo comparativo entre as caracteristicas dos
corpus supracitados. Na primeira coluna, sao listadas as caracteristicas que foram com-
paradas. Na segunda e terceira colunas, respectivamente, sao apresentados os valores

analisados de cada corpus.

Tabela 1 — Resumo comparativo entre os cérpus CSTNews, PCSC, DUC 2007, TAC 2008 e TAC

20009.
TAC
Caracteristicas | CSTNews PCSC DUC 2007 2008 \ 2009
Colegoes 50 80 10 48 44
Textos-fonte 140 801 250 480 440
Textos/colegao 2-3 10-11 6-11 20 20
Sum. /colegao 14 2 5-10 4 5
Sintese extrativa e compressiva abstrativa | abstrativa | abstrativa
abstrativa
Idioma Portugués Portugués (PT) Inglés Inglés Inglés
(BR)

2.3.3 Ferramentas

O CSTParser (MAZIERO; Castro Jorge; PARDO, 2014) é o atual estado da arte
em identificagdo automética de relagoes discursivas segunda a CST (RADEV, 2000) para a
lingua portuguesa. Sua acuracia, aferida por uma abordagem de ten-fold cross-validation,
é de 68%. O CSTParser utiliza apenas um subconjunto de 14 relagoes discursivas dentre

as 28 propostas originalmente, que foram identificadas por Maziero, Castro Jorge e Pardo
(2010) (vide Figura 3).

O CSTParser utiliza uma abordagem hibrida, com regras criadas manualmente e

outras identificadas por meio de algoritmos de aprendizado de méaquina. Para sua utili-
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zacdo, é possivel acessar uma versio online' ou instalar uma versdo offline’ em algum

computar que disponha do interpretador Perl®.

O analisador sintatico PALAVRAS (BICK, 2000), que foi desenvolvido por meio
de regras criadas manualmente, possui diversas funcionalidades para identificar informa-
¢oOes sintaticas diversas, como arvores de constituintes e de dependéncia, e é considerado
um dos melhores parsers para a lingua portuguesa. Segundo o autor, essa ferramenta
possui acuracia de aproximadamente 98% para a lingua Portuguesa. Entretanto, é im-
portante ressaltar que durante o uso para processar textos jornalisticos, seu desempenho
aparentemente mostra-se inferior ao valor reportado. Nesse cenario, também é importante
ressaltar que a ferramentas PALAVRAS, frequentemente, é atualizada e que seu criador
recebe/responde sugestoes advindas dos membros do grupo de pesquisa NILC, do qual
o autor deste trabalho faz parte. Assim, possiveis erros sao corrigidos, contribuindo para

uma melhor qualidade na identificacao de informagoes sintaticas.

Outra opcao para identificacdo automaéatica de informacao morfossintatica dos
textos-fonte é o MXPOST, que faz uso de um algoritmo independente de lingua (apés trei-
namento do modelo). Seu funcionamento baseia-se em um modelo probabilistico pautado
no célculo da méxima entropia (RATNAPARKHI, 1986). Para o Portugués do Brasil,
Aires (2000), em experimentos com aproximadamente 100 mil palavras e um conjunto de

17 etiquetas morfossintdticas, reportaram uma performance de 97% de acuracia para o

MXPOST.

A segmentacao de subtopicos é a tarefa de identificar segmentos textuais coesos que
abordam um mesmo subtépico. Umas das ferramentas mais utilizadas para automatizar
essa tarefa é a TextTiling (HEARST, 1997), cujo funcionamento baseia-se na identificagao
de troca de vocabulério entre sentencas. Assim, quando o vocabulario entre duas sentencas
¢é considerado suficientemente distinto, uma quebra ou segmentacao ocorre entre essas. Por
outro lado, se nao hé diferenca significante de vocabulério entre duas sentencas, essas sao

agrupadas e consideradas de um mesmo subtopico.

Cardoso, Taboada e Pardo (2013) realizaram diversos experimentos de segmenta-
¢ao de subtodpicos para lingua portuguesa por meio do corpus CSTNews e propuseram
um método de segmentagao baseado em informagao discursiva, a RST (MANN; THOMP-
SON, 1987). Em experimentos reportados por esses autores, a TextTiling (adaptada para
a lingua portuguesa) obteve cobertura de 0,405 e precisao de 0,773. J4 a melhor configu-
ragdo do método proposto por Cardoso, Taboada e Pardo (2013), apresentou cobertura

de 0,908 e precisao igual a 0,353.

Disponivel em http://www.nilc.icmc.usp.br/CSTParser/
Disponivel em  http://www.icmc.usp.br/pessoas/taspardo/sucinto/files/CSTParser%20-
%20standalone.rar

2
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2.4 Consideracoes finais

Neste capitulo, foram apresentados os recursos, ferramentas (técnicas e tedricas)
que viabilizaram o desenvolvimento deste trabalho. Além disso, dissertou-se também sobre
os principais conceitos relacionados a SA, como as classificagoes utilizadas na literatura,
para distinguir as diferentes abordagens, e os métodos comumente empregados na avalia-
¢do de métodos de SAA.

Dada as defini¢goes para classificagao de sumarios que foram apresentadas na Se-
¢ao 2.1, os sumarios produzidos nos experimentos realizados neste trabalho podem ser
considerados informativos e com foco no usudrio (admitindo-se que SAA é uma tarefa
naturalmente focada no usudrio pois se considera alguns textos conhecidos pelo leitor).

Além disso, foram investigados os métodos de Sintese Extrativo e Compressivo.

Com relagao aos recursos, foram introduzidos cinco cérpus distintos com caracte-
risticas particulares e com textos e sumarios compostos em dois idiomas diferentes. Para
a lingua Portuguesa, foram apresentados os cérpus CSTNews (ALEIXO; PARDO, 2008;
CARDOSO et al., 2011), que é bastante empregado em investigagoes de SA Mono e
Multidocumento nesse idioma, e 0 PCSC (ALMEIDA et al., 2014), em que os respectivos
sumaérios foram produzidos por meio da Sintese Compressiva. Para a lingua inglesa, foram
descritos os corpus disponibilizados nas competi¢oes de SAA da DUC de 2007 e TAC de
2008 e 2009. Esses conjuntos de dados foram utilizados para a realizagao de experimentos
para avaliar os métodos de SAA desenvolvidos e para compilacao de outros recursos que

auxiliaram esta investigagao.
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CAPITULO

3

REVISAO DA LITERATURA

Neste capitulo, uma revisao da literatura relacionada as tarefas de Sumarizacgao
Automatica de Atualizacdo e Compressao de Sentencas serd apresentada. Nas Segoes
3.1 e 3.2, sdo apresentadas os principais trabalhos de SAA e Compressao Sentencial,
respectivamente. Com o objetivo de descrever o avango desses dois campos de pesquisa,

as referéncias foram organizadas em ordem cronoldgica.

3.1 Sumarizacao Automatica de Atualizacao

Nesta secao, para uma melhor organizagdo, os trabalhos foram agrupados em 3
categorias, conforme as seguintes abordagens: (i) sensivel ao contexto; (ii) andlise de

tépicos textuais; e (iii) otimizacao.

Os métodos sensiveis ao contexto, que serao listados na Secao 3.1.1, sao aqueles que
fazem uso de técnicas tradicionais de SA e identificam atualizagdo por meio da remocao
de sentencas redundantes em relacao as sentencas dos textos conhecidos pelo leitor. Na
Secao 3.1.2, serdao apresentados os trabalhos que fazem andlise de topicos textuais, tais
como aqueles que identificam topicos latentes. Por fim, na Se¢ao 3.1.3, disserta-se sobre
trabalhos que fazem uso de métodos de otimizagao. No final deste capitulo, um resumo e

discussao sobre os trabalhos listados serdo apresentadas na Secao 3.1.4.

Todos os métodos de SAA que serao apresentados neste capitulo avaliaram os
resultados por meio de um ou mais cérpus disponiveis pela DUC 2007 e edi¢oes da TAC

de 2008 a 2011. Assim, uma visao geral desses eventos serd apresentada a seguir.

A Sumarizagao Automédtica de Atualizagdo (SAA) ocorreu como foco principal
nas tarefas da Document Understanding Conference (DUC) de 2007 e Text Analysis Con-

ference (TAC)! de 2008, que sdo conferéncias semelhantes as competicoes, na qual os

L Novo titulo atribuido aos eventos da DUC
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métodos submetidos sdo avaliados sobre o mesmo conjunto de dados e devem seguir as
regras e restricoes previamente estipuladas. Nas edicoes posteriores, exceto 2013 e 2014,
a SAA também esteve presente, mas nao como foco principal. A quantidade de trabalhos
submetidos, relacionados a SAA, para a DUC 2007 e TAC de 2008 a 2011 é apresentada
na Tabela 2.

| Duc 2007 | TAC 2008 | TAC 2009 | TAC 2010 | TAC 2011 |
19 31 \ 23 \ 23 \ 25 |
Tabela 2 — Quantidade de trabalhos submetidos aos eventos DUC e TAC entre 2007 a 2011.

Na DUC de 2007, a tarefa da SAA foi definida pela produgdo de trés sumarios
multidocumento a partir de trés cole¢oes textuais sobre um mesmo assunto e cronologi-
camente ordenadas, de forma que os dois ultimos deveriam ser de atualizacao, admitindo
que as colecoes anteriores fossem conhecidas pelo leitor. Por exemplo, o terceiro sumario
deveria atualizar o conhecimento do leitor sobre o que ja foi lido na primeira e segunda
colegoes. Posteriormente, na TAC de 2008, a tarefa de SAA foi definida de forma seme-
lhante, porém, reduziu-se o nimero de colegoes textuais de trés para dois. Assim, dois
sumarios deveriam ser produzidos pelos métodos, um multidocumento tradicional e um de
atualizacdo, admitindo que o leitor conhega a primeira cole¢aio (DANG; OWCZARZAK,
2008).

Nas posteriores edi¢oes da TAC, de 2009 a 2011, sumarios de atualizagdo também
deveriam ser produzidos. Porém, novas caracteristicas foram adicionadas a tarefa, de
forma que o foco principal foi estendido ou alterado. Por exemplo, na TAC de 2009,
a tarefa de SAA foi executada de forma semelhante a edicao anterior, porém com o
direcionamento de que os sumarios deveriam satisfazer uma query (consulta) previamente
estipulada (DANG; OWCZARZAK, 2009). Essa extensao parte do cendrio em que um
usuario deseja ler mais contetido sobre um determinado assunto, do qual ele ja possui
algum conhecimento prévio, e, para tanto, utiliza-se de ferramentas de busca, como o

Google Search®e Bing Search®, por meio de consultas para encontrar essas informagoes.

Em 2010 e 2011, com objetivo de incentivar o uso de conhecimento linguistico
nos métodos de SA, o foco dos eventos foi a Sumarizagao Guiada, na qual, para cada
tipo de assunto disponivel no coérpus de avaliagdo, o sumario deveria ser composto de seg-
mentos de informacao especificas, referenciados como aspectos (OWCZARZAK; DANG,
2010; OWCZARZAK; DANG, 2011). Por meio dos aspectos, identificam-se componentes
de contetido relacionados ao assunto principal de um texto, tais como: WHAT, o que acon-
teceu ou foi relatado; WHEN, quando aconteceu; WHERE, onde ocorreu; WHY: razoes
ou motivos que fez com que o evento ou fato acontecesse; etc. Para cada tipo de assunto,

eram sugeridos os aspectos que deveriam ser identificados e inseridos no sumario.

Nas préximas secoes, os trabalhos selecionados durante a revisao da literatura
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serao apresentados.

3.1.1 Trabalhos baseados em abordagem sensivel ao contexto

Reeve e Han (2007) assumem que um sumdrio deve apresentar uma distribuigao
de termos (ou unidades) semelhante & distribuigdo presente nos textos-fonte. Dessa forma,
espera-se que o sumario produzido seja constituido pela maioria das informagoes presen-
tes nos textos-fonte de maneira que aquelas consideradas mais relevantes nos textos-fonte
também sejam no sumdario. E importante ressaltar que os autores nio apresentam o mé-

todo utilizado para identificar os termos ou unidades dos textos.

Com a hipdtese supracitada, Reeve e Han (2007) propdem o método FreqDistUp-
date, que é composto por duas principais fases de processamento. Na primeira etapa, para
cada colegao de textos (recente e anterior), é calculada a distribuigao de frequéncia dos ter-
mos presentes nos textos. Ja na segunda fase, em um processo iterativo, que é executado
enquanto a taxa de compressao nao tenha isso atingida, as sentencas dos textos-fonte sao
ranqueadas e a primeira dessa ordenacao € inserida no sumario. A pontuagao para uma
sentenca € alta se sua insercao no sumario mantém a distribuicao de termos do sumario

semelhante a distribuicao dos textos-fonte.

No FreqDistUpdate, com o objetivo de identificar as informagdes com atualiza-
¢do, a frequéncia dos termos presentes nos textos recentes é inicializada com a respectiva
frequéncia nos textos conhecidos pelo leitor. Em outras palavras, se um item lexical ¢
ocorreu 5 e 10 vezes, respectivamente, nos textos recentes e anteriores, sua frequéncia
nos textos nao conhecidos pelo leitor serd igual a 15. Com isso, espera-se que sentencas
compostas por palavras pouco frequentes sugiram informacao nova, pois sao constituidas
por unidades que pouco ocorreram anteriormente. Além disso, para evitar sentencas re-
dundantes no sumario, os autores descartam as sentencas muito similares as presentes ja

selecionadas.

O método FreqDistUpdate obteve resultados medianos na avaliagao da DUC de
2007. Entretanto, os autores salientam que essa abordagem emprega uma estratégia sim-
ples para selecdo das sentencas que poderia ser aprimorada com uma possivel etapa de
simplificacao textual. Por exemplo, em alguns casos, sentencas consideradas relevantes
eram descartadas, pois a respectiva insercao no sumario extrapolaria a taxa de compres-

sao (100 palavras) e outras sentengas menores e menos relevantes eram utilizadas.

Boudin, El-Beéze e Moreno (2008) salientam que um grande problema da SA mul-
tidocumento, também compartilhado pela SAA, é a necessidade de processar todos os
textos-fonte em conjunto para a producao de novos sumarios. Os autores referenciam
esse problema como processamento em “lote”. Nesse contexto, Boudin, El-Beze e Mo-

reno (2008) propoem maneiras de SAA iterativas e escaldveis por meio da abordagem
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de Relevancia Marginal Maxima (CARBONELL; GOLDSTEIN, 1998), que consiste no
ranqueamento de informagao (ou sentengas) com base em dois pontos de referéncia, de

forma que a informacao seja similar com um e dissimilar com outro.

Para a producao de sumaérios, a cada iteragao do algoritmo, todas as sentencas que
ainda nao foram selecionadas sdo ranqueadas e a sentenca mais bem pontuada é inserida
no sumario. Os autores propuseram algumas variagdes para esse processo, mas a melhor
configuracao foi dada pelo ranqueamento efetuado por meio da similaridade da sentenca
ao topico dos textos multiplicada pelo respectivo maior valor de redundancia em relacgao
as sentencas dos textos conhecidos pelo leitor e aquelas que ja foram introduzidas no
sumario. Em outras palavras, a sentenca que é selecionada para o sumario é aquela mais
similar com o tépico textual (disponivel no cérpus usado para avaliagao) e mais distinta

das sentengas do histérico (textos conhecidos e atuais sentencas do sumério).

Por meio do cérpus da DUC 2007, Boudin, El-Beéze e Moreno (2008) reportam que
o método proposto obteve 0,363 de R-1, 0,102 de R-2 e 0,138 de R-SU4 de desempenho.
Com esses valores, o método nao foi superior aos melhores trabalhos submetidos a edicgao,
porém, foi superior a média dos sistemas avaliados na edicao. Como enfatizado pelos
autores, essa abordagem pode ser empregada em um contexto online, no qual novos textos
sdo processados conforme sdo publicados, mas ainda possui a necessidade de refazer o

ranqueamento das sentencas a cada iteracao.

Wenjie et al. (2008) apresentam um método de SAA por meio de reforgo positivo e
negativo baseado em grafo. Na proposta de Wenjie et al. (2008), chamada PNR? (Ranque-
amento com Refor¢o Positivo e Negativo, do inglés Ranking with Positive and Negative
Reinforcement), cada sentenga é representada como um vértice em um grafo e as arestas
identificam relagoes (positivas ou negativas) entre sentengas. Sentengas recebem reforgos
positivos quando se relacionam (sdo similares) com sentengas de uma mesma colecao e re-
forgo negativo quando se relacionam com sentencas de outra colecao. Em outras palavras,
o reforgo positivo identifica contetido relevante dentro de um mesmo grupo de textos e,
por outro lado, o refor¢o negativo visa diminuir a redundancia entre os textos recentes

com os anteriores o que, consequentemente, auxilia a identificacdo de informacao nova.

O método PNR?, assim como o PageRank (BRIN; PAGE, 1998), assume a intuigao
de que sentencgas relevantes sao relacionadas com outras sentengas relevantes. Entretanto,
os autores salientam que o algoritmo PageRank emprega somente o reforgo positivo, ou
seja, no ambito da SAA, nao diferencia informagao conhecida de informagao nova. Na
proposta dos autores, duas sentencas eram consideradas relacionadas se a similaridade do
Cosseno (SALTON; WONG; YANG, 1975) entre as duas era maior do que um limiar de
0,81.

Em experimentos realizados sobre o cérpus da DUC 2007, o PNR? obteve resulta-
dos de R-1, R-2 e R-SU4 de, respectivamente, 0,361, 0,089 e 0,129. Com isso, o método
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mostrou-se superior ao resultado médio dos trabalhos submetidos & DUC 2007, mas nao
superior ao primeiro colocado do evento. Nesse cenario, embora o PNR? faca uso de um
método refinado para ponderar relevancia de contetido, as informacgoes com atualizacao
ainda sao selecionadas por meio da nao redundancia com os textos conhecidos pelo leitor.
De fato, essa abordagem mostra-se mais promissora do que somente o uso de métricas
de similaridade, mas a identificacao de informacgao com atualizacao ainda nao é tao bem

explorada.

Bawakid e Oussalah (2008) propoem um método de SAA baseado no ranque-
amento de sentencas por meio de caracteristicas textuais de diferentes naturezas, tais
como atributos posicionais (posi¢do da sentenga no texto), nimero de entidades nomea-
das e similaridade semantica entre sentengas. (como referenciado pelos autores, mas que,
basicamente, trata-se de uma andlise de padroes sintaticos). A proposta dos autores pauta-
se no uso desses atributos para ranquear as sentencas com objetivo de produzir sumarios
com mais informagoes relevantes, que satisfagam e/ou sejam similares a uma query e t6-
pico definidos previamente (dados disponiveis no cérpus da TAC 2008, no qual os autores
realizaram experimentos). Além disso, é importante ressaltar que os autores ndo apre-
sentam mecanismos para tratar efetivamente a necessidade de identificar contetido com

atualizagdo ou novidade.

Apéds uma etapa de pré-processamento dos textos (identificagdo de sentengas; to-
kenizagao; remocao de caracteres ou marcacoes desnecessérias; identificacao de entidades
nomeadas e aplicagdo de parser sintatico), os atributos para cada sentenca dos textos-
fonte sao computados. Posteriormente, as sentencas sao ranqueadas para cada texto-fonte
individualmente por meio de um equacionamento que considera os seguintes pontos: simi-
laridade seméantica da sentenga em relagao a query e ao topico; a quantidade de sentencas
que possuem pontuagao superior a um limiar previamente estipulado; quantidade de en-
tidades nomeadas presentes na sentenca e em seu respectivo texto e a quantidade de

sentenca do texto-fonte.

Para computar a similaridade semantica, os autores consideram os pares de subs-
tantivos com adjetivos, verbos com advérbios e substantivos ou verbos com quantificadores
linguisticos (os autores exemplificam com itens lexicais que enfatizam a importancia ou
irrelevancia de um substantivo ou verbos, tais como as palavras very ou less) presentes
nas sentencas, de forma que adjetivos e advérbios sao expandidos por meio dos respectivos
sinénimos presentes na WordNet de Princeton (FELLBAUM, 1998). Além disso, os auto-
res também consideram a similaridade entre itens lexicais isolados, para qual reportam
trés possiveis algoritmos da literatura. Assim, a similaridade entre uma sentenca e uma
query é alta quando ambas sdo compostas por pares de itens lexicais semelhantes (ex.:

substantivos com adjetivos préximos ou quantificadores de igual direcionamento).

Bawakid e Oussalah (2008) reportam experimentos, com algumas variagoes no cal-
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culo da similaridade entre itens lexicais isolados, sobre o cérpus da TAC de 2008, nos quais
obtiveram R-1, R-2 e R-SU4, respectivamente, iguais a 0,341, 0,080, e 0,117. Com esses
valores, os autores nao superam os melhores métodos da edigao. Entretanto, ressalta-se
que a proposta de Bawakid e Oussalah (2008) apresenta alto valor de cobertura, o que su-
gere que o método é factivel para identificar informagao relevante, porém é pouco eficiente
para remover contetido redundante (os autores afirmam que essa etapa do processamento

nao foi concluida durante os experimentos).

Katragadda, Pingali e Varma (2009) apresentam uma abordagem de deteccao de
relevancia por meio da posicao sentencial para a SAA. Primeiramente, os autores investi-
garam em que posi¢des no corpo textual as sentencas mais relevantes ocorrem por meio
da analise do corpus da DUC 2007. Para tanto, os autores utilizaram as Unidades Con-
ceituais (empregadas pela métrica da Pirdmide (NENKOVA; PASSONNEAU, 2004) e
disponiveis no cérpus utilizado) para contabilizar a relevancia das sentengas. Posterior-
mente, para cada posi¢ao textual, os valores aferidos para cada respectiva sentenca foram
somados, normalizados e identificados como a relevancia para aquela posicao sentencial.
Por exemplo, a relevancia da posig¢ao 1 (primeira sentenga do texto) foi contabilizada pela
média da relevancia de todas as sentencgas que ocorreram na primeira posi¢cao dos textos
do cérpus. E importante ressaltar que, dada a discrepancia no tamanho dos textos, os
autores classificaram-nos entre pequenos ou grandes e normalizaram o resultado de forma

distinta para cada categoria.

Com a anélise supracitada, os autores identificaram um ranqueamento 6timo de
relevincia por posicao sentencial (OPP, do inglés Optimal Position Policy). Com esse
ranqueamento, os autores propuseram um método de SAA que seleciona as sentengas con-
forme o ranqueamento OPP até que a taxa de compressao seja atingida. Em experimentos
por meio do corpus da TAC 2008, os autores reportaram 0,091 de R-2, 0,124 de R-SU4 e
0,350 de Piramide. Com esses valores, a proposta de Katragadda, Pingali e Varma (2009)
foi superior ao baseline empregado na TAC 2008, que produz sumarios de atualizacao
por meio das 100 primeiras palavras do texto-fonte mais recente. Os autores enfatizam a
simplicidade do método e, como proposto por eles, trata-se de uma abordagem que deve

ser usada como um baseline mais refinado para a SAA.

Varma et al. (2009) propoem o uso do algoritmo Support Vector Regression (SVR)
para identificar os melhores atributos sentenciais para a producao de sumarios de atua-
lizagao. Os autores utilizam atributos posicionais e o fator de novidade (definido pelos
autores), cujo objetivo é ponderar o nivel de contetido de atualizagdo de uma sentenga.
Na abordagem de Varma et al. (2009), as sentengas mais bem ranqueadas sao inseridas
no sumario, porém, respeitando a ordem em que ocorrem nos textos-fonte, visando evitar
problemas de ordenacao sentencial, que podem diminuir a facilidade de leitura do sumaério.

Além disso, para produzir sumarios mais informativos, os autores desconsideram sentencas
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candidatas (que poderiam ser inseridas no sumario) consideradas redundantes em relagao
as sentencas ja inseridas no sumaéario. Entretanto, o método utilizado para essa tarefa nao

é especificada no artigo.

Varma et al. (2009) utilizaram dois atributos posicionais, SL1 e SL2. O primeiro
assume que o conteido mais relevante de um texto se encontra nas trés primeiras sentencas
dos textos-fonte. Assim, admitindo-se que um texto possui no maximo 1000 sentencas,
uma sentenga ¢ pontuada com 1 — 1555, caso a sentenga seja uma das trés primeiras do
texto, ou 15, caso contrario. Dessa forma, as trés primeiras sentencgas recebem valores
bem maiores que as demais. O segundo parametro posicional, SL2, apenas utiliza a posicao

sentencial para o treinamento do algoritmo SVR.

O Fator de Novidade (NF), como definido pelos autores, visa identificar conteido
de atualizacdo partindo do principio de que uma sentenga possui atualizagao se é consti-
tuida por itens lexicais mais frequentes nos textos desconhecidos do que nos conhecidos
pelo autor. Para tanto, por meio da equacgao a seguir, cada sentenga ¢ valorada por meio
do somatério do NF de cada palavra (removendo-se stopwords) que a constitui, normali-
zado pelo tamanho da sentenga, onde: |nd;| e |pd;| indicam, respectivamente, a quantidade
de textos desconhecidos e conhecidos pelo autor em que w ocorre, e |D| a quantidade de

textos-fonte.

nf(w) =

- = 3.1
P +1D (3:1)

Para treinamento do modelo, os autores, primeiramente, estimaram a relevancia
de cada sentenca no conjunto de treinamento por meio da similaridade da sentenga com
sumarios modelos (produzidos por humanos) dos respectivos textos-fonte por meio da
ROUGE-2. Apés essa etapa, os atributos das sentencgas foram extraidos e, em conjunto
com a respectiva relevancia da sentenca, foram submetidos ao algoritmo SVR, para identi-
ficar a proeminéncia de cada atributo. Dessa forma, pesos foram atribuidos aos atributos

e, posteriormente, utilizados para ranquear as sentencas conforme suas caracteristicas.

Varma et al. (2009) reportam experimentos com duas configuragbes de sua pro-
posta por meio do conjunto de dados da TAC 2009. Na primeira, o treinamento do modelo
ocorreu com os dados da TAC 2008 por meio dos atributos SL1 (posi¢ao sentencial, com
énfase nas trés primeiras sentencas dos textos-fonte) e fator de novidade. Essa configura-
¢ao obteve, na producao de sumarios de atualizacao, R-2 igual a 0,101, R-SU4 de 0,138,
Piramide e Responsividade, respectivamente, iguais a 0,307 (melhor resultado na TAC
de 2009) e 4,614. J&4 na segunda configuracao, os autores utilizaram os dados da DUC
2007 (o dataset para SAA) e os atributos SL2 (posigao da sentencial) e fator de novidade.
Nessa disposicao, a avaliagao do método apresentou R-2 de 0,095, R-SU4 igual a 0,136,

Piramide e Responsividade, respectivamente, iguais a 0,299 e 4,568.
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Apés os experimentos supracitados, Varma et al. (2009) investigaram mais alguns
atributos, que visavam produzir sumarios mais direcionados ao topico indicado nos textos-
fonte e com énfase maior em contetido novo. Os resultados nao se mostraram superiores,
exceto para uma pequena melhoria em R-SU4 (com valor 0,140), que ocorreu quando
também se considerou o nimero de palavras novas (nao presentes nos textos conhecidos
pelo leitor) das sentengas dos textos-fonte por meio da féormula a seguir, onde: s é uma
sentenga, w um item lexical, Fya(w) é 0 se w ocorreu em algum texto conhecido pelo
leitor e sua frequéncia nos textos novos, caso contrario, e |s| o nimero de itens lexicais da

sentenca.

Score(s) = Lves Fetusa (W) IT‘;’”‘YA () (3.2)

A proposta de Varma et al. (2009), embora simples com relagdo aos atributos uti-
lizados, apresenta bons resultados e se mostra bastante eficiente, uma vez que o modelo
tenha sido treinado. Os resultados reportados pelos autores indicam a relevancia de atri-
butos posicionais, também presente em outros trabalhos da literatura (KATRAGADDA;
PINGALI; VARMA, 2009; OUYANG et al., 2010), e a melhor qualidade dos sumérios
quando conteudo novo é enfatizado nos sumaérios. Além disso, as investigagoes posteriores
dos autores, no objetivo de melhorar os resultados, por meio da andlise de palavras no-
vas nas sentencas dos textos-fonte mais recentes poderia ser incrementada, por exemplo,

considerando-se palavras sinonimas e nao somente itens lexicais isolados.

Ouyang et al. (2010) apresentam um método de sumarizacao baseado em caracte-
risticas posicionais. Por caracteristica posicional, nesse contexto, entende-se a posi¢ao em
que a sentenca ou item lexical ocorreu no texto. Assim, nessa abordagem, a relevancia de
uma sentenca ¢ mensurada por meio da respectiva posicao no texto e pelo somatorio das
pontuacoes posicionais atribuidas aos itens lexicais que a compoem. Para pontuar os itens
lexicais, os autores propoem quatro possiveis métricas. Trés dessas métricas diminuem (de
formas distintas) o peso dos itens lexicais conforme a frequéncia no texto, de forma que as
primeiras ocorréncias tenham pesos maiores dos que as demais, e a outra pontua apenas
a primeira ocorréncia do item lexical. Assim, em um processo iterativo, as sentengas mais

bem ranqueadas sao inseridas no sumario até que a taxa de compressao seja atingida.

Ouyang et al. (2010) fazem experimentos com nove variagoes de combinagoes das
métricas supracitadas por meio do corpus da TAC 2008 e 2009. Na primeira, as sentencas
sao ranqueadas conforme a frequéncia dos itens lexicais que as compoem. J4 para as
demais configuragoes, as sentencgas sao ranqueadas por meio de uma das quatro métricas

de pontuacao de itens lexicais supracitadas, considerando ou nao a posi¢ao da sentenca.

No primeiro conjunto de avaliacao, os autores reportaram que a configuracao mais
bem avaliada do algoritmo proposto, que nao fez uso da posicao sentencial durante o ran-

queamento, obteve 0,375 de R-1 e 0,394 para R-2. No segundo cenario de avaliacao, para
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R-1 de 0,373, a configuragdo mais bem ranqueada do algoritmo foi andloga ao primeiro
experimento. Entretanto, para R-2 com 0,095, o maior resultado ocorreu por meio do

algoritmo que fez uso da posi¢ao sentencial.

Com os valores supracitados, a proposta de Ouyang et al. (2010) mostra-se superior
a média dos sistemas submetidos as duas edigoes da TAC (2008 e 2009). Além disso,
trata-se de uma abordagem muito simples, que nao faz uso de métodos para identificar
contetdo com atualizagao. A utilizacao dessa abordagem aliada a proposta de Reeve e
Han (2007), que visa identificar atualizagdo por meio da frequéncia dos itens lexicais
presentes nos textos conhecidos e nao conhecidos pelo leitor, poderia atingir resultados

mais satisfatorios.

3.1.2 Trabalhos de analise de topico

Os métodos de SAA apresentados nesta secdo empregam técnicas de identificagao
e analise de topicos textuais para selecionar o conteiido mais adequado para o sumario
e, eventualmente, remover informagao redundante. Dessa forma, embora alguns métodos
aqui apresentados fazem uso da abordagem Sensivel ao Contexto, que foi introduzida
na se¢ao anterior, optou-se por organiza-los em uma secao especifica, pois o mecanismo
principal para a producao de sumarios desses métodos ¢é diferentes dos trabalhos listados

na Secao 3.1.1.

Steinberger e Jezek (2009) propoem um método de SAA baseado nas distingdes
de topicos latentes (geralmente, constituidos por palavras isoladas e consideradas mais
representativas) entre os textos recentes e os ja conhecidos pelo leitor. Para tanto, os au-
tores fazem uso da Andlise Seméantica Latente (LSA, do inglés, Latent Semantic Analysis)
(LANDAUER; DUTNALIS, 1997) para identificar os tépicos presentes em uma colegao de
textos ou sentencas e, além disso, para ponderar os topicos mais proeminentes para cada

sentenca ou texto.

Na etapa de pré-processamento dos textos-fonte, a LSA é aplicada nos textos
conhecidos e nao conhecidos pelo leitor com objetivo de identificar os topicos latentes
presentes em cada cenario. Apds essa andlise, o nivel de atualizagao dos topicos latentes
dos textos recentes é calculado por meio da diferenca entre a respectiva proeminéncia
nos textos recentes e a redundancia (tépicos similares) com tépicos latentes presentes nos
textos anteriores. Para a producdo do sumario, a cada iteracao do algoritmo, a sentenca
mais correlacionada com o topico latente mais bem pontuado é selecionada para o sumario
e a pontuagao dos topicos latentes é recalculada. Esse processo é executado até a taxa de

compressao ser atingida.

Em experimentos realizados por Steinberger e Jezek (2009), por meio do cérpus

da TAC 2008, o método proposto obteve resultados satisfatorios, com valores aferidos
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de Piramide, Qualidade Linguistica, Responsividade, R-2, R-SU4 e BE, respectivamente,
iguais a 0,28, 2,83, 2,29, 0,08, 0,12 e 0,05. Com esses valores, o método apresentando
mostrou-se superior ao baseline e a média de pontuacao dos sistemas participantes da
edicao. Por outro lado, nao obteve resultados proximos ao método com maior pontuacao.
Entretanto, é importante ressaltar que a abordagem proposta faz uso de uma técnica
escalavel e independente de lingua. Além disso, pode-se considerar que a proposta de
analisar a distingao de topicos entre os textos conhecidos e nao conhecidos pelo leitor é

promissora, mas deve ser mais explorada.

Huang e He (2010) propoem a identificagdo da correlagoes entre os tépicos latentes
presentes nos textos conhecidos e nao conhecidos pelo leitor para a SAA. Para tanto, os
autores utilizam o algoritmo Latent Dirichlet Allocation (LDA) (BLEIL; NG; JORDAN,
2003) para identificar os tépicos latentes e os classificam em uma das quatro categorias:
(i) emergentes, que estdo presentes somente nos textos recentes (ndo conhecidos pelo
leitor); (ii) ativos, que estdo presentes em todos os textos, mas com maior énfase nos
textos recentes; (iii) ndo ativos; que estdo presentes em todos os textos, mas com pouco
relevancia nos textos recentes; e (iv) extintos, que estdo presentes somente nos textos

anteriores.

Posteriormente a analise de identificacdo de classificacao dos topicos latentes con-
forme as categorias supracitadas, somente as sentencas relacionadas aos topicos latentes
classificados como emergentes (i) ou ativos (ii) sdo considerados para o sumario. Eventu-
almente, caso a taxa de compressao nao tenha sido atingida, sentencas dos tépicos nao
ativos (iii) e extintos (iv), nessa ordem, também sdo consideradas para o suméario. As
sentencas sao ranqueadas conforme a respectiva relacao com os topicos latentes, e esses,

por sua vez, sao ponderados conforme a frequéncia de ocorréncia nos textos.

Os autores avaliaram o método proposto no conjunto de dados da TAC 2008 e
de 2009. No primeiro conjunto, os valores aferidos de R-1, R-2 e R-SU4 foram, respec-
tivamente, de 0,367, 0,097 e 0,131. Ja na segunda avaliagdo, os valores de R-1, R-2 e
R-SU4 foram, respectivamente, de 0,368, 0,097 e 0,1359. Nesse cenario, pode-se observar
que o método de Huang e He (2010) obteve resultado superior a proposta de Steinberger
e Jezek (2009), que também realiza a andlise de tépico entre os textos. Provavelmente,
isso ocorre, pois Huang e He (2010) analisa de forma mais refinada, com relagao ao tra-
balho de Steinberger e Jezek (2009), o fluxo dos tépicos entre os textos conhecidos e ndo

conhecidos.

Wang e Li (2010) propoem o uso de agrupamento hierdrquico de sentengas com
objetivo de detectar atualizacao e evitar o processamento em lote dos textos-fonte, ressal-
tado com um dos principais problemas da SA (BOUDIN; EL-BEZE; MORENO, 2008).
Nessa abordagem, as sentencas sao agrupadas por meio da similaridade de conteido ou

topico que abordam de forma a representar uma taxonomia de conteudo. Assim, quando
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uma sentenca ¢ inserida em um novo ramo ou n6 dessa estrutura, tem-se a identificacao
de uma atualizacao, pois o conteiido dessa sentenca nao foi encontrado anteriormente, ou

seja, nao houve grupos com os quais essa nova sentenca tenha sido similar.

Em um processo iterativo de agrupamento, para cada nova sentenca analisada,
o algoritmo computa sua similaridade com as demais sentencas ja agrupadas. Assim,
caso um grupo de sentengas similares seja encontrado, a sentenca ¢ aglutinada, caso
contrario, um novo ramo ou grupo é criado para alocar a sentenca. Ao final desse processo,
o algoritmo seleciona os grupos mais relevantes conforme a taxa de compressao e seleciona

as sentencas mais representativas de cada grupo para o sumario.

Wang e Li (2010) realizaram experimentos por meio do cérpus da TAC 2008 e
obtiveram valores de R-1 e R-2, respectivamente, iguais a 0,371 e 0,093. Além disso, os
autores verificaram outros algoritmos, como agrupamento baseado em centroides, que
correspondem aos itens (sentencas) mais representativos de um grupo, uma abordagem
baseada em identificacdo de tépicos por meio da LSA, mas todas se mostraram inferi-
ores ao algoritmo proposto. Os autores salientam que, além do resultado satisfatério, a
proposta é computacionalmente eficiente e pode ser usada para processamento online, de

forma que novos textos podem ser processados conforme sejam publicados.

Delort e Alfonseca (2012) apresentam o método DualSum, cuja abordagem baseia-
se em um modelo probabilistico de tépicos, que, de forma semelhante ao trabalho de
Reeve e Han (2007), parte do principio que a distribui¢ao de conteiddo textual presente
no sumaéario deve ser semelhante a distribuicao de informacgao presente nos textos-fonte.
Especificamente no DualSum, essa distribuicao é estipulada por uma distribuicao de cate-
gorias de topicos latentes previamente estipulada. Os autores enfatizam que a utilizacao
dessa abordagem diminui a redundancia e produz sumarios com maior abrangéncia de

conteudo.

No DualSum, cada texto é representando por uma bag-of-words e cada palavra
é associada a um tépico latente. Posteriormente, os topicos latentes, identificados por
meio da LDA (BLEIL; NG; JORDAN, 2003), sao ponderados em relacido as seguintes
quatro categorias conforme a direcionalidade da relevancia: (i) relevincia para o texto; (ii)
relevincia para a colegao de textos conhecida pelo leitor; (iii) relevincia para a colegdo nao
conhecida pelo leitor; e (iv) relevncia geral. E importante ressaltar que, para representar
corretamente o modelo de atualizacao, topicos latentes da classe (iii) ndo sao considerados
possiveis na colecao de textos conhecida pelo leitor. Ou seja, tépicos dessa categoria podem
somente serem identificados a partir dos textos mais recentes, que nao sao conhecidos pelo

leitor.

No DualSum, um sumario é produzido de forma que sua respectiva distribuigao
de topicos latentes se aproxime de uma distribuicao previamente dada. Evidentemente,

no contexto da SAA, espera-se que os sumarios produzidos componham-se de sentencas
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mais relevantes para os topicos latentes da categoria (iii), que correspondem aos tépicos
de atualizacao. Entretanto, uma combinacao dessas categorias pode ser utilizada. Para
determinar a melhor configuragao dessa distribuigao, Delort e Alfonseca (2012) utilizaram
o corpus da TAC 2008 e 2009 para definir os parametros de distribui¢ao por meio da analise

das distribui¢oes dos textos-fonte e respectivos sumarios de referéncia.

Na etapa de geragao do sumario, as classes dos tépicos latentes de cada sentenca
é computada em uma funcdo de custo, que representa uma distribuicao desejada. Assim,
por meio de um algoritmo guloso e nao deterministico, um subgrupo de sentencas que
maximize o valor dessa funcao é selecionado para o suméario. Em experimentos realizados
nos corpus da TAC 2011, os autores obtiveram R-1 de 0,357, R-2 de 0,092 e R-SU4
de 0,128. Com esses resultados, o DualSum apresentou-se superior, respectivamente, ao

primeiro, terceiro e segundo colocados na TAC de 2011.

Li et al. (2012) apresentam uma abordagem de SAA pautada na andlise do com-
portamento dindmico dos tépicos (uma ou mais palavras representativas) presentes nos
textos conhecidos e nao conhecidos pelo leitor. Para tanto, cada tépico identificado é clas-
sificado entre uma das seguintes categorias: (i) geral, que sdo tépicos presentes nos textos
anteriores e recentes; (ii) de colegdo, que consiste em tépicos que ocorrem apenas nos
textos anteriores ou recentes; e (iii) de texto, que sdo tépicos existentes em apenas um
texto. Os topicos textuais sao identificados por meio de um processo dirichlet hierarquico
(HDP de Hierarchical Dirichlet Process) estendido para o contexto da SAA, o qual os

autores referenciam como h-Uhdp.

Li et al. (2012) salientam que computar o dinamismo (surgimento, divisdo em dois
ou mais topicos, término) dos tépicos é muito importante para identificar informagoes
relevantes e com atualizagdo. Assim, propoem o uso de agrupamento hierarquico para
identificacdo de tépicos e, posteriormente, por meio de um algoritmo guloso, identificam

as sentencas dos textos-fonte que mais bem satisfacam essa proposigao.

Li et al. (2012) reportam os resultados do método proposto sobre os cérpus da
TAC de 2010 e 2011. Para o conjunto de testes da TAC 2010, os autores reportaram R-2
e R-SU4, respectivamente, de 0,085 e 0,125. Ja para a TAC de 2011, para as mesmas
métricas, os valores aferidos foram de 0,101 e 0,163. Com esses valores, o método de Li et

al. (2012) se fez superior aos melhores sistemas submetidos a edigao.

Louis (2014) propoem um método de SAA por meio do conceito de Surpresa Baye-
siana (BALDI; ITTT, 2010), que se baseia na andlise da diferenca entre duas distribui¢oes
de probabilidades. Para tanto, o método de Louis (2014) computa a probabilidade dos
termos (palavras) presentes em dois conjuntos textuais (que variam conforme as variagoes
do algoritmo) e, posteriormente, mensura a relevancia (surpresa) de cada termo por meio
da divergéncia de Kullback Leibler (KL) entre as duas distribuigoes. Com esses valores, as

sentencas dos textos-fonte sdo ranqueadas por meio dos valores das respectivas palavras
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e inseridas no sumario. A intuicdo desse método é de que, dado dois conjuntos (textos
conhecidos e desconhecidos pelo leitor), um termo possui alto valor de surpresa quando a
probabilidade de ocorréncia no segundo conjunto é maior do que no primeiro. Com esse
principio, Louis (2014) almeja identificar contetido menos redundante para o sumério e,

sobretudo, mais novo.

Louis (2014) apresentou quatro abordagens para ranquear as sentengas para o
sumario. Na primeira, os termos eram pontuados por meio da divergéncia KL entre as
respectivas probabilidades nos textos conhecidos e o sumério. Dessa forma, Louis (2014)
afirma que, embora seja uma aplicacao simples do método, o sumario é produzido com ob-
jetivo de ser menos redundante com relagao ao conhecimento do leitor (textos conhecidos)
e ao proprio conteudo. Na segunda, apos a identificar palavras chave presentes nos textos
ja conhecidos, as sentengas eram ranqueadas por meio do somatorio das respectivas rele-
vancias dos termos chaves com ou sem normalizagao pelo tamanho da sentenga (niimero
de tokens). A terceira proposta é bem similar a primeira, porém a andlise é realizada com
os termos dos textos desconhecidos e o sumario. Por fim, a tultima proposta do autor faz
uso da terceira e algumas das anteriores. Assim, dessa forma o método considera tanto o

conhecimento do leitor (textos ja lidos) quanto o contetido dos textos novos.

Em experimentos reportados pelo autor por meio do cérpus da TAC de 2009, a me-
lhor configuracao de seu método para o cenario da SAA se deu pelo uso da quarta proposta

supracitada, na qual as sentencgas foram ranqueadas por meio da seguinte expressao:
SRavg(s) — KLinp(s)

sendo SR, (s) a pontuacdo da sentenga s computada por meio do somatério das respec-
tivas palavras que sao palavras chave dos textos conhecidos pelo leitor e normalizado
pelo tamanho de s; e KLj,,(s) o valor de surpresa da sentenca para o sumario. Nesse
caso, espera-se que as sentencas selecionadas para o sumario sejam aquelas com pouca
similaridade com os textos ja conhecidos e que também nao sejam redundantes com as
sentencas ja inseridas no sumario. Os valores de R-1 e R-2 reportados pelo autor para

essa configuracao do método foram de 0,337 e 0,076.

3.1.3 Trabalhos baseados em otimizacao

Gillick, Favre e Hakkani-Tur (2008) propoem um método de SAA baseado em
otimizacao linear, cujo modelo é composto por varidaveis que representam o tamanho e
relevancia das sentencas. Para identificar relevancia, os autores ponderam as sentencas
pela soma da frequéncia dos respectivos conceitos, identificados por bigramas com itens
lexicais radicalizados. Gillick, Favre e Hakkani-Tur (2008) sugerem que, idealmente, os
conceitos sejam identificados da mesma forma que as UCs da métrica da Piramide, mas

salientam que tal tarefa é complexa e que, comumente, é executada de forma manual.
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Apébs a identificacdo das mais bem sentencas ranqueadas, os autores utilizaram
uma estratégia bem simples para ordenar as sentengas no sumario, que se baseia na data
e posicdo da sentenga no respectivo texto. Como melhorias do modelo, Gillick, Favre
e Hakkani-Tur (2008) adicionaram outra configuracdo que remove segmentos sentencias
pouco relevantes identificados por meio de regras. Em outras palavras, os autores pro-
puseram uma abordagem extrativa e outra semi-abstrativa, pois apesar de nao gerarem

contetido novo, alteram o contetido das sentengas dos textos-fonte.

Gillick, Favre e Hakkani-Tur (2008), para o método puramente extrativo, repor-
tam R-1, R-2 e BE de 0,359 , 0,088 e 0,013, respectivamente. Ja para o método dois,
que faz uso de técnicas abstrativas, os valores reportados foram de, respectivamente,
0,362, 0,096 e 0,061. Com esses valores, o método de Gillick, Favre e Hakkani-Tur (2008)
mostra-se como uma abordagem muito eficiente, por apresentar bons resultados e ser
relativamente simples, por fazer uso de apenas conhecimento superficial (frequéncias de
palavras). Ressalta-se novamente que, como enfatizado pelos autores, melhores resultados
poderiam ser alcancados se os conceitos textuais fossem identificador por meio de uma

abordagem mais adequada, que considerasse conhecimento semantico.

Gillick et al. (2009) enfatizam problemas de qualidade linguistica em sumérios ex-
trativos, tais como problemas de referéncias como anaforas e cataforas, que ocorreram na
proposta anterior de Gillick, Favre e Hakkani-Tur (2008). Nesse cenario, empregam um
algoritmo que ordena as sentencas com relevancia por meio de atributos posicionais e des-
cartam sentencgas com pronomes nao resolvidos. Para identificar pronomes nao resolvidos,
os autores utilizaram classificadores treinados em coérpus por meio de algoritmos de apren-
dizado de maquina, cuja acurdcia nio foi divulgada. E importante ressaltar que os autores
também nao especificaram como realizaram a extracao de caracteristicas posicionais das

sentencas.

Em experimentos por meio do cérpus da TAC 2009, o método proposto pelos au-
tores obtiveram R-2 de 0,101, BE de 0,06, Responsividade de 4,75, QL de 5,52 e Piramide
de 0,30. Com esses resultados, Gillick et al. (2009) observaram que a remocao de senten-
¢as com pronomes nao resolvidos nao interferiram, significativamente, na qualidade de

informacao do sumario.

Du et al. (2010) apresentam um algoritmo guloso por meio do uso de ranquea-
mento com pontos fixos para a SAA. Nessa abordagem, cada sentencga é representada
por um ponto no espago de ranqueamento e pode ser considerada livre ou fixa, quando,
respectivamente, podera ou nao ser inserida no sumario. Em uma primeira iteragao do al-
goritmo, todas as sentencas dos textos conhecidos pelo leitor sdo consideradas pontos fixos
e todas as restantes como pontos livres. Posteriormente, a sentenca mais bem ranqueada
¢ inserida no sumario e toda a pontuacgao ¢é recalculada enquanto a taxa de compressao

nao seja atingida.
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Na proposta de Du et al. (2010), uma sentenca é ranqueada conforme um pa-
rametro a que pondera sua dissimilaridade para com os pontos fixos e, eventualmente,
sua similaridade com um tépico previamente estipulado. Para tanto, operagdes matriciais
sao executadas iterativamente até a convergéncia do modelo de forma a considerar as
seguintes informagoes: similaridade sentencial (aferida por meio da métrica de Cosseno
(SALTON; WONG; YANG, 1975)); e estado de liberdade da sentenca (livre ou fixa).
Apos a convergéncia do modelo, a sentenca mais bem ranqueada é inserida no sumario e

0 processo se repete enquanto tamanho do sumario seja atingido.

Os autores realizaram experimentos no conjunto de dados da TAC de 2008 e
2009, por meio da R-2 e R-SU4 e compararam com os respectivos baselines e melhores
métodos das edi¢oes. Na edigdo de 2008, o método de Du et al. (2010) obteve 0,102 de
R-2 e 0,137 de R-SU4, sendo superior aos baselines e ao maior resultado de TAC 2008.
Na edicao de 2009, o método nao foi superior ao método primeiro colocado da TAC,
entretanto, os autores enfatizam que esse método emprega abordagens abstrativas, que
geram sumarios melhores que técnicas extrativas, utilizada pelos autores. Por essa razao,
os autores analisam os resultados com o método puramente extrativo mais bem colocado
da TAC 2009, e mostraram-se superiores, com 0,099 de R-2 e 0,131 de R-SUA4.

O ranqueamento proposto por Du et al. (2010) faz uso de um processo iterativo
que considera, basicamente, a similaridade entre as sentencas dos textos, de forma que o
ranqueamento é executado apenas sobre essa informagao. Apesar do resultado satisfatério
da abordagem, outras informacoes, tais como posicao sentencial, poderiam ser adicionadas
no modelo com objetivo de melhorar a identificagao de relevancia das sentengas. Da forma
que ¢é proposto, desconsiderando-se a similaridade da sentenca para um toépico dado, a
abordagem dos autores pode ser definida como um algoritmo iterativo com objetivo de

encontrar a sentenca menos similar com as demais a cada etapa de execucao.

Long et al. (2010) propoem a criagdo de sumarios com a menor redundancia pos-
sivel. Para tanto, fazem uso da teoria de distdncia de informacgao baseada na Complexi-
dade de Kolmogorov (LI; VITANYI, 2007), que permite aferir valores de dissimilaridade
e similaridade entre conjuntos de informacoes (sentengas). Por meio da Complexidade
de Kolmogorov, os autores propdoem uma fungao de custo para mensurar a redundancia
do sumério. E importante ressaltar que, os autores fazem uso de duas abordagens de
aproximacao da Complexidade de Kolmogorov, uma baseada em compressao e outra em
sobreposi¢ao de unidades seméanticas (palavras, entidades nomeadas, etc.), pois tal teoria

da distancia da informagao é ndo computavel.

Na etapa inicial do algoritmo, os autores utilizam a teoria de distancia de informa-
¢ao supracitada para identificar e descartar sentencgas dos textos recentes que sejam muito
similares as sentencas dos textos conhecidos pelo leitor. Com as sentencas restantes, todas

as permutagoes possiveis para o sumario, respeitando-se a taxa de compressao, sao gera-
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das e a funcao de custo supracitada é aplicada. Por fim, o sumério com maior relevancia
ou menor custo (menor redundéancia segundo a Complexidade de Kolmogorov) é seleci-
onado como sumario final. Embora o algoritmo proposto seja uma abordagem de forca
bruta, os autores afirmam que é factivel devido a taxa de compressao utilizada (somente
100 palavras) e que, geralmente, apés a primeira etapa do algoritmo, varias sentengas sao
descartadas e, portanto, poucas sentencas sao empregadas no processo de permutacgoes de

SUmMArios.

Os autores realizaram experimentos por meio dos cérpus de testes da DUC 2007
e TAC 2008 e 2009, nos quais obtiveram R-1 de aproximadamente 0,37. Com esse valor
de avaliagdo, o método de Long et al. (2010) mostra-se superior no cérpus da DUC 2007,
porém, nao supera outros métodos nos demais cenarios. Assim, embora tenha obtido
otimos resultados, a complexidade computacional do algoritmo ¢é alta e outras abordagens

escaldveis produzem resultados semelhantes ou superiores.

Li, Du e Shen (2011) fazem uso de Relevancia Marginal Maxima (MMR, do inglés,
Maximal Marginal Relevance) (CARBONELL; GOLDSTEIN, 1998). Nessa abordagem,
uma sentencga possui alta relevancia se é similar a um grupo de informacao e dissimilar
com outro, ou seja, no contexto da SAA por meio dessa abordagem, uma sentenca é bem
pontuada se é similar as sentencas dos textos recentes e dissimilar as sentencgas dos textos

conhecidos pelo leitor.

Por meio dos conceitos supracitados, Li, Du e Shen (2011) propuseram uma fungao
de custo para o sumario com objetivo de produzir sumarios com a Relevancia Marginal
Maéaxima. Assim, em um processo iterativo, que é executado enquanto a taxa de compressao

nao seja atingida, a sentenca que maximiza o ranqueamento do sumario € selecionada.

Em experimentos reportados pelos autores por meio do conjunto de dados da TAC
2008 e 2009, o método proposto obteve R-1, R-2 e BE, respectivamente, iguais a 0,360,
0,085 e 0,201. Para o corpus da TAC de 2009, para as mesmas métricas anteriores, os
valores aferidos foram de 0354, 0,083 e 0,192. Com essa avaliacao, a proposta de Li, Du
e Shen (2011) mostrou-se superior aos métodos submetidos aos eventos e alguns outros

trabalhos também avaliados sobre o mesmos cérpus.

He, Qin e Liu (2012) propéem o uso de ranqueamento multiplo e agrupamento
por meio de grafos de similaridade sentencial. Primeiramente, um grafo é construido para
representar as sentengas dos textos fontes (vértices) e o grau de similaridade entre essas
(arestas) por meio da métrica do Cosseno (SALTON; WONG; YANG, 1975). Na segunda
etapa, o grafo construido ¢é utilizado em dois processos paralelos, um para ranquear as
sentengas e outro para agrupé-las conforme o tépico (tema) que abordam. Com isso, os
autores almejam produzir sumarios que abranjam os contetidos dos textos fonte por meio

das sentencgas mais relevantes para cada tépico presente nos textos.
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Para ranquear as sentencas, He, Qin e Liu (2012) fazem uso de duas informagoes
(eventualmente trés, caso um tépico para direcionar o sumadrio seja estipulado). Sao elas:
(i) as sentengas dos textos anteriores; (ii) as primeiras sentengas de cada texto da cole¢ao
nao conhecida pelo leitor; e (iii) as sentencas presentes nos suméarios dos textos ja co-
nhecidos. Com as informagdes na primeira categoria, os autores partem do principio que
sentencas dos textos recentes mais distintas dos textos ja lidos provavelmente possuem

conteudo com novidade.

Com a segunda categoria de informacao, os autores visam identificar relevancia.
Para tanto, eles partem da hipotese de que as sentencas nas primeiras posigoes textuais sao
mais relevantes e, posteriormente, utilizam a similaridade de outras sentencas com essas
para mensurar relevancia. Em outras palavras, uma sentenca é relevante se considerada
similar com aquelas que ocorrem nas primeiras posigoes textuais. Tal estratégia foi foco de

investigagao nos trabalho de Katragadda, Pingali e Varma (2009) e Ouyang et al. (2010).

Por fim, por meio da terceira categoria supracitada, He, Qin e Liu (2012) alme-
jam identificar quais as informagoes ja conhecidas pelo leitor que, provavelmente, terao
atualizagoes nos textos recentes. Para tanto, os autores determinam que as sentencas dos
textos conhecidos que foram inseridas nos respectivos sumarios compoem-se de conteudo
relevante e que, eventualmente, terao atualizacoes ou estarao presentes nos textos mais

recentes.

Apo6s os dois processos supracitados, o algoritmo de He, Qin e Liu (2012) mescla
os resultados de ambos e ordena os subtépicos. Com isso, identificam-se os subtopicos e
as respectivas sentencas mais bem ranqueadas que devem ser inseridas no sumario. Em
experimentos realizados no cérpus da TAC 2008, a melhor configuracao do algoritmo
obteve bons resultados, atingindo 0,879 de R-2, 0,123 de RSU-4 e 0,522 de BE. Com esses

valores, o algoritmo He, Qin e Liu (2012) supera o método mais bem colocado da edigao.

Li, Du e Shen (2013) apresentam algumas alteragoes para o método proposto por
Du et al. (2010), que, segundo os autores, sao necessarias, pois esse método, bem como
alguns outros algoritmos de SAA baseados em grafo, permitem que sentencas dos textos
conhecidos pelo leitor interfiram na relevancia das sentencas dos que serao sumarizados.
Assim, no intuito de amenizar esse problema, Li, Du e Shen (2013) adicionam um pa-
rametro ao modelo de otimizacao para que explicitamente desconsidere a saliéncia das
sentengas dos textos recentes que sejam similares as sentencas ja conhecidas pelo leitor.
Dessa forma, sentencas sao melhores ranqueadas quando mais semelhantes aos textos

recentes.

O modelo de otimizacao proposto por Li, Du e Shen (2013) é um problema NP
Dificil, embora seja viavel considerando a quantidade de textos e o tamanho do sumario
(100 palavras como definido nas tarefas da DUC e TAC). Assim, para diminuir o tempo

computacional do método, os autores propuseram uma aproximagcao para o algoritmo. Os
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autores reportaram experimentos e resultados para os métodos originais e aproximado
sobre os conjuntos de dados da TAC de 2008 e 2009. No primeiro conjunto, o modelo
original obteve R-1 de 0,370, R-2 igual a 0,088 e 0,201 de BE; o modelo aproximado,
respectivamente para as mesmas métricas anteriores, apresentou 0,366, 0,085 e 0,200. Ja
para o conjunto de dados da TAC 2009, o modelo original pontuou 0,362 de R-1, R-2 de
0,085 e 0,192 de BE; o método aproximado, respectivamente, obteve 0,361, 0,086 e 0,188.

Com os resultados supracitados, os algoritmos de Li, Du e Shen (2013) nao supera-
ram os melhores métodos para os respectivos conjuntos de dados. Entretanto, mostraram-
se com resultados satisfatorios e superiores aos trabalhos que apresentam o problema que
os autores pretendiam amenizar, tais como as propostas de Wenjie et al. (2008) e Du et al.
(2010), entre outros algoritmos que empregam ranqueamento por meio de grafos. Além
disso, ¢ importante ressaltar que o método original dos autores possui alta complexidade
computacional, mas que o algoritmo aproximado, embora com resultados inferiores, pos-
sui desempenho satisfatorio, que também supera os trabalhos referenciados anteriormente

nesse paragrafo.

3.1.4 Discussao e consideracoes sobre os métodos de SAA

Como apresentado anteriormente, a SAA tem sido investigada por diversas abor-
dagens, que incluem desde a aplicacao de técnicas de SA multidocumento com a remocao
de sentencas redundantes e técnicas mais sofisticadas, que visam produzir sumarios com
a maxima quantidade de informagao relevante e com novidade por meio de algoritmos

variados. Nesta secao, serd apresentada uma discussao sobre esse cenario da SAA.

Para uma visao geral dos métodos apresentados neste capitulo, no Quadro 12, os
trabalhos sao listados em ordem cronoldgica com a respectiva abordagem e método de
identificagao de novidade. Por exemplo, o método de Reeve e Han (2007), na segunda linha
do quadro, foi rotulado como da abordagem Sensivel ao Contexto e emprega atributos de

frequéncia para identificar sentengas com atualizagao.

Com objetivo de contrastar a qualidade dos métodos apresentados, na Tabela
3, os resultados dos métodos apresentados agrupados para os respectivos conjuntos de
dados ¢ listada. Os valores da avaliacao da Piramide e QL nao sao listados nessa tabela,
pois poucos trabalhos os divulgaram. Os trabalhos sao listados por meio do valor da
R-2 em ordem decrescente. Para as demais métricas, os valores em negrito e em italico
correspondem aos métodos primeiro e segundo mais bem ranqueados, respectivamente.
Por exemplo, para o conjunto de dados da TAC 2008, o método com maior R-2 foi Wang
e Li (2010) e com maior R-1 foi Ouyang et al. (2010).

Os métodos baseados na abordagem sensivel ao contexto, em geral, sao aqueles

que se propoem a identificar conteiido com novidade por meio da remocao de sentencas
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Quadro 12 — Trabalhos apresentados cronologicamente ordenados.

\ Autores \ Abordagem \ Novidade \

Reeve e Han (2007) Sensivel ao contexto | Atributos de frequén-
cia

Bawakid e Oussalah (2008) Sensivel ao contexto | Atributos posicionais

Boudin, El-Beéze e Moreno (2008) Sensivel ao contexto | Sentencas nao redun-
dantes

Gillick, Favre e Hakkani-Tur (2008) | Otimizacao Atributos posicionais

Wenjie et al. (2008) Sensivel ao contexto | Refor¢o positivo e ne-
gativo em um grafo

Gillick et al. (2009) Otimizacao Atributos posicionais

Katragadda, Pingali e Varma (2009) | Posicional Atributos posicionais
das sentencas

Steinberger e Jezek (2009) Analise de tépico Sentengas de topicos
nao redundantes

Du et al. (2010) Otimizagao Sumdario com menor
redundancia

Varma et al. (2009) Otimizagao Analise de Vocabula-
rio

Huang e He (2010) Anélise de tépico Distribuigao topicos

Long et al. (2010) Otimizagao

Ouyang et al. (2010) Sensivel ao contexto | Atributos posicionais
e de redundancia

Wang e Li (2010) Anélise de tépico Agrupamento hierar-
quico

Li, Du e Shen (2011) Otimizagao Sumario com menor
redundancia

Delort e Alfonseca (2012) Anélise de tépico Analise do comporta-
mento dos tépicos

He, Qin e Liu (2012) Otimizagao Relevancia Marginal
Maéaxima

Li et al. (2012) Analise de tépico Agrupamento hierar-
quico

Li, Du e Shen (2013) Otimizacao Sumadario com menor
redundancia

Louis (2014) Analise de tépico Kullback Leibler

redundantes em relacdo aos textos conhecidos pelo leitor. Como salientado por Delort e
Alfonseca (2012), tal estratégia nao é adequada para identificar contetido com novidade
que ocorre junto com informagoes conhecidas. Contudo, pode-se notar que em alguns casos
esses métodos apresentam resultados muito satisfatorios. Por exemplo, sobre o conjunto
de dados da DUC 2007 e TAC 2009, os trabalhos mais bem ranqueados, Boudin, El-Beze
e Moreno (2008) e Gillick et al. (2009), sao dessa abordagem. Entretanto, é importante
ressaltar que esses dois métodos apresentam propostas mais sofisticadas para selecionar as

possiveis sentengas para o suméario. Boudin, El-Béze e Moreno (2008) utiliza o algoritmo
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Tabela 3 — Avaliagdo dos métodos por dataset.
\ Autores \ Abordagem \ R-1 \ R-2 \ R-SU4 \ BE ‘

w | Boudin, El-Beze e Moreno (2008) Sensivel ao cont. | 0,365 | 0,102 | 0,139

S | Reeve e Han (2007) Sensivel ao cont. 0,090

g Wenjie et al. (2008) Sensivel ao cont. | 0,362 | 0,086 | 0,129

D | Witte, Krestel e Bergler (2007) Sensivel ao cont. | 0,296 | 0,053 | 0,096 | 0,024

2 Mong e al. (2010) Otimizacao 0,370
Wang e Li (2010) Anélise de tépico | 0,371 | 0,930 | 0,135
He, Qin e Liu (2012) Otimizacao 0,879 | 0,124 | 0,052
Ouyang et al. (2010) Sensivel ao cont. | 0,375 | 0,394
Du et al. (2010) Otimizacao 0,102 | 0,138

% | Huang e He (2010) Analise de tépico | 0,367 | 0,097 | 0,132

& | Gillick, Favre e Hakkani-Tur (2008) | Otimizagao 0,362 | 0,096 0,061

% Katragadda, Pingali e Varma (2009) | Posicional 0,093 | 0,128

& | Li, Du e Shen (2013) Otimizacao 0,370 | 0,088 0,201
Li, Du e Shen (2011) Otimizacao 0,360 | 0,085 0,201
Steinberger e Jezek (2009) Analise de tépico 0,081 | 0,121 | 0,059
Bawakid e Oussalah (2008) 0,341 | 0,080 | 0,117
Long et al. (2010) Otimizagao 0,370
Gillick et al. (2009) Otimizacao 0,104 0,061
Varma et al. (2009) Otimizagao 0,101 | 0,138

o | Du et al. (2010) Otimizacao 0,099 | 0,131

S | Huang e He (2010) Anédlise de tépico | 0,369 | 0,097 | 0,136

8 Ouyang et al. (2010) Sensivel ao cont . | 0,373 | 0,096

<t | Li, Du e Shen (2013) Otimizacao 0,362 | 0,085 0,192

= I'Li, Du e Shen (2011) Otimizacao 0,354 | 0,084 0,192
Louis (2014) 0,337 | 0,076
Long et al. (2010) Otimizacao 0,370

— | Li et al. (2012) Analise de tépico 0,101 | 0,163

K | Delort e Alfonseca (2012) Analise de tépico | 0,358 | 0,092 | 0,128

MMR (CARBONELL; GOLDSTEIN, 1998), e Gillick et al. (2009) enfatizam melhorias
do algoritmo de Gillick, Favre e Hakkani-Tur (2008) para maior qualidade linguistica dos

SUmarios.

Apos 2010, os trabalho de SAA foram mais direcionados a tarefa de Sumarizacao

de Linha Temporal, TS, do inglés Timeline Summarization, como pode ser observado nos
trabalhos de Gao, Li e Zhang (2013), Li e Li (2013). Nessa nova tarefa no ambito da SA,

tem-se o objetivo de produzir uma sequéncia de sumarios de atualizacao a partir de um

conjunto de textos-fonte relacionados por tema e distribuidos em diferentes momentos

temporais em um determinado intervalo de tempo. Por exemplo, todos as noticias repor-

tadas sobre algum evento esportivo com duragao de semanas, de forma que para cada dia

¢é gerada um sumario de atualizacao.
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3.2 Compressao de Sentencas

A tarefa de Compressao Sentencial tem por objetivo a produgao automética de
uma paréafrase de menor tamanho (ntimero de itens lexicais) a partir de uma sentenca de
entrada (KNIGHT; MARCU, 2000). Essa tarefa é muito relevante para inimeras aplica-
¢oes, sobretudo, no campo do Processamento de Lingua Natural, tais como a Sumarizacao
Automatica de textos propostos nos trabalhos de (KNIGHT; MARCU, 2000; MADNANI
et al., 2007; BERG-KIRKPATRICK; GILLICK; KLEIN, 2011; LI et al., 2013; QIAN; LIU,
2013; ALMEIDA; MARTINS, 2013; FILIPPOVA et al., 2015), produgao automética de
titulos (FILIPPOVA; ALTUN, 2013), e melhoria de legendas de formas automatica (LU-
OTOLAHTI; GINTER, 2015).

Geralmente, métodos de Compressao Sentencial (CS) baseiam-se em uma Abor-
dagem de Delecao, na qual alguns itens lexicais ou arcos de uma arvore sintatica sao
removidos da sentenca de entrada, como empregado nos trabalhos de Knight e Marcu
(2000), Turner e Charniak (2005), McDonald (2006), Cohn e Lapata (2008), Almeida e
Martins (2013), Berg-Kirkpatrick, Gillick e Klein (2011), Thadani e McKeown (2013).
Nesse cenario, a tarefa de CS pode ser interpretada como uma sequéncia de n decisoes so-
bre uma sentenga s com n itens lexicais ou arcos sintaticos. Dessa forma, em cada decisao

i, decide-se se o i-ésimo item lexical ou arco sintatico sera ou nao removido.

Knight e Marcu (2000) propuseram dois métodos de CS baseados em diferentes
algoritmos de Aprendizado de Maquina. Para o primeiro método, Knight e Marcu (2000)
treinaram um modelo Noisy-Channel com objetivo de identificar os padroes sintaticos mais
recorrentes durante o processo de compressao de uma sentenca. Para tanto, os autores
fizeram uso da respectiva arvore sintatica das sentencas de entrada e alguns modelos
sintaticos de compressao, que foram definidos empiricamente. Por exemplo, os autores
definiram que a sequéncia de sintagmas SN (Sintagma Nominal) SV (Sintagma Verbal) SP
(Sintagma Preposicional), comumente é comprimida para o padrao SN SP. Aqui, ressalta-
se que esses modelos sintaticos de compressao utilizados pelos autores nao necessariamente
ocorrem nos corpus investigados por eles. Além disso, visando a produgao de sentencas
reduzidas sem erros gramaticais, os autores aplicaram um modelo de lingua para ranquear
as sentengas produzidas e desconsiderar aquelas com pontuagoes baixas. Para o segundo
método de CS proposto, Knight e Marcu (2000) treinaram um modelo de Arvore de
Decisao que representa operagoes de compressao sobre a arvore sintatica da sentenca
de entrada. Apds o treinamento, em um processo bottom-up (dos itens lexicais para a
estrutura da arvore), o método processa cada item lexical sequencialmente, aplicando as
operagoes aprendidas para produzir uma arvore sintatica reduzida em relacdo a original.
Nos experimentos reportados pelos autores, o modelo baseado no algoritmo de Noisy-
Channel produziu sentengas reduzidas com maior gramaticalidade. Porém, o segundo

método apresentou sentencas com maior informatividade.
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Turner e Charniak (2005) introduziram alguns aprimoramentos ao método supra-
citado baseado no algoritmo de Noisy-Channel. Primeiramente, Turner e Charniak (2005)
utilizaram um modelo de lingua mais robusto, que possui mais informacao sintatica in-
corporada. Dessa forma, o sistema proposto poderia desconsiderar sentencas com erros
gramaticais com mais eficiéncia. Para treinamento do modelo de Noisy-Channel, os au-
tores também utilizaram modelos sintaticos para compressao, mas somente aqueles que
ocorreram no conjunto de dados utilizados para treinamento do modelo. Segundo eles,
essa restricao faz com que o método proposto produza sentencas comprimidas com menor
incidéncia de erros gramaticais. Porém, uma vez que tal restricdo pode reduzir a quanti-
dade de padroes sintaticos para compressao aprendidos pelo modelo, algumas instancias
nao supervisionadas foram inseridas no conjunto de treinamento por meio de uma meto-
dologia conservadora. Em outras palavras, essas novas instancias possuem uma taxa de
compressao inferior (menos itens lexicais eram removidos), partindo da hipétese de que a
adicao de sentencas com poucas operacoes de compressoes no coérpus pode contribuir para
que o modelo aprenda novos padroes de compressao sem diminuir sua gramaticalidade.
Nos experimentos reportados, Turner e Charniak (2005) indicam que o método proposto
gerou sentencas comprimidas mais relevantes e gramaticais, porém maiores, em relacao
ao trabalho de Knight e Marcu (2000).

Kawamoto e Pardo (2010) investigaram diferentes algoritmos de Aprendizagem
de Maquina para a construcao de um método de CS para a lingua Portuguesa. De forma
distinta aos trabalhos anteriores, os modelos apresentados por esses autores se baseiam na
tarefa de Classificacao. Dessa forma, uma dada sentenca s com n itens lexicais é compri-
mida apds n decisdes do classificador, sendo que em cada decisao i, o classificador decide
se o i-ésimo item da sentenca serd removido ou nao. Os autores investigaram diferentes
niveis de atributos superficiais, sintaticos e semanticos que foram extraidas apds o pré-
processamento das sentengas por meio do parser sintatico PALAVRAS (BICK, 2000).
Além disso, eles também propuseram atributos baseados nos respectivos documentos em
que as sentencas ocorriam, tais como a frequéncia do item lexical no documento e a respec-
tiva posi¢ao da sentenga no documento. Kawamoto e Pardo (2010) propuseram atributos
interessantes para a tarefa de CS, porém, o conjunto de dados utilizado era relativamente
pequeno em relagao aos corpus empregadas para a lingua Inglesa, de forma que seus

resultados nao foram muito satisfatérios.

Martins e Smith (2009) propuseram um modelo de Programacao Linear Inteira
(ILP, do Inglés Integer Linear Programming) que verificar atributos superficiais e sintaticos
das sentencas. O método proposto por esses autores também é baseado em operagoes
de delegoes, porém, sobre os arcos de relacdes de dependéncia presentes em uma arvore
sintatica. Como atributos superficiais, Martins e Smith (2009) utilizaram informagoes para
cada item lexical individualmente, tais como a respectiva posicao na sentenca, se o item

lexical é uma stopword ou algum modificador (negacao ou temporal). Como atributos
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sintaticos, os autores utilizaram os rétulos sintaticos da respectiva arvore sintatica da
sentencas. Além do treinamento do modelo sob um corpus, os autores também incorpora
algumas restrigoes manuais linguisticamente guiadas para indicar algumas compressoes

que nao devem ser executadas, tal como remover o verbo principal da sentenca.

Almeida e Martins (2013) estenderam o modelo de ILP originalmente apresentado
em Martins e Smith (2009) e o utilizaram em um método de Sumarizagdo Automaética.
Tendo em vista esse cendario para aplicagao do sistema de CS, a principal diferencga para o
sistema de CS de Almeida e Martins (2013) para a proposta original é que o treinamento
do modelo de ILP para compressao foi executado em conjunto com um modelo para a
tarefa de SA. Além disso, eles também utilizaram alguns atributos superficiais, que foram
extraidos a partir dos textos-fonte em que as sentencas ocorriam, tais como a frequéncia
de ocorréncia e a posicao da sentenca no textos-fonte. Nos experimentos reportados por
Almeida e Martins (2013), foi demonstrado que esses novos atributos auxiliaram a pro-
ducao de sentencas comprimidas com maior qualidade no cenario de aplicagdo da CS na

Sumarizagao Automatica.

Thadani e McKeown (2013) também propuseram um modelo de ILP para a ta-
refa. O método proposto aplica operagoes de delecoes de itens lexicais e arcos sintaticos
da sentenga de entrada. Segundo esses autores, essa abordagem faz com que a estrutura
sintatica da sentenca seja mais preservada na sentenca comprimida. Thadani e McKeown
(2013) utilizaram quatro distintos de atributos, que eles referenciaram como informativi-
dade, fluéncia, fidelidade e pseudo-normaliza¢ao. No primeiro grupo, o modelo proposto
analisa informagdes sintaticas das sentengas, como etiqueta morfossintatica (POS) do
item lexical sendo analisado e dos trés itens em torno dele; raiz do verbo mais proximo;
uma indicacao se o item lexical é uma palavra de negagao; se o item lexical ocorre entre
parénteses; e se o item lexical faz parte de uma cadeia de item lexical em caixa alta. Para
o segundo grupo, o método analisa informacao da estrutura da arvore sintatica. No se-
gundo grupo de atributos, os autores utilizaram um modelo de lingua com o objetivo de
descartar sentencas produzidas que apresentam baixa gramaticalidade. Por fim, os auto-
res adicionaram um atributo de penalizacao, que indica a relevancia para a remoc¢ao ou
nao de uma palavra dado o tamanho da sentenca. Os autores indicaram que esse atributo
foi necessario para indicar ao modelo de ILP alguma restricao de tamanho desejado para

a sentenga comprimida

Filippova et al. (2015) investigaram alguns métodos de CS baseado em delecao de
itens lexicais por meio de técnicas de Deep Learning. Para tanto, os autores treinaram
trés diferentes arquiteturas de Redes Neurais com neurdnios do tipo LSTM (Long Short-
Term Memory). Dessa forma, como é frequentemente empregada nesse tipo de abordagem,
os autores modelaram cada item lexical por meio de uma representagao vetorial, comu-

mente referenciado como Embedding. Filippova et al. (2015) utilizaram vetores com 256
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dimensdes que foram obtidos pelo modelo skip-gram proposto por Mikolov et al. (2013).
O primeiro modelo apresentado utiliza apenas dois atributos para cada item lexical, a
respectiva representacao vetorial e uma indicagdo se o item lexical anterior foi ou nao
removido da sentenga. Os demais modelos propostos, referenciados como LSTM+PAR
e LSTM+PAR+PER, além dos atributos anteriores para cada item lexical da sentenca,
foi incorporado o respectivo embedding do item lexical com dependéncia sintatica. Além
disso, no modelo LSTM+PAR+PER, foram adicionadas dois atributos com valores 16gi-
cos: a primeira é verdadeira caso a dependéncia sintatica do item tenha sido removido da
sentenca; ja a segunda, é verdadeira quando a respectiva dependéncia sintatica do item
lexical nao tenha sido ainda processada pelo método. Nos experimentos reportados em
Filippova et al. (2015), pode-se observar que a arquitetura LSTM+PAR+PER alcangou
os melhores resultados, com cerca de 82% de F-1). Contudo, segundo os autores, o pri-
meiro modelo proposto, que s6 utiliza os embeddings como atributos, ¢ muito relevante,

pois nao requer processamento sintatico das sentencas e alcancou 80% de F-1.

3.2.1 Consideracoées finais sobre os métodos de Compressao Senten-
cial

Os trabalhos de Compressao Sentencial apresentados anteriormente, em geral, fa-
zem uso de diferentes atributos superficiais (que podem ser capturadas a partir de um
pré-processamento simples da sentenca de entrada) e sintaticas. Algumas desses atributos
podem ser interpretadas como uma intuicao natural para a tarefa de CS. Por exemplo,
algumas marcagoes como parénteses e palavras de negagao podem ser bons indicativos
para remocao ou nao de um ou mais itens lexicais de alguma sentenca. Além disso, é im-
portante ressaltar que os trabalhos que fazem uso de conhecimento sintatico, usualmente
fazem uso de um parser de dependéncias sintaticas. Esse tipo de estrutura sintatica é
relativamente mais simples do que uma Arvore de Constituintes, porém é também muito
informativa. Além disso, como descrito por alguns autores (FILIPPOVA et al., 2015),
comumente, parsers de dependéncia sintdticas sdo menos suscetiveis a erros do que a

identificagdo de sintagmas.

Independentemente das abordagem ou dos tipos de atributos utilizados, pode-se
observar também que a maioria dos trabalhos analisam decisoes prévias para decidir de
um item lexical ou arco sintatico sera removido. Por exemplo, no trabalho de Filippova
et al. (2015), o modelo de melhor resultados nos experimentos dos autores faz uso de dois
atributos dessa categoria para decidir remog¢ao de um determinado item lexical ¢, sendo
eles: a verificacao se o item lexical logo anterior ¢ foi removido da sentenca, que também
¢é utilizado pelo modelo mais simples do trabalho supracitado; e a indicagao se o item

lexical identificado como dependéncia sintatica de ¢ foi removido ou nao da sentenca.

E interessante observar o uso de um modelo de lingua em alguns trabalhos visando
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a producao de sentengas comprimidas com alta gramaticalidade, tais como (KNIGHT;
MARCU, 2000; TURNER; CHARNIAK, 2005; THADANI; MCKEOWN, 2013). Possi-
velmente, essa abordagem foi empregada pelos autores pois seus respectivos sistemas
produzem mais de uma versao comprimida para uma mesma sentenca de entrada, de
forma que o modelo de lingua é utilizado para identificar aquela mais adequada. Além
disso, eventualmente, os autores podem ter considerado que o conjunto de dados dispo-
niveis para treinamento nao era suficiente para a producao de versdes comprimidas de
qualidade. Por exemplo, no método baseado em Deep Learning introduzido em Filippova
et al. (2015), que nao faz uso de modelo de lingua diretamente para ranquear as sentengas,
havia disponivel um conjunto de dados para treinamento com mais de 10 mil pares de
sentencas originais e versoes compridas. Aqui, é importante ressaltar que é dito “direta-
mente”, porque os modelos de representacao vetoriais podem ser considerados um modelo

de lingua em alguns cenéarios.

Quadro 13 — Resumo dos trabalhos de CS apresentados.

’ Autores \ Técnica \ Recursos \ Delecao sob ‘
Knight e Marcu (2000) Arvore de Decisdo | Arvore Sintética, | Arcos sintaticos
e Naive-Bayes Modelo de Lin-
gua, Padroes de
Compressao
Turner e Charniak (2005) Naive-Bayes Arvore Sintatica, | Arcos sintdticos

Modelo de Lin-
gua, Padroes de

Compressao

Kawamoto e Pardo (2010) Arvore de Decisao | Arvore Sinta- | Itens Lexicais
tica, Informacoes
Superficiais

Martins e Smith (2009) ILP Arvore Sintética, | Arcos sintaticos

Informagoes  Su-
perficiais, Posicao
Sentencial, Res-
tricoes Manuais

Almeida e Martins (2013) ILP Arvore Sintética, | Arcos sintdticos
Informagoes  Su-
perficiais, Posi¢ao
Sentencial, Res-
tricoes Manuais

Thadani e McKeown (2013) | ILP Arvore Sinté- | Arcos sintaticos
tica, Informacoes
Superficiais

Filippova et al. (2015) Deep Learning Embeddings e Re-| Itens Lexicais

lagoes de Depen-
déncias Sintaticas
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CAPITULO

A

METODOS DE COMPRESSAO SENTENCIAL

Neste Capitulo, serdao introduzidos os dois corpus para Compressao Sentencial
empregados neste trabalho, bem como a metodologia utilizada para compila-los e uma
andlise detalhada de suas caracteristicas. Esses recursos foram necessarios para desenvol-
vimento, experimentacao e avaliacao dos métodos automaticos de Compressao Sentencial

propostos.

Os dois corpus, referenciados como Pares-PCSC e Pares-G1, serao descritos na
Secao 4.1. Posteriormente, na Segdo 4.2, serd apresentada a investigagdo inicial para a
construcao de métodos de Compressao Sentencial, bem como a avaliagdo desses métodos
desenvolvidos. Nesse primeiro momento, o objetivo dos experimentos foi a identificagao
do algoritmo de Aprendizagem de Maquina mais adequado para a tarefa de CS e analisar
diferentes niveis de atributos que podem contribuir para essa tarefa. Por fim, na Secao
4.3.5, dissertara-se as propostas de aprimoramento desses modelos iniciais. Para esses
novos métodos, também serao descritas a metodologia de avaliagdo e comparagao com

outros trabalhos da literatura.

4.1 Corpus de Compressao Sentencial compilados

Nos dois corpus que serao introduzidos em seguida, ha diversas instancias para a
tarefa de CS. Cada instancia é composta por um par de sentengas, (s,s.), sendo que s uma
sentenca original, que foi extraida de algum texto jornalistico, e s, a respectiva versao

comprimida de s.

Uma vez que foram desenvolvidos métodos de CS por meio da abordagem de Dele-
¢ao, que é a mais frequente utilizada na literatura (KNIGHT; MARCU, 2000; TURNER;
CHARNIAK, 2005; MCDONALD, 2006; COHN; LAPATA, 2008; ALMEIDA; MARTINS,
2013; BERG-KIRKPATRICK; GILLICK; KLEIN, 2011; THADANI; MCKEOWN, 2013),
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assumiu-se que uma sentenca s. ¢ uma versao comprimida de alguma outra sentenca s se,
e somente se, é possivel produzir a primeira por meio de uma sequéncia de zero ou mais
delegoes de itens lexicais em s. Dessa forma, nao foi considerado abordagens de Compres-
sao Sentencial que fazem uso de procedimentos de alteragao, simplificacdo ou reescrita
de contetdo. Por exemplo, no Quadro 14, sao dispostas trés pares de sentencas, sendo
apenas o primeiro considerado valido para este trabalho. No segundo caso, é utilizado
um sinénimo que nao permite gerar a versao comprimir por apenas delecoes da sentenca

original. No terceiro par, é necessario alterar a localizagao de alguns sintagmas.

Quadro 14 — Exemplo de instancias de compressao.

s:  Estao abertas as inscrigoes para um passeio ciclistico em Divinépolis .
s Abertas inscrigdes para passeio ciclistico em Divinopolis.

s:  Estao abertas as inscrigoes para um passeio ciclistico em Divinépolis .
sc: Abertas matriculas para passeio ciclistico em Divinépolis.

s:  Estao abertas as inscrigoes para um passeio ciclistico em Divinépolis .
sc: Em Divinépolis estao abertas as inscrigoes para um passeio ciclistico.

Dada a definicao supracitada de uma sentenca comprimida, pode-se perceber que
foram consideradas validas as instancias em que a sentenca comprimida é igual a sen-
tenga original. Ou seja, quando nao ha nenhuma delegao sobre a sentenca original. Essa
restricao foi mantida baseando-se no pressuposto de que tais exemplos sdo importantes
para representar situacoes em que uma sentenga qualquer nao deve ser reduzida. Além
disso, o uso de instancias com exemplos positivos e negativos (comprimir ou ndo uma
dada entrada) é importante para o treinamento de métodos baseados em Aprendizado de

Maquina, que foram investigados neste trabalho.

Os dois corpus compilados, o Pares-PCSC e Pares-G1, bem como a metodologia
para construi-los serao detalhados nas se¢oes 4.1.1 e 4.1.2, respectivamente. Posterior-
mente, uma analise quantitativa e comparativa desses recursos serd apresentada na secao
4.1.3.

4.1.1 Corpus Pares-PCSC

Como apresentado no Capitulo 2, o cérpus PCSC possui 160 sumarios produzi-
dos semiautomaticamente por meio da Sintese Compressiva baseada na Abordagem de
Delecao, sendo dois sumarios para cada colecao. Dessa forma, uma vez que os sumé-
rios produzidos por meio dessa abordagem sao constituidos por sentencas extraidas dos
textos-fonte que eventualmente sao comprimidas, assume-se que qualquer sentenca sg;,
que compoem algum sumaéario no PCSC é uma versao reduzida de uma ou mais sentencas

Stexto A0S respectivos textos-fonte.
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Quadro 15 — Exemplo de sentengas que foram alinhadas com duas versdes comprimidas no cor-
pus PCSC. Aqui, as sentencgas em negrito foram selecionadas para compor o corpus
empregado neste trabalho.

Fonte Segundo o tdltimo balanco do Governo, o sismo de magnitude 8.8 na
escala de Richter provocou pelo menos 711 mortos.
Compressao #1 O sismo de magnitude 8.8 na escala de Richter provocou
pelo menos 711 mortos.
Compressao #2 Segundo o ultimo balanco, o sismo de magnitude 8.8 na escala de
Richter provocou pelo menos 711 mortos.

Fonte No total, 20 Estados indianos de um total de 29 foram afetados, de
acordo com a AFP.
Compressao #1 20 Estados indianos de um total de 29 foram afetados.
Compressao #2 No total, 20 Estados de um total de 29 foram afetados.

Fonte As pecas do acidente ferroviario, que fez 78 mortos, estao a guarda
da policia num navio na freguesia de Escravitude, na Corunha.
Compressao #1 As pegas do acidente estao a guarda da policia na Corunha.
Compressao #2 As pecas do acidente estao a guarda da policia num navio, na Coru-
nha.

Dada as caracteristicas supracitadas, realizou-se um procedimento automatico para
identificar os pares correspondentes de sentengas originais dos textos-fonte e respectivas
compressoes nos sumarios do PCSC. Primeiramente, todas as sentencas foram normaliza-
das com relagao a codificagao e sinais de pontuacao, que podem ter sido alterados durante
a construgao dos sumérios devido ao uso de ferramentas distintas (Sistema Operacional,
editores de textos, etc.). Essa etapa foi necessaria, pois foram identificados alguns pares
sentenciais nao alinhados devido a incongruéncia de sinais de pontuacao, tais como o as-
pas simples (‘ e ’) e dupla (“ e’ 7). Apés a etapa de normalizagdo, foram alinhados todos
os pares de sentengas compostos por uma sentenca do texto fonte (szex0) € uma outra do

respectivo sumario (Sgu,) considerada uma reducao da primeira.

Posteriormente a etapa supracitada, foram identificadas 78 sentencas dos textos-
fonte foram alinhadas com duas ou mais versoes comprimidas. Esse fené6meno era esperado,
pois uma vez que ha dois sumarios multidocumentos para cada cole¢ao com 10 textos-
fonte, ha compressoes distintas para uma mesma sentenca ou sentencas muito similares
de diferentes textos no cérpus. No Quadro 15, sao apresentados alguns exemplos desses
casos. Assim, com objetivo de desenvolver métodos de CS que produzam o maior niimero
de delegoes possiveis de alguma sentenca de entrada, optou-se por selecionar apenas a

menor versiao reduzida alinhada.

Apébs as etapas de normalizacdo, alinhamento e filtro supracitadas, foram seleci-
onados 874 instancias de compressao consideradas validas para o cérpus. Uma vez que
essas instancias foram selecionadas a partir do cérpus PCSC, esse corpus de compressao

sera referenciado como Pares-PCSC ao decorrer desta monografia.
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4.1.2 Corpus Pares-G1

Uma vez que a quantidade de instancias de compressao no corpus Pares-PCSC
nao ¢é tao expressiva, sobreuto com relagao a trabalhos mais recentes para a lingua inglesa.
Por exemplo, Filippova et al. (2015) fizeram uso de um cérpus com 12 mil instdncias de
compressao. Assim, tendo em vista que o tamanho do cérpus influencia diretamente na
qualidade dos métodos desenvolvidos, sobretudo quando se emprega técnicas de Aprendi-

zado de Maquina, utilizou-se a metodologia para criacao automética de um cérpus para
a tarefa de CS proposta em (FILIPPOVA; ALTUN, 2013).

A abordagem supracitada parte da hipdtese de que titulos de textos jornalisticos
publicados em portais de noticias eventualmente ocorrem como a uma compressao da
respectiva primeira sentenca do texto. Dessa forma, inicialmente para este trabalho, se
fez uso de um conjunto de 1.008.356 textos jornalisticos que foram coletados do portal
de noticias online G1'. Posteriormente, para cada noticia nesse conjunto, extrairam-se
os respectivos titulos e primeiras sentencas como possiveis instancias candidatas para o

corpus.

Previamente a selecdao das instancias adequadas para o cérpus, optou-se por nor-
malizar todos os candidatos com objetivo de aumentar o niimero de pares validos. Essa
etapa é importante, pois foram observados alguns padroes recorrentes que inviabiliza-
riam a identificacdo de algumas instancias validas, tais com a alteracao dos simbolos de

parénteses por hifen. Assim, utilizaram-se as seguintes regras de normalizacao:

« sentencas nao finalizadas com algum sinal pontuacao, receberam o simbolo de ponto
final (.). De fato, essa regra nao interfere no processo de identificacao de instancias de
compressao validas. Porém, optou-se por utiliza-la com intuito de manter a estrutura

gramatical das sentencas;

» embora incomum em textos de lingua Portuguesa, sobretudo no Brasil, encontrou-se
ndmeros com as casas decimais separadas pelo sinal de ponto (.), que é comum em
lingua Inglesa. Assim, esses casos foram normalizados para utilizacdo do simbolo de

virgula como separador de casa decimal,;

e com objetivo de minimizar o nimero de instancias desconsideradas por causa de
problemas de tokenizacao, adicionaram-se espacos em branco em torno de todos os

sinais de pontuagao;

» todos os segmentos textuais circundados por aspas duplas foram normalizados para

utilizacao de aspas simples; e

 sinais de pontuacao que demarcam siglas de estados brasileiros foram alterados para

simbolos de parénteses. Assim, por exemplo, “~SP-" é normalizado para “(SP)”.

L <http://www.gl.com.br>
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Ap6s todas as etapas supracitadas, foram removidas 32 instancias validas selecio-
nadas, pois foram consideradas irrelevantes para a tarefa de Compressao Sentencial. Essas
instancias apresentam alguma das seguintes caracteristicas: sentengas originais (ndo com-
primidas) menores do que 6 tokens; pares em que o contetido da sentenga original é a
apenas um nome préprio; sentengas com marcagoes do portal de noticia utilizado (tais
como: atualizagdo; links; infograficos; e outros); e sentengas em enumeradas, tais como lis-
tas com taxas de investimento. Posteriormente as etapas supracitadas, foram selecionadas
7024 instancias validas. Uma vez que esse corpus foi compilado a partir de um conjunto de
noticias extraidas do Portal de Noticias G1, esse corpus serd referenciado como Pares-G1

no decorrer desta monografia.

4.1.3 Visao geral sobre os corpus Pares-PCSC e Pares-G1

Como apresentado nas Subsegoes anteriores, os dois cérpus para SC compilados
neste trabalho, Pares-PCSC e Pares-G1, sao constituidos por sentencas extraidas de tex-
tos jornalisticos. Entretanto, a forma com que as sentencgas dos dois cérpus foram com-
primidas visam diferentes objetivos, embora sejam baseadas na Abordagem de Delecao.
Essa caracteristica é de fato relevante, pois possibilita a investigacao da CS em diferentes

cenarios.

No cérpus Pares-PCSC, as sentencas foram comprimidas no ambito da Suma-
rizacdo Compressiva. Dessa forma, muito provavelmente, informacoes relacionadas aos
textos-fonte e respectivos sumarios das sentencas de entrada influenciaram o processo
de compressao manual empregado no corpus, tais como: as sentencas ja adicionadas no
sumario; a respectiva posicao da sentenga no sumario; a presenca de siglas que ja foram

expandidas previamente; entre outras.

Por outro lado, no cérpus Pares-G1, as sentengas comprimidas foram selecionadas
a partir de titulos de noticias. Assim, possivelmente, regras de estilo de escrita ou de
edicao estipuladas pelo portal de noticias G1 foram utilizadas durante o processo de titu-
lacdo das noticias. E importante ressaltar que, embora existam diferencas entre os corpus
compilados, assumiu-se que ambos os corpus podem ser utilizados para o desenvolvimento

de métodos de Compressao por meio de técnicas de Aprendizado de Maquina.

Na Tabela 4, sao dispostas informagdes numéricas que resumem as caracteristicas
e diferencas entre os cérpus construidos. E importante ressaltar que para contabilizar
o numero de tokens em uma sentenca, consideram-se também os sinais de pontuacao.
Ressalta-se que as sentengas (originais e versoes reduzidas) presentes no Pares-PCSC sao
ligeiramente maiores do que aquelas presentes no corpus Pares-G1. Além disso, a Taxa
de Compressao (CR, do inglés Compression Rate) das sentengas comprimidas presentes
no primeiro corpus ¢ menor. O valor da CR indica a proporcao de tokens removidos de

uma sentenca para produzir uma respectiva versao reduzida por meio da seguinte equagao:
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%, onde: |s| indica a quantidade de tokens na sentenga original; e |s.| corresponde &

quantidade de tokens da sentenca comprimida. Dessa forma, um alto valor de CR indica

que mais tokens foram removidos da sentenca original.

Tabela 4 — Caracteristicas numéricas sobre os cérpus Pares-PCSC e Pares-G1.

Caracteristica Pares-PCSC  Pares-G1

Numero de sentencas 874 7024

Nuamero de tokens 33108 182111

Tamanho minimo e méximo das sentencas 8 — 146 7124
Tamanho médio das sentengas originais 37.88 25.92
Tamanho médio das sentencas comprimidas 17.63 19.10
Taxa de compressao (CR) média 42% 57%

Na Figura 5, é exibido um histograma com a distribuicao do tamanho das sentencas
nao comprimidas nos cérpus. Uma vez que a quantidade de sentencas presentes nos dois
conjuntos de dados é muito diferente (874 — 7024), os valores dispostos no eixo vertical
do histograma correspondem a distribuicao percentual da quantidade de sentencas. No
eixo horizontal, sao apresentados os respectivos intervalos de tamanhos considerados. Por
exemplo, no corpus Pares-PCSC, ha aproximadamente 35% de sentencas com tamanhos
entre 20 e 40. Nesse gréfico, é possivel observar que a maioria das sentencas possui tamanho
entre 20 e 60 e que sentengas muito pequenas ou grandes sao pouco frequentes nos dois

cérpus. Por exemplo, apenas 10% das sentencas possuem menos de 20 tokens no cérpus
Pares-PCSC.

50

7 EEE PCSG-Pairs
7 7 G1l-Pairs

< 40

X

p /

194

3

£30 4

(0]

"

g /,

[e]

.20 9

=}

o

B /

810
s

0 /. /. m e @000
0 20 40 60 80 100 120 140 160

Tamanho das sentencas originais

Figura 5 — Distribuicao de sentencas por tamanho nos corpus Pares-PCSC e Pares-G1

Na Figura 6, é apresentado outro histograma com a Taxa de Compressao (CR)
presente os cérpus introduzidos neste Capitulo. De forma similar a Figura 5, a quanti-

dade de sentencas apresentadas no histograma foi normalizado devido a discrepancia de
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tamanho dos cérpus. Por exemplo, aproximadamente 15% das versdes comprimidas no
corpus Pares-PCSC apresentam valor CR de 40%. Nessa anélise, é possivel perceber que
a distribuicao de CR nos dois cérpus é similar. Entretanto, ha mais sentengas com alta
CR (entre 60% e 80%) no cérpus Pares-G1, enquanto no outro conjunto de dados o valor

maximo ocorre em torno de 50%.
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Figura 6 — Histograma com a taxa de compressao presente nos corpus Pares-PCSC e Pares-G1.

Por fim, na Figura 7 é apresentado um grafico com a correlagdo entre os tama-
nhos (nimero de tokens) entre as sentengas originais e respectivas taxa de compressao
das respectivas sentencas comprimidas nos dois corpus apresentados. Primeiramente, as
sentencas de cada cérpus foram organizadas em 10 grupos com relagao a respectiva quanti-
dade de tokens. Assim, para cada grupo, é apresentado o valor de CR médio. Por exemplo,
a taxa de compressao presente nas sentencas entre 30 e 45 tokens é de aproximadamente
70% no corpus Pares-G1. Nesse grafico, é possivel observar que o valor de CR aumenta
conforme o tamanho das sentencas. Contudo, no cérpus Pares-PCSC, ha uma variacao
nos ultimos grupos. Além disso, como observado na Figura 6, também é possivel verificar

nesse grafico que a taxa de compressao ¢ maior no coérpus Pares-G1.

4.2 Investigacao inicial para a construcao de métodos de

Compressao Sentencial desenvolvidos

Os métodos de Compressao Sentencial propostos neste trabalho baseiam-se na
Abordagem por Delegdo. Uma vez que foram investigados diferentes niveis de conheci-
mento linguistico para a construcao desses métodos, optou-se por empregar apenas delecao

de itens lexicais, visando uma comparagao mais adequada entre as diferentes propostas.
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E importante ressaltar que métodos recentes do estado da arte em CS, como o sistema
descrito em (FILIPPOVA et al., 2015), seguem também essa metodologia.

Neste trabalho, a tarefa de Compressao Sentencial foi tratada por meio de técnicas
distintas de Aprendizagem de Maquina para o problema tradicional de Classifica¢ao. Dessa
forma, dada uma sentenca de entrada s constituida por n itens lexicais (incluindo sinais
de pontuagdo), a compressao ocorre por meio de uma sequéncia de n classificagoes, ou
decisoes, sobre s. Em cada decisao i, o método determina se o item lexical da posicao i
deve ser removido ou nao da sentenca sendo computada. Formalmente, dado que I'; indica
a respectiva classificacdo para o item lexical na i-ésima posicdo em uma sentenca s, e que
essa classificacdo pode ser Sim ou Nao para a seguinte pergunta “Esse item deve ser
removido?” Uma sentenga comprimida s, de s serd constituida por {#; € s | I'; = Nao}. Por
exemplo, no Quadro 16, é apresentado uma sentenca original do corpus Pares-G1 e os
respectivos rotulos de cada item lexical. Os rétulos estao demarcados entre < e >, tal que

SIM indica que o item lexical deve ser removido da sentenca, e NAO, o caso contrario.

Quadro 16 — Exemplo de uma sentenca e os respectivos rotulos de cada item lexical.

s original: Estao abertas as inscrigoes para um passeio ciclistico em Divinopo-
lis .

s com rétulos:  Estao<SIM>  abertas<NAO> as<SIM> inscricoes<NAO>
para<NAO> um<SIM> passeio<NAO> ciclistico<NAO>
em<NAO> Divinopolis< NAO> . <NAO>

sc final: abertas inscrigoes para passeio ciclistico em Divinépolis.

Essa investigacao inicial foi direcionada pelos seguintes questionamentos: 1) Qual
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técnica de Aprendizado de Maquina é mais adequada para a tarefa de CS por meio da
Abordagem de Dele¢ao em que serao utilizados algoritmos de Classificagdo?; e 2) uma vez
que a tarefa de Compressao Sentencial pode ser util em diferentes aplicac¢oes, diferentes
niveis de extracao de atributos podem apresentar diferentes desempenho?. Dessa forma,
somente o corpus Pares-PCSC foi utilizado nesse primeiro momento. O cérpus Pares-G1
foi desconsiderado, pois representa apenas uma aplicagao da CS, a produc¢ao automatica
de titulos. Por outro lado, tendo em vista que o corpus Pares-PCSC foi compilado a
partir de outro conjunto de dados para a tarefa de Sumarizacdo Compressiva, puderam
ser investigados atributos em trés diferentes contextos, ao nivel sentencial, do documento

e do sumario.

As questoes que direcionaram esse experimento inicial, sobretudo a primeira, par-
tem do principio de que a tarefa de Compressao Sentencial pode auxiliar distintas apli-
cagoes em varios cenarios, nos quais podem haver diferentes tipos de dados disponiveis
que viabilizam a extragao de atributos tuteis. Por exemplo, para a construcao de méto-
dos de Sumarizacao Automatica por meio da Sintese Compressiva, os atributos para um
método de CS podem ser identificados a partir das sentencas e respectivos texto-fonte e
sumarios. Porém, em outras aplicagoes, ha eventualmente apenas a sentencga que deve ser

comprimida.

Uma vez definido o cérpus Pares-PCSC como ambiente de experimentacao. Ressalta-
se que esse recurso foi compilado a partir do corpus PCSC, que foi construido para a
tarefa de SA, o que viabilizou a utilizacao de trés niveis ou conjuntos de atributos:
Sentencial, Documento e Sumario. Além disso, foi determinado que cada conjunto
de atributos também inclui seus anteriores. Por exemplo, para a producao de sumarios,

usualmente, se tem acesso aos textos-fonte e as sentencas.

Independente do grupo de atributo utilizado, tendo em vista que o objetivo foi a
construcao de métodos de CS baseados na Delecao de itens lexicais, os atributos foram
identificados para cada item lexical de uma sentenca a ser processada. Em outras palavras,
uma instancia no conjunto de dados para treinamento e avaliacdo dos métodos propostos
indica apenas um item lexical de alguma sentenca no cérpus. Assim, para dissertar sobre
cada atributo proposto ao decorrer desta monografia, sera utilizado ¢t para identificar o
item lexical alvo, ou seja, o item lexical da sentenca de entrada para o qual os atributos

estao sendo extraidos.

Os atributos ao nivel da Sentencial foram extraidas por meio de informacoes
diretamente relacionadas a sentenca de entrada apds a execucao de um Parser sintético
automatico. Para tanto, utilizou-se do Parser PALAVRAS (BICK, 2000) para processar
as sentencas de entrada e, posteriormente, extrair atributos organizados em 3 categorias,

sendo elas: superficial, sintatico e semantico.

Os atributos sentenciais considerados superficiais sdo aqueles que requerem apenas
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uma analise simples da disposicao dos itens lexicais na sentenca de entrada, tal como se

segue:

« inside-parentheses: um valor légico que é verdadeiro caso t ocorra entre simbolos de

parénteses “(” e “)”, e falso caso contrario;

« token-position: que indica a posicao em que t ocorre na sentenca. Foram determina-
dos trés possiveis valores, “beggining”, “ending” e "middle” para os casos respectivos
em que f ocorre entre os 20% primeiros da sentenca; apds 80% dos itens da sentenca

ou entre os demais;

o is-stopword: um valor légico que é verdadeiro quando ¢, necessariamente uma pala-

vra, seja uma stopword,

« token-window: que corresponde a quarto atributos (word-1, word-2, word+1, word+2)

que indicam a janela de palavras de tamanho 2 com tokens que circundam f¢;

o token-itself: o proprio item lexical sendo analisado.

Os atributos sentenciais das categorias sintatica e semantica foram identificados
por meio da anélise da Arvore de Dependéncias Sintéticas obtida apés a execucdo do
Parser PALAVRAS (BICK, 2000), conforme descrito a seguir:

 token-POS: o rétulo de Part-of-Speech (POS) identificado para t;

« POS-window: as etiquetas de POS dos dois itens lexicais anteriores (pos-1, pos-2) e

dos dois posteriores (pos+1, pos+2) em relagaot;
 token-syntactic-function: a fungao sintatica t na Arvore de Dependéncias Sintéticas;

« token-semantic: informagao semantica t que é disponivel pelo Parser empregado, tais

como indicag¢oes de Entidade Nomeada e rétulos de classes seméanticas.

Aqui, é importante ressaltar que a ferramenta PALAVRAS expande contragoes
presentes na lingua Portuguesa, tais como: do = de + o, dele = de + ele, no = em + o).
Dessa forma, visando obter as sentencas comprimidas como os mesmos tokens das sen-
tengas originais (exceto aqueles descartados pelos métodos de compressao), foi utilizado
um conjunto de regras para normalizar a saida da ferramenta e desconstruir essa etapa
de normalizagdo do Parser empregado neste trabalho. Além disso, o Parser PALAVRAS
segmenta as sentencas de entrada por meio de alguns sinais de pontuacao, que, nao ne-

@, ”

cessariamente delimitam quebras sentenciais, tais como os simbolos de e “;”. Dessa
forma, para esses casos, optou-se por empregar a segmentacao sugerida pelo Parser e,
posteriormente a etapa de compressao, retornar a segmentacao presente na sentenca de

entrada.
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Como apresentado previamente, adotou-se uma abordagem de compressao baseada
em uma sequéncia de delecoes de itens lexicais sobre a sentenca de entrada. Assim, assume-
se que um decisao i do método é influenciada por decisoes prévias e, que essa decisao,
também influenciara as decisdes posteriores. Dessa forma, além os atributos sentenciais
supracitados, foram definidos também mais dois atributos de Contexto, que siao valores
logicos, token-1-removed e token-2-removed, que indicam se o item lexical imediatamente

anterior a t ou o anterior desse foram removidos ou nao, respectivamente.

Todos os atributos supracitados que permitem trés ou mais valores (token-position,
token-window, token-itself, token-POS, POS-window, token-syntactic-function, and token-
semantic) foram convertidos para um formato binario. Por exemplo, para o atributo token-
position, que permite os valores “beginning”, “middle” or “ending”, foram criadas trés

atributos binarios, uma para cada possivel valor.

Para os atributos que utilizam o préprio item lexical, que sao as token-window e
token-itself, foram utilizados somente os valores radicalizados, que foram identificados por
meio da ferramenta RSLPStemmer? no pacote NLTK da linguagem Python. Além disso,
para todos os valores numéricos desses atributos, foi utilizado o valor NUM. Dessa forma,
a dimensionalidade desses atributos foi reduzida de forma significativa e, provavelmente,
apresentou valores mais representativos. Por exemplo, provavelmente, para a tarefa de CS,
¢ mais importante identificar que hé algum nimero anteriormente a um item lexical alvo

do que saber qual é esse nimero propriamente dito.

Como pode ser observado, alguns atributos propostos sao referéncias a outros itens
lexicais, tais como token-window, POS-window e os atributos de Contexto. Assim, em
alguns cenarios, os itens lexicais para esses atributos podem ser invalidos. Por exemplo,
para o primeiro item lexical de uma sentencga, nao ha itens anteriores, de forma que as
referéncias para os dois itens anteriores nao existe, o que faria com que a referéncia para
os atributos de Contexto sejam inexistentes. Assim, para esses casos, definiu-se o valor

padrao de $.

A seguir, serd introduzidas os atributos relacionados ao nivel do Documento e
Sumario. Assim, é importante destacar que para um determinado item lexical 7, esses
atributos foram identificados somente a partir do respectivo Documento e Sumaério relaci-
onado a sentenca em que t ocorre. Vale lembrar que o cérpus Pares-PCSC é constituido de
pares de sentenca s e s¢, sendo que a primeira ocorre em algum Documento D do cérpus,

sc estd presente em algum sumario produzido a partir de D e é uma versao comprimida

de s.

Por meio da andlise do respectivo texto, ou Documento, da sentenca a ser pro-

cessada, foram propostos alguns atributos que visam identificar alguma informacao de

2 <http://www.nltk.org/ modules/nltk/stem/rslp.html>
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relevancia dos itens lexicais. Esses atributos baseiam-se no principio de que a estrutura
do documento pode sugerir a remocao de alguns itens lexicais. Por exemplo, sequéncias
de itens lexicais muito frequentes podem ser simplificadas por meio da remocao de al-
guns itens da sequéncia, tal como a remoc¢ao do sobrenome de pessoas que foram citadas

previamente no texto. Para tanto, foram propostas os seguintes atributos:

« sentence-position: um valor numérico que indica a posi¢ao da sentenca no texto;

e in-gist-sent: um valor l6gico, que é verdadeiro somente no caso em que o item lexical
ocorre na sentenca mais relevante do texto, que foi definida pela sentenca que possui
o maior valor na seguinte equacao ﬁ *Y1es STeqp(t;), onde s é a sentenca, |s| seu
respectivo tamanho, e fregp(t;), ¢ a frequéncia do token #; no Documento. Em outras
palavras, a sentenca mais relevante é aquela que possui mais itens lexicais frequentes

no Documento; e

e freq: um valor numérico que indica a frequéncia do item lexical ¢ no respectivo

documento.

Os atributos Sumario foram propostos baseando-se na ideia de que durante o
procedimento de escrita de um sumario, as sentencas ja produzidas podem interferir o
processo de compressao. Por exemplo: se alguma sigla ja foi previamente explicada, sua
expansao pode ser desconsiderada; provavelmente, a primeira sentenca do sumario deve
ser menos comprimida do que as demais sentencas; etc. Os atributos para esse nivel sao

apresentadas a seguir:

e in-previous: um valor légico que é Verdadeiro caso o item lexical ocorre em alguma

sentenca previamente adicionada no sumario; e

 sent-sum-position: um valor numérico que indica a posi¢do da sentenga no sumario.

No Quadro 17, é apresentada uma sentenca e os respectivos valores dos atributos
para o item lexical “versoes”, em negrito. Pode-se observar todas os valores (nao transfor-
mados para formato binario) e respectivas referéncias a outros itens lexicais.

Para os conjuntos de atributos supracitados, foram investigados cinco (5) algo-

3 sendo eles: Regressao Logistica, Suport Vector

ritmos de Aprendizagem de Maquina
Machine (SVM); Naive Bayes, Arvore de Decisdo e uma Multi-Layer Perceptron (MLP).
Esses algoritmos foram selecionados porque se baseiam em diferentes abordagens de AM
e sao amplamente utilizados. Além desses algoritmos, foi também investigado um método

Ensemble, que combina todos os algoritmos prévios por meio de votagao.

3 Foram utilizadas as implementacoes disponiveis no pacote Scikit-learn para a linguagem
Python, que esté disponivel na seguinte url: <http://scikit-learn.org/stable/>.
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Quadro 17 — Exemplo de item lexical com respectivos valores para cada atributo apresentado.

O iPad chega a Portugal em seis versdes com o prego a variar entre 499 e 799 euros.
inside-parentheses: Nao
token-position:  Middle (meio)
is-stopword: Nao
token-window: “em”, “seis”, “com”, “0”
token-itself: versoes
token-POS: Substantivo
POS-window: Preposicao, Substantivo, Preposicao, Artigo
token-syntactic-function: “P<”
token-semantic: <vagzio>
token-1-removed: Sim
token-2-removed: Sim

Nesses experimentos iniciais para a construgoes de sistemas de CS, os modelos
propostos (algoritmo de Aprendizagem + atributos) foram avaliados conforme o ponto de
vista da tarefa de Classificacdo. Em outras palavras, foi avaliada a qualidade de classifi-
cacao de cada método com relagdo aos itens lexicais do cérpus Pares-PCSC, mas nao as
respectivas sentengas comprimidas produzidas. Essa abordagem foi considerada suficiente
para identificar qual o algoritmo de AM mais adequado para a tarefa de Compressao
Sentencial baseada na Delecao de itens lexicais. Como métrica de avaliacao, utilizaram os
valores de Precisao, Cobertura e Medida F-1, que sdo comumente empregados na litera-
tura. Ressalta-se que foi adotada a metodologia de 10-fold-cross-validation, que é bastante

usual no cenario da investigacao de algoritmos de AM.

Na Tabela 5, sao dispostos os resultados do experimento. Os diferentes niveis de
atributos (Sentencial, Documento e Sumaério) foram agrupados e sdo indicados na primeira
coluna da tabela. Aqui, é importante ressaltar que os niveis sao aglutinativos. Por exem-
plo, para os atributos do nivel do Sumario, também sao utilizados aqueles oriundos ao
nivel do Documento e da Sentenga. Além disso, em todos os niveis, foram empregados os
atributos de Contexto. Uma vez que se utilizou 10-fold-cross-validation, os valores calcu-
lados correspondem a média dos dez folds. Por exemplo, o algoritmo Regressao Logistica

apresenta valor de F-1 igual a 0,88 por meio do uso dos atributos ao nivel da Sentenca.

Um primeiro achado relevante nessa primeira investigacao, que pode ser observado
na Tabela 5, é que nao ha diferenca significante entre o uso de atributos de diferentes
cendrios. Isso nao era esperado, pois o cérpus utilizado como base para compilar os dados
para experimentacao foi desenvolvidos para a tarefa de Sumarizagdo Automatica. Contudo,
esses resultados indicam que os atributos ao niveis sentencial, como informacoes sintaticas,
superficiais e de contexto, sdo mais importantes e suficientes para a tarefa de Compressao

Sentencial.

Além do fato supracitado, pode ser observado que o algoritmo de Regressao Logis-
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Tabela 5 — Avaliagdo dos primeiros métodos de CS investigados usando 10-fold-cross-validation
no cérpus Pares-PCSC.

Features Método Precisao Cobertura F-1
Arvore de Decisao 0.870 0.885 0.878
Ensemble 0.736 0.783  0.759
Sentenca + Regressao Logistica 0.882 0.892 0.887
Contexto Naive Bayes 0.658 0.457  0.558
MLP 0.729 0.764 0.746
SVM 0.869 0.872  0.870
Arvore de Decisao 0.857 0.875  0.866
Ensemble 0.855 0.880 0.867
Documento + Regressao Logistica 0.881 0.892 0.887
Sentenca + Naive Bayes 0.693 0.471  0.582
Contexto MLP 0.774 0.793 0.784
SVM 0.869 0.872  0.870
Arvore de Decisao 0.859 0.855  0.857
Sumario + Ensemble 0.881 0.891 0.886
Documento + Regressao Logistica 0.882 0.892 0.887
Sentenca + Naive Bayes 0.693 0.471  0.582
Contexto MLP 0.776 0.808  0.792
SVM 0.869 0.872  0.870

tica apresentou os melhores resultados de F-1, praticamente, em todos as configuragoes

de atributos adotados.

4.3 Aprimoramento dos modelos de Compressao Senten-
cial

A partir dos resultados dos experimentos apresentados na Secdo anterior, optou-
se por investigar novos conjuntos de atributos que sao extraidos somente a partir da
sentenca de entrada, uma vez que a utilizacao de informacoes advindas do respectivo
texto e sumdario da sentenca nao apresentaram melhorias significantes. Essa restri¢ao foi
também de certa forma relevante, pois viabilizou o treinamento e avaliagdo dos novos
modelos propostos sobre o corpus Pares-G1, que nao possui sumarios disponiveis. Além
disso, somente o algoritmo de Regressao Logistica, que obteve os melhores resultados nos

experimentos prévios, sera utilizado.

Para esta nova investigagdo, adotou-se a mesma arquitetura de compressao em-
pregada nos experimentos anteriores. Em outras palavras, os novos métodos investigados
também comprimem uma sentenca s constituida por n itens lexicais por meio de decisoes
individuais sobre cada item lexical (portanto, n decisoes) em s, que sdo determinadas por

um Classificador.
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Esses novos modelos foram desenvolvidos visando a redugao de compressoes incor-
retas produzidos na primeira investigacao por meio de diferentes abordagens. Na primeira
abordagem, assumiu-se que essa deficiéncia dos métodos foi ocasionada por auséncia de
mais informacoes sintaticas. Para tanto, fez-se também o uso do Parser PALAVRAS para
extrair mais atributos a partir da estrutura da Arvore de Dependéncias Sintéticas. Além
disso, com essa informagao sintatica disponivel, foram investigadas duas formas de enu-
merar a ordem em que os itens lexicais da sentenca alvo serdo classificados, sendo uma
sequencial (situagdo natural da leitura de uma sentenca) e outra baseada nas relagoes de
dependéncia, em que se inicia a classificacao pelo item lexical identificado como raiz da
arvore sintatica e procede conforme as relagoes de dependéncia. Esses dois novos modelos

serao apresentados na Secao 4.3.1.

Ressalta-se que os dois modelos supracitados fazem uso de uma ferramenta automé-
tica para identificar as relagoes sintaticas das sentencgas de entrada, e que tal ferramenta
pode também ser suscetivel a erros. Assim, outra proposta de aprimoramento dos mo-
delos baseou-se na possibilidade de que esses erros diminuiram a qualidade dos modelos
desenvolvidos. Dessa forma, foi proposto um modelo Simplificado de Compressao, no qual
sao utilizados atributos advindos de um pré-processamento mais simples das sentencgas.
Nesse processamento, foi utilizado um Etiquetador Morfossintatico, que por ser conside-
rada uma anélise mais simples (porém, mais veloz) em relagao a identificacao da Arvore
Sintatica, pode ser menos suscetivel a erros e disponibilizar informagoes mais corretas
para extracao de atributos. Esse modelo Simplificado de Compressao sera descrito na
Secao 4.3.2.

Uma vez que a tarefa CS foi tratada como uma sequéncia de decisoes individuais,
que apresentam alta dependéncia com as decisoes anteriores, e que uma dos atributos mais
relevantes para a remocao de um determinado item lexical é a indicacao se o item anterior
foi ou nao removido da sentenca, uma resposta incorreta do classificador pode gerar erros
em cascada. Aqui, é importante ressaltar que esse tipo de atributo é corretamente cap-
turado durante a etapa de treinamento dos algoritmos. Porém, durante a compressao de
novas sentencas, essa informagao é oriunda de respostas prévias do classificador. Assim,
com objetivo de reduzir a existéncia de erros em cascata dos classificadores propostos, fo-
ram também investigados dois algoritmos que tratam esse problema, o DAGGER (ROSS;
GORDON; BAGNELL, 2011) e o Conditional Random Fields (CRF). Esses experimentos

serao descritos na Secao 4.3.3 e 4.3.4.

Por fim, na Secao 4.3.5, serao apresentados os resultados de avaliacao desses novos
métodos de Compressao Sentencial propostos, bem como uma comparagao com outros

trabalhos da literatura.
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4.3.1 Novos métodos de compressao baseados em arvore de depen-
déncia sintatica

Nesta Secao, serao apresentados os dois modelos de Compressao propostos que

fazem uso de novos atributos baseados na estrutura de uma Arvore de Dependéncias

Sintaticas. Esse novo conjunto de atributos partem do principio de que a andlise da

estrutura hierarquica presente nas relagoes de dependéncia sintatica permite identificar

meios para manter uma estrutura similar nas sentencas comprimidas. Por exemplo, se um

determinado item lexical ¢, foi removido da sentenca, outro item #, que possui dependéncia

sintatica para t, provavelmente deve ser também removido.

Para identificacdo das Arvores de Dependéncias Sintdticas das sentencas, utilizou-
se também o Parser Sintatico PALAVRAS (BICK, 2000). Dessa forma, os mesmos proce-
dimentos para normalizacao das sentencas utilizados no experimento descrito na Secao 4.2
foram também aplicados, como a contragao das expansoes apresentadas pela ferramenta

(ex.: do = de + 0) e corregbes na segmentagao sentencial gerada pelo Parser PALAVRAS.

Partindo das ideias supracitadas, foram propostas os seguintes atributos baseados

na Estrutura Sintatica:

e token-is-root: um valor logico que recebe o valor Verdadeiro caso o item lexical ¢

seja identificado como raiz da arvore sintdtica, e Falso caso contrario;

 token-is-on-left: um valor l6gico que recebe o valor Verdadeiro quando o item lexical

t ocorre a esquerda de sua respectiva dependéncia sintatica na arvore;

o token-father: que corresponde ao valor do item lexical que é a dependéncia sintatica

do item lexical alvo t;

o father-removed: um valor l6gico que receber o valor Verdadeiro para a situagao em

que o item lexical que é a dependéncia sintatica de t foi removido da sentenca;

Além desses atributos, também foram utilizados todos aqueles propostos ao nivel
Sentencial, que foram apresentados na Secao 4.2. Ressalta-se que, de forma similar aos
experimentos anteriores, foram também utilizadas algumas normalizagoes para os valores
dos atributos. O caractere $ foi usado para indicar itens lexicais referenciados invélidos.
Por exemplo, para um item lexical 7, indicado como raiz da arvore sintatica, o atributo
token-father ndao terda um valor valido, pois nao ha algum outro item com maior hierarquia.
Dessa forma, para esse caso, esse atributo foi preenchida como o valor $. Além disso, o atri-
buto token-father foi normalizado para uma atributo binaria e todos os valores dos itens
lexicais foram pré-processados por um Radicalizador, para diminuir a dimensionalidade

do modelo.
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Como introduzido anteriormente, tendo a Arvore de Dependéncia Sintética a dis-
posicao para extracao desses atributos, foram também investigados os dois seguintes pro-
cedimentos para enumerar a ordem em que os itens lexicais devem ser classificados (re-
movidos ou nao): sequencial, conforme o processo tradicional de leitura de uma sentenga;
e baseado na respectiva Arvore Sinttica de Dependéncia, no qual a classificacio parte
inicialmente do item lexical identificado como raiz da arvore e segue sucessivamente con-
forme as relacoes de dependéncia. Por exemplo, na Figura 18, é apresentada uma sentenca
e a respectiva ordem de classificagdo sequencial e baseada na respectiva arvore sintatica.
Como pode ser observado, na segunda ordem classificacdo, o primeiro item lexical lido (a
ser classificado pelo método) é o verbo principal da sentenca. Aqui, é importante ressaltar
que o Parser PALAVRAS identifica qualquer sinal de pontuacdo como a raiz da arvore
sintatica. Assim, assumiu-se que esses itens lexicais sdo mais dependentes das palavras
da sentenca, de forma que se decidiu classifica-los somente apods a classificacdo de todos

os demais itens lexicais.

Quadro 18 — Exemplo de uma sentenca extraida do cérpus Pares-PCSC com os respectivos pro-
cedimentos de classificagdo sequencial e baseado na arvore de dependéncias sinta-
ticas.

Leitura/classificagdo sequencial
O confronto de hoje sera contra Cuba, as 22h. Os cubanos sdo considerados por
Bernardinho como os rivais mais perigosos da fase classificatéria.

Leitura/classificagdo baseada na arvore de dependéncias sintéticas
sera confronto O de hoje contra Cuba as 22h as sdo cubanos Os considerados por
Bernardinho como rivais os perigosos mais da fase da classificatéria | . .

Uma vez que os modelos propostos possuem alguns atributos que dependem de
respostas prévias do classificador, como os atributos previous-word-removed, previous-
word-2-removed e father-removed, os dois procedimentos de enumeracao dos itens lexicais
podem apresentar situagoes em que alguma dessas informagoes estara indisponivel. Por
exemplo, na leitura sequencial, caso um item lexical ocorra previamente sua dependéncia
sintatica, o valor do atributo father-remowved estara indisponivel. Por outro lado, por meio
da enumeracao baseada na arvore sintatica, um determinado item lexical pode ocorrer
bem acima na hierarquia sintatica em relagao ao item lexical imediatamente anterior, de
forma que o valor do atributo previous-token-removed. Assim, definiram-se os trés possiveis
valores para esses atributos: FALSO, que indica que o item referenciado ja foi classificado
como “Nao deve ser removido”; VERDADEIRO, que é similar ao anterior, porém com o
item referenciado classificado como “Deve ser removido”; INDEFINIDO, que indica que
o item lexical é valido, porém nao foi ainda classificado; e INVALIDO, para indicar que o

item lexical ndo é vélido (ex.: ndo hd um item lexical anterior ao primeiro da sentenga).
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4.3.2 Um modelo de Compressao Sentencial simplificado

Esse novo modelo de Compressao Sentencial foi proposto tomando como principio
de que erros gerados por ferramentas automaticas de pré-processamento podem produzir
erros que implicam em erros nos métodos propostos. Dessa forma, foi definido um con-
junto de atributos que podem ser extraidos apods a execucao de somente um Etiquetador
Morfossintatico sobre as sentencas de entrada. Dessa forma, desconsiderou-se o uso do
Parser PALAVRAS Bick (2000) para a construgao desse modelo.

Previamente a extracao dos atributos, foi executado o Etiquetar MXPOST (RAT-
NAPARKHI, 1986), que foi treinado sob o corpus Mac-Morpho (AIRES, 2000; FONSECA;

ROSA, 2013). Posteriormente, foram definidas as seguintes Features Simplificadas:

» token-position: que indica a posicao em que t ocorre na sentenca. Foram determina-
dos trés possiveis valores, “beggining”, “ending” e "middle” para os casos respectivos
em que t ocorre entre os 20% primeiros da sentenca; apds 80% dos itens da sentenca

ou entre os demais;

e is-stopword: um valor légico que é verdadeiro quando ¢, necessariamente uma pala-

vra, seja uma stopword,

« token-window: que corresponde a quarto atributos (word-1, word-2, word+1, word+2)

que indicam a janela de palavras de tamanho 2 com tokens que circundam ¢;
o token-itself: o préprio item lexical sendo analisado.

o token-POS: que corresponde a etiqueta morfossintatica identificada para o item

lexical;

« POS-window: as etiquetas de morfossintaticas dos dois itens lexicais anteriores (pos-

1, pos-2) e dos dois posteriores (pos+1, pos+2) em relacao a t; e

o inside-parentheses: um valor logico que ¢ VERDADEIRO caso o item lexical ocorra

entre os simbolos de parénteses;

De forma similar aos experimentos anteriores, os atributos apresentados foram
normalizados para um formato binario. Para aqueles atributos que fazem uso dos pro-
prios itens lexicais, utilizaram-se os valores radicalizados e NUM para indicar os valores

numéricos. Além disso, as referéncias invalidas foram convertidas para o valor $.

4.3.3 Algoritmo DAGGER

O Algoritmo DAGGER, proposto em (ROSS; GORDON; BAGNELL, 2011), é um

esquema iterativo que, de certa forma, visa “calibrar” classificadores treinados em cenarios
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de predicao/classificacao estruturada. Esse cenario ocorre quando a resposta desejada para
alguma tarefa é produzida somente apds uma sequéncia de classificacoes individuais e que,
geralmente, possuem dependéncia entre si. Por exemplo, dada uma sentenca de entrada,
os métodos propostos para CS neste trabalho a comprimem apods decidir individualmente

a remoc¢ao ou nao de cada item lexical.

No cenério supracitado, eventualmente, alguns atributos podem requere respostas
prévias do proprio classificador. No caso especifico dos métodos de CS propostos, foram
definidas alguns atributos que indicam se algum item lexical prévio foi removido ou nao
da sentenca sendo processada. Como apresentado anteriormente, esse tipo de atributo
pode ser corretamente coletado durante a etapa de treinamento do classificador por meio
do uso de informagoes advindas do conjunto de dados. Porém, apds o treinamento, o
classificador devera usar as préprias respostas como valores para esses atributos. Assim,

uma decisao errada do método, pode gerar mais erros em sequéncia.

Tendo em vista que o algoritmo DAGGER assume que o classificador serd empre-
gada em uma predi¢ao estruturada, o corpus para treinamento deve ser modelado dessa
forma. Ressalta-se que as classificagdes continuarao ocorrendo conforme decisoes indivi-
duais, porém, deve-se identificar a qual estrutura cada instancia pertence. No caso da CS,

deve-se identificar as respectivas sentencas em que cada item lexical ocorre.

Partindo da defini¢ao supracitada, o algoritmo DAGGER baseia-se no principio
de que as respostas do proprio classificador podem ser utilizadas durante o estagio de
treinamento de forma iterativa. Dessa forma, espera-se que a possibilidade do classificador
produzir erros devido a respostas prévias e incorretas utilizados com atributos possa ser

reduzida. A seguir, é apresentado o pseudocodigo do algoritmo DAGGER.

Basicamente, dado um classificador inicial ¢, durante a execuc¢ao do algoritmo
DAGGER, novas instancias para o conjunto de treinamento sdo produzidas por meio das
saldas do préprio classificador. Porém, é importante observar que essas novas instancias
sao geradas conforme um cenario de aplicagdo. Além disso, os erros produzidos pelo clas-
sificador também serao introduzidos no conjunto dados, o que podem ser interpretados

como exemplos negativos pelo algoritmo de AM.

Para utilizacao do algoritmo DAGGER para calibrar os métodos de CS propostos
(Segao 4.3.1 e 4.3.2), foi definido um niimero de iteragoes igual a 20. Ao final do processo,

utilizou-se o modelo treinado na tltima iteragdo como método final.

4.3.4 Método baseados em um modelo de Conditional Random Fi-
elds

O Algoritmo Conditional Random Fields (CRF) é uma técnica de Aprendizagem de

Maquina com foco em tarefas de Predicao Estrutura. Ressalta-se que, como apresentado



110 Capitulo 4. Métodos de Compressdo Sentencial

Algoritmo 1 — Algoritmo DAGGER.
1: procedimento DAGGER(S,N) > Um conjunto de sentengas e o ntiimero total de
iteragoes

2: D + Extrair atributos para cada sentenca em §
3: Treinar um classificador hy em D
4: para i fagalN
5: D, +— o
6: para todo sentenca s € § faga
7: para todo item lexical ¢; € s faca
8: se i > 2 entao
9: ¢ < um numero aleatoério entre 0 e 1.0
10: se ¢ < 0.7 entao
11: he < hi
12: senao
13: he < hi_»
14: fim se
15: senao
16: he < ho
17: fim se
18: Classificar t; usando h,
19: D; < D;U Extrair atributos a partir de ¢;
20: fim para
21: fim para
22: D+ DUD;
23: fim para
24: retorne hy

25: fim procedimento

anteriormente, a tarefa de CS pode ser tratada pela perspectiva da Predi¢ao Estrutura,
em que a sentenga comprimida é produzida apos classificagdes/decisoes individuais para

cada item lexical dessa sentenca.

Dado o cenario de aplicacao do algoritmo CRF, o conjunto de dados para treina-
mento (e posteriormente novas instancias que serao processadas) devem ser representadas
em uma estrutura de linear (lista ou vetor), de forma que em cada posigao é encontrada
uma instancia individual do problema. Dessa forma, o algoritmo CRF automaticamente
assume que as classificacoes prévias influenciam nas decisoes posteriores do classificado,

além de também empregar os demais atributos explicitamente indicados.

Dada as caracteristicas supracitadas, optou-se por desconsiderar o modelo de atri-
butos introduzido da Se¢ao 4.3.1 que enumera os itens lexicais por meio da hierarquia
das relagoes de Dependéncias Sintaticas. Assim, foram treinados dois somente modelos de
CRF, que, respectivamente, utilizam os atributos extraidos por meio da Arvore Sintética
(modelo sequencial apresentado em 4.3.1) e por um pré-processamento simplificado da

sentenca de entrada (4.3.2). Dessa forma, ressalta-se que para o treinamento desses mo-
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delos CRF, foram desconsiderados os atributos baseados na anélise de algum item lexical

que foi removido previamente, tais como previous-token-removed e father-removed).

4.3.5 Avaliacao dos métodos de Compressao Sentencial

Nesta Secao, sera apresentada a avaliacao de todos os métodos que foram descritos
na Sec¢ao 4.3, que correspondem as propostas de aprimoramentos dos métodos de CS

inicialmente desenvolvidos.

Foram utilizados os dois cérpus para CS introduzidos neste Capitulo, o Pares-
PCSC e Pares-G1. Contudo, é importante ressaltar que esses corpus possuem sentengas
comprimidas que foram geradas de formas distintas. O Pares-PCSC foi compilado a partir
de outro recurso desenvolvido para investigagbes em Sumarizagao Automatica. Por outro
lado, no corpus Pares-G1, as centenas comprimidas sao titulos de textos jornalisticos.
Além dessas caracteristicas distintas, a diferenca entre a quantidade de pares de sentencas

nesses dois recursos ¢ muito discrepante, 874 e 7024, respectivamente.

Tendo em vista as caracteristicas inerentes de cada coérpus, as avaliagoes foram
direcionadas por meio de quatro diferentes configuracoes desses recursos. Nas duas pri-
meiras, cada corpus foi utilizado individualmente para treinamento e teste. Na terceira,
foram utilizados os corpus em conjunto. Por fim, os modelos foram treinados no corpus
Pares-G1, que possui maior nimero de pares de sentencas, e avaliados no Pares-PCSC.
Essa tltima configuracao foi importante para viabilizar a comparacdo dos modelos pro-
postos o sistema baseado em Deep Learning introduzido em (FILIPPOVA et al., 2015),

que requer uma maior quantidade de dados para treinamento.

Exceto para a ultima configuracao de cérpus supracitada, em que se faz um uso
de um corpus para treino e outro para teste, os demais experimentos foram direcionados
por meio da tradicional metodologia 10-fold-cross-validation. Dessa forma, para as trés
primeiras configuracoes (Pares-PCSC, Pares-G1, e Pares-PCSC + Pares-G1), os resulta-
dos reportados correspondem ao valor médio entre todos os 10 folds. Aqui, é importante
ressaltar que, embora uma instancia isolada de treinamento para os métodos propostos
corresponde a um tunico item lexical, os folds foram construidos por meio das sentencas.
Dessa forma, para toda sentenca nos corpus, os respectivos itens lexicais sao dispostos
em um mesmo fold. Em outras palavras, se a instancia de algum item lexical de alguma
sentenca s esta em um fold de treinamento, todos os demais itens lexicais de s também

estao dispostos nesse mesmo fold de treinamento.

Independentemente da configuracao utilizadas, os resultados foram computados
sob duas perspectivas diferentes. Na primeira, seguindo o procedimento comum na tarefa
de Classificacdo em Aprendizagem de Maquina, avaliou-se a qualidade dos métodos na

classificacao de cada item lexical, desconsiderando-se a estrutura da sentenca nesse mo-
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mento. Como métricas para essa perspectiva, foram utilizadas as métricas tradicionais de

Precisao, Cobertura e Medida-F (F-1), que sao amplamente empregadas na literatura.

Na segunda perspectiva de avaliagao, foi comparado a sentenca comprimida por
cada método com a respectiva sentenga comprimida presente no corpus (gold-standart),
considerando assim, a estrutura da sentenca gerada pelos métodos. Como métrica, primei-
ramente foi computado o Erro produzido por cada método em cada sentenca, que indica
o percentual de itens lexicais erroneamente classificados (removidos ou nao) por sentenga.
Por fim, calculou-se o Erro Médio de cada método. Dessa forma, é possivel estimar a

qualidade das sentencas produzidas pelos métodos de CS propostos.

Para organizar os resultados, serdao utilizados alguns padroes para identificar cada

método proposto e avaliado, como se seguem:

e« Mod. Sintatico: indica os métodos apresentados na Secao 4.3.1, em que se faz a

analise da Arvore de Dependéncia Sintatica para extrair atributos mais informativas;

« +TREE: é adicionado a etiqueta Mod. Sintatico, para indicar quando ordem de
classificacao dos itens lexicais de cada sentenca foi executado conforme a estrutura
sintatica, iniciando o processo pelo item lexical demarcado como a raiz (um exemplo
é apresentado na Figura 18). Caso essa etiqueta nao seja utilizada, significa que os

itens lexicais foram classificados conforme a ordem sequencial natural;

e Mod. Simples: indica o0 método proposto que faz uso de um pré-processamento

mais simples das sentencas de entrada (Segao 4.3.2);

e +DAGGER: sera adicionado a etiqueta do modelo para indicar a utilizacdo do

algoritmo DAGGER para reduzir a possibilidade de erros em cascata; e

« +CRF': anilogo ao anterior, porém indica a aplicagdo do algoritmo CRF.

Na Tabela 6, sao apresentados os resultados para todas as configuracoes em que
se usou a metodologia de 10-fold-cross-validation. Nas linhas, sao dispostos cada método
avaliado e, nas colunas, as métricas de avaliacao utilizadas. Por exemplo, o método Mod.
Simples +CRF possui valores de Precisao e Erro Médio iguais a X e Y, respectivamente,
no corpus Pares-PCSC. Para uma melhor organizacao dos resultados, os métodos foram
ordenados conforme o valor de F-1, do maior para o menor, e para as demais métricas

fez-se uso de marcacoes em negrito para destacar valores relevantes.

Como esses resultados, pode-se observar que, do ponto de vista do Aprendizado
de Maquina, o método que faz uso dos atributos baseados na Arvore de Dependéncias
Sintaticas por meio da enumeracao dos itens lexicais baseadas nessa estrutura sintatica
apresentou os melhores resultados. Isso demonstra que o uso atributos mais informados

sao muito relevantes para a tarefa de Compressao Sentencial. Além disso, tem-se também
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Tabela 6 — Resultados para as avaliagdes que utilizaram 10-fold-cross-validation

Método Precisao Cobertura F-1 FErro Médio
Pares-PCSC
Mod. Sintatico 0.92 0.92 0.92 0.08
Mod. Sintatico+CRF 0.87 0.87 0.87 0.12
Mod. Sintatico+DAGGER 0.91 0.91 0.91 0.08
Mod. Sintatico+Tree 0.93 0.93 0.93 0.07
Mod. Sintatico+ Tree+ DAGGER 0.88 0.88 0.88 0.11
Mod. Simples 0.90 0.90 0.90 0.10
Mod. Simples + CRF 0.94 0.94 0.94 0.06
Mod. Simples + DAGGER 0.87 0.87 0.87 0.13
Pares-G1
Mod. Sintatico 0.90 0.90 0.90 0.09
Mod. Sintatico + CRF 0.91 0.91 0.91 0.09
Mod. Sintatico + DAGGER 0.76 0.76 0.76 0.25
Mod. Sintatico + Tree 0.90 0.90 0.90 0.10
Mod. Sintatico + Tree + DAGGER 0.81 0.83 0.82 0.21
Mod. Simples 0.89 0.89 0.89 0.11
Mod. Simples + CRF 0.81 0.81 0.81 0.19
Mod. Simples + DAGGER 0.69 0.69 0.69 0.32
Pares-PCSC + Pares-G1

Mod. Sintatico 0.89 0.89 0.89 0.10
Mod. Sintatico+ CRF 0.90 0.89 0.90 0.10
Mod. Sintatico+ DAGGER 0.76 0.79 0.78 0.21
Mod. Sintatico+Tree 0.89 0.89 0.89 0.11
Mod. Sintatico+Tree+ DAGGER 0.81 0.82 0.81 0.15
Mod. Simples 0.88 0.88 0.88 0.11
Mod. Simples + CRF 0.92 0.90 0.91 0.12
Mod. Simples + DAGGER 0.69 0.69 0.69 0.32

que a extracao de atributos e classificacao dos itens lexicais por meio da ordem indicada

pela Arvore Sintatica é promissora.

O método Mod. Simples, que requer um pré-processamento simples da sentencas,
apresenta uma taxa de Erro Médio ligeiramente maior do que os demais métodos, além
de também dispor valores similares para as demais métricas (Precisao, Cobertura e F-
1). Esse achado sugere que informagoes simples do item lexical alvo e de seu contexto
(ex.: etiqueta morfossintéatica dos demais itens lexicais préximos e a indicagao se os itens
lexicais anteriores foram removidos) é muito satisfatorio para a classifica¢do de um item
lexical individualmente. Entretanto, provavelmente, esse tipo de abordagem pode produzir
compressoes com baixa gramaticalidade, pois a estrutura sintatica pode nao ser preservada.
Resultados similares foram demonstrados em Filippova et al. (2015), em que o respectivo
método proposto mais simples, no qual nao ha andlise de alguma estrutura sintatica,
apresentou resultados muito. Porém, o melhor modelo proposto por tais autores incorpora

atributos extraidos a partir da Arvore de Dependéncias Sintéticas.
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Os algoritmos DAGGER e CRF nao demonstraram melhorias significantes em
relacdo aos demais métodos. Por exemplo, o modelo CRF treinado com os atributos
empregados no Mod. Simples, que foi referenciado como Mod. Simples+CRF, s6 apresenta
um menor Erro Médio no cérpus Pares-PCSC. Esse comportamento era, de certa forma,
esperado nesse momento, pois se extraiu os valores para os atributos a partir do proprio
cOrpus e essas algoritmos visam diminuir a possibilidade de erros em cascadas ocasionados
pelo uso de atributos cujo valores advém de classificagdes prévias do classificador. Além
disso, é possivel também observar que o algoritmo CRF foi ligeiramente melhor do que o
uso do DAGGER.

Outro fato relevante é que nao ha muita diferenca entre os resultados para um
mesmo método nos trés diferentes cendarios de experimento, Pares-PCSC, Pares-G1 e
Pares-PCSC + Pares-G1. Acredita-se que isso ocorreu pois os atributos propostos podem
representar diferentes aplicagoes da CS (SA Compressiva e Produgao automatica de titu-
los). Além disso, ressalta-se que na primeira investigagdo de CS aplicada neste trabalho,
cujo objetivo foi avaliar diferentes niveis de atributos (Sentenga, Documento e Sumério),
nao foi encontrada diferencas significantes. Dessa forma, muito provavelmente, indepen-
dentemente da aplicagdo do método de CS, os atributos mais importantes encontram-se

na estrutura da sentenca e nao em informacgoes de background, como o texto-fonte.

Na Tabela 7, é apresentado a configuracao de experimentos em que os métodos
foram treinados por meio do cérpus Pares-G1 e testados no corpus Pares-PCSC. Essa con-
figuragao possibilitou a comparacao dos métodos propostos com o trabalho apresentado
em Filippova et al. (2015), que requer um volume maior de dados para treinamento. A
disposicao dessa Tabela é a mesma empregada nos resultados anteriores. Aqui, é impor-
tante informar que essa avaliacao ocorreu conforme a aplicacao dos métodos propostos no
cenario real, em que os atributos que requerem classifica¢oes prévias do método, foram

efetivamente preenchidas com as respectivas respostas do classificador.

Tabela 7 — Avaliacdo dos métodos por meio do treinamento no cérpus Pares-PCSC e teste no
corpus Pares-PCSC.

Método Precisao Cobertura F-1 Erro Médio
Mod. Sintatico+Tree 0.66 0.48 0.33 0.56
Mod. Sintatico+Tree+ DAGGER 0.65 0.48 0.32 0.56
Mod. Sintatico 0.86 0.85 0.85 0.15
Mod. Sintatico+ DAGGER 0.85 0.84 0.84 0.16
Mod. Sintatico+ CRF 0.85 0.84 0.84 0.16
Mod. Simples 0.62 0.57 0.55 0.43
Mod. Simples + DAGGER 0.63 0.57 0.54 0.44
Mod. Simples + CRF 0.86 0.85 0.85 0.15
FILIPPOVA et al. 0.84 0.84 0.84 0.16

Nesse cenario, é evidente que os resultados sdo relativamente inferiores do que os
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valores reportados na Tabela 6. Como dissertado anteriormente, isso ocorre devido aos
erros em cascadas, que eventualmente ocorrem apds uma classificacdo incorreta. Além
disso, pode-se observar que os modelos treinados por meio do CRF e os modelos que

foram calibrados pelo DAGGER sao ligeiramente superiores aos demais.

De forma distinta ao reportado na primeira avaliagdo, o Mod. Sintatico+Tree nao
superou os demais sistemas avaliados. Esse cenario indica que, embora esses atributos
sejam relevantes, a enumeracgao e classificacao dos itens lexicais das sentenca conforme
a ordem indicada pela Arvore de Dependéncia Sintéticas é mais suscetivel aos erros em
cascada. De certa forma, esse fendomeno pode ser considerado intuitivo, pois uma decisao
errbnea para um determinado item lexical localizado em posi¢oes superiores da arvore

sintatica, pode corromper toda a estrutura sintatica abaixo.

O método que requer um pré-processamento simples das sentencas, o Mod. Sim-
ples, apresentou uma taxa de Erro Médio ligeiramente melhor do que os demais modelos
que nao fazem uso do algoritmo DAGGER ou CRF. Isso demonstra que, mesmo aplicando
atributos que requerem decisoes prévias do classificar e que tal cenario pode induzir er-
ros em cascada, erros advindos do pré-processamento das sentengas também influenciam
diretamente nos erros produzidos pelos modelos propostos, visto que os métodos Mod.
Sintatico e Mod. Sintatico+TREE, requerem um pré-processamento mais complexo das

sentencas.

Além das discussoes supracitadas, é também importante observar que nossos mo-
delos baseados em informacdes sintaticas apresentaram resultados muito préximos aos
atingidos pelo métodos proposto em (FILIPPOVA et al., 2015), que faz uso de técnicas
de Deep Learning. Em algumas ocasioes, inclusive, os métodos propostos apresentam resul-
tados superiores. Contudo, é importante também ressaltar que técnicas de Deep Learning
sdo mais sensiveis a quantidade de dados para treinamento e que, nesse trabalho, esse
quantidade foi praticamente a metade do volume de dados utilizados para treinamento
do modelo original para a lingua Inglesa, que foi reportado pelos autores FILIPPOVA et

al..

No Quadro 19, sao dispostas alguns sentencgas do cérpus Pares-PCSC que foram
comprimidas pelos métodos apds o treinamento no corpus Pares-G1. Para comparacao,
também sao apresentadas as respectivas sentencas originais e compressoes feitas por hu-

1manos.

Como pode ser observado pelos exemplos no Quadro 19, os modelos sintaticos
(Mod. Sintético) com ou sem o algoritmo DAGGER apresentam sentengas comprimidas
muito distantes das sentencas geradas manualmente. Em geral, esses modelos identifi-
caram e mantiveram sintagmas relevantes na sentenca, porém removeram alguns itens
lexicais centrais para a composi¢do do significado principal da sentenca. Por exemplo,

para o primeiro caso, o Mod. Sintatico, com e sem o0 DAGGER, produziu uma sentenca
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Quadro 19 — Exemplo de sentengas do cérpus Pares-PCSC e respectivas versoes comprimidas

por humanos e pelos métodos propostos.

Original:

Humano:

Mod. Sintatico:

Mod. Sintatico DAGGER:
Mod. Sintatico +CRF:

Mod. Simplificado+ DAGGER:
Mod. Simplificado:

Filippova et al. (2015):

Mod. Simplificado +CRF":

O plano estabelece um empréstimo no valor
total de 78 mil milhoes de euros até Junho
de 2013 .

O plano estabelece um empréstimo de 78 mil
milhoes de euros até 2013 .

de até Junho de 2013

de até Junho de 2013

plano estabelece empréstimo no valor total
de até 2013 .

plano estabelece .

plano estabelece empréstimo no valor 78 mil
milhoes de euros .

plano estabelece um empréstimo no 78 mil
milhoes de euros até .

plano estabelece 78 mil milhoes .

Original:

Humano:

Mod. Sintético:
Mod. Sintatico DAGGER:

Mod. Sintatico +CRF":
Mod. Simplificado+ DAGGER:

Mod. Simplificado:

Filippova et al. (2015):

Mod. Simplificado +CRF":

Os Estados Unidos vao comegar a armar os
rebeldes sirios , marcando assim um cres-
cendo do envolvimento norte-americano no
conflito .

Os Estados Unidos vao comecar a armar re-
beldes sirios .

vao comecar a armar rebeldes sirios .

vao comecar a armar rebeldes sirios , mar-
cando crescendo .

Estados Unidos vao comecar rebeldes sirios .
Estados Unidos vao comegar a armar rebel-
des sirios .

Estados Unidos vao comegar a armar rebel-
des sirios crescendo do envolvimento norte-
americano no conflito .

Estados Unidos vao comegar a armar os re-
beldes sirios

Estados Unidos vao comegar a armar rebel-
des crescendo .

apenas com a data do acontecimento e desconsiderou o evento principal da sentenca origi-

nal. Ressalta-se que um efeito similar também pode ser observado no Mod. Simplificado
+DAGGER.

Os métodos baseados em modelos de CRF apresentam boas sentengas (usualmente)
de forma similar ao trabalho de Filippova et al. (2015). Contudo, pode-se verificar alguns
erros, sobreduto, no final da sentencas. Esses erros podem ter sido gerados pois, no pro-
cesso de compressao, foram consideras as sentencas de forma integral, de forma que para

uma dada sentenca de entradas, os métodos deveriam classificar todos os itens lexicais
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em uma unica sequéncia. Assim, sentencas com dois ou mais trechos (sintagmas) signifi-
cativos poderiam apresentar regides de transicao de contetido que dificulta a classificacao
adequada por parte dos métodos. Por exemplo, no segundo caso apresentado, pode-se con-
siderar que a sentenca original possui uma informagao (trecho) principal e um secundério,
apos a demarcacao de virgula. Dado isso, observa-se que os métodos Mod. Simplificado
+CRF e Filippova et al. (2015) produziram sentencas comprimidas muito satisfatérias.
Entretanto, o Mod. Simplificado +CRF gera uma compressao com vestigios do trecho de
contetido secundario. Uma possibilidade para contornar esse problema seria treinar/apli-
car os métodos de compressao sobre segmentos previamente delimitados das sentencas de

entradas.

No Quadro 20, sao apresentadas mais trés sentencgas e as respectivas versoes com-
primidas que foram produzidos pelo métodos Mod. Sintatico +CRF. Nesses casos, pode-se
perceber trés situagoes bem distintas. Na primeira, a sentenca produzida pelo método pos-
sui uma boa gramaticalidade e mantém o significado principal da sentencas original. No
segundo caso, entretanto, embora a versao comprimida seja bem formada, o sentido prin-
cipal da sentenga original esta vago ou incorreto. Por fim, o tltimo exemplo é constituido

por uma sentencga com pouca qualidade gramatical.

Quadro 20 — Exemplos de sentengas comprimidas com diferentes niveis de qualidade que foram
geradas pelo método Mod. Sintatico +CRF.

Original: A decisao da Mesa Diretora do Senado sairé hoje, as 11h
Compressao: A decisao Mesa Diretora do Senado saira as 11h.

Original: Kaka fez excelente jogada na direita e virou o jogo para Robinho na
esquerda.
Compressao: Kaka fez jogada na direita e o Robinho na esquerda .

Original: Ainda aos quatro minutos, Julio Baptista dominou dentro da area, dri-
blou Ayala e chutou forte, marcando um golaco.
Compressao: Ainda aos, Julio Baptista dominou da area, Ayala, um golago .
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CAPITULO

5

METODOS DE SUMARIZACAO DE
ATUALIZACAO INVESTIGADOS

Neste capitulo, serao apresentados os métodos de Sumarizagdo Automatica de
Atualizacao (SAA) investigados e propostos neste trabalho, bem como a metodologia e

resultados de avaliagdo por meio da abordagem de sintese Extrativa e Compressiva.

Para avaliar as hipdteses e questoes de pesquisa deste trabalho, foram selecionados
os métodos mais representativos de diferentes abordagens para a tarefa de SAA. Dessa
forma, pode-se analisar o impacto do uso de conhecimento semantico e discursivo em
diferentes perspectivas para tratar os desafios inerentes a SAA, tais como métodos base-
ado em Ranqueamento Sentencial, Algoritmos de grafos e Modelos Gerativos. A descrigao
detalhada de cada método e as respectivas propostas para insercao de conhecimento lin-
guistico serao descritas na Secao 5.1. Posteriormente, na Secao 5.2, serd apresentada a
Arquitetura para Sumarizacao Compressiva proposta neste trabalho, bem como as possi-

veis configuracoes investigadas.

Para realizacdo de experimentos e avaliagdo dos métodos de SAA para a lingua
Portuguesa, foi preparado o cérpus CSTNews-Update, que é constituido por uma diferente
estruturacao do cérpus CSTNews (ALEIXO; PARDO, 2008; CARDOSO et al., 2011). Esse
recurso foi necessario, pois nao se encontrou algum cérpus destinado a tarefa de SAA para
esse idioma. Na Sec¢do 5.3, sera apresentada a metodologia empregada para preparar o

CSTNews-Update e os detalhes mais relevantes de suas caracteristicas.

Na se¢ao 5.4, serdao descritos a metodologia e os resultados de avaliagdo dos méto-
dos de SAA Extrativos e Compressivos que foram investigados. Além disso, também serao
apresentados alguns experimentos para a Lingua Inglesa, em que os cérpus empregados

sao mais consolidados e amplamente empregados para avaliacao de métodos de SAA.
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5.1 Métodos de SAA investigados

Nesta Segao, serao descritas todas as abordagens de SAA investigadas neste traba-
lho. Os métodos que serao apresentados correspondem aos mais representativos de suas
respectivas abordagens de SAA. Além disso, para cada método, também sera introduzida
a proposta para incorporar conhecimento linguistico, visando a produc¢ao de sumarios

mais informativos.

Todos os métodos investigados foram submetidos a tarefa de SAA, em que, para
cada colecao textual C, ha dois grupos de textos, referenciadas como A¢ e B¢, de forma
que um sumario de atualizagdo deve ser produzido a partir dos textos da cole¢do B¢
admitindo-se que o leitor possui conhecimento prévio dos textos da colecao Ac. Dessa
forma, distintamente das competigoes da TAC 2008 e 2009, nao foram consideradas res-
trigoes extra-textuais, como definigdo de uma pergunta do usuario/leitor, ou categorizacao
de aspectos textuais. Na Figura 8, é ilustrado o cenéario em que os métodos de SAA foram

submetidos.

e e mmcsc s c s s s ———-—-

Colecao C

Textos considerados
conhecidos pelo leitor

Sumarizador de
Atualizacao

e N

Figura 8 — Cenario de experimentagdao dos métodos de SAA.

Para uma melhor organiza¢ao do texto, os métodos serdao ordenados conforme a
complexidade de processamento computacional exigido. Assim, primeiramente, serdo apre-
sentados dois métodos que fazem uso de somente informagoes posicionais para ranquear
as sentencas relevantes nas Segoes 5.1.1 e 5.1.2. Na Secao 5.1.3, serao descritos os métodos
baseados na métrica de Fator de Novidade (NF). Na Secao 5.1.4, serdo apresentados algo-
ritmos baseados na estrutura de grafos que sdo empregados na SAA. Por fim, nas se¢oes
5.1.5 e 5.1.6, serao descritos os métodos baseados em modelos gerativos de n-gramas e

distribuicao de topicos, respectivamente.

Algumas abordagens de SAA investigadas neste trabalho fazem uso de uma anélise
de vocabulario presente nos textos-fonte. Comumente, esses vocabularios sao identificados
por meio de procedimentos superficiais de delimitagao dos itens lexicais (tokenizagao) com
posterior filtragem (ex.: remogao de stopwords e sinais de pontuac¢ao) e normalizagdo dos

itens remanescentes (radicalizacdo ou lematizac¢ao). Dessa forma, algumas informacgoes
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relevantes presentes nessa estrutura superficial das sentengas, como a presenca de cadeias
que referenciam Entidades Nomeadas (EN), sdo desconsideradas. Dessa forma, visando
a aplicagdo de técnicas mais linguisticamente informadas de SAA, investigou-se também
a delimitacao de entidades nomeadas durante o procedimento de andlise de vocabulario
frequentemente empregada na tarefa de sumarizacao. Essa abordagem sera descrita na
Secao 5.1.8.

Como visto anteriormente, foram investigadas técnicas distintas de representacao
textual e selecao de contetido no contexto da SAA. Comumente, em aplicacoes de Aprendi-
zado de Maquina, tem-se algumas técnicas que partem do principio de que a variabilidade
de algoritmos ou modelos podem ser combinadas por meio de um método Ensemble vi-
sando a melhoria dos resultados. Tendo em vista que, além das distintas abordagens de
representacao textual, os métodos de SAA investigados neste trabalho requerem diferen-
tes niveis de processamento computacional, foi proposto um método Ensemble que agrega
os métodos que, do ponto de vista computacional, sao relativamente menos complexos.
Essa decisao pautou-se na hipdétese de combinar métodos mais simples pode produzir su-
marios mais informativos em relagdo aos métodos mais complexos, como o DualSum. Esse

método Ensemble sera descrito na Segao 5.1.7.

Alguns métodos de SAA que foram investigados neste trabalho nao possuem proce-
dimentos para identificagdo e remocao de contetiddo redundante nos sumarios produzidos.
Assim, visando a criagdo de sumarios mais informativos e sucintos, foi adotado o mesmo
procedimento descrito por Ribaldo et al. (2012) para tratar o fendmeno da redundéncia

nos sumarios. Esse método sera apresentado na Secao 5.1.9.

Ressalta-se que as diferentes técnicas de representacao textual para SAA, para
as quais foram propostas maneiras para incorporar algum conhecimento linguistico neste
trabalho, serao descritas em maiores detalhes durante essa se¢ao. Dessa forma, acredita-se
que o entendimento por parte do leitor sera facilitado. Além disso, é importante salientar
que, tendo em vista que relagoes discursivas modeladas por meio da CST, comumente,
sao computacionalmente representadas por meio de grafos, optou-se por incorporar esse

conhecimento linguistico em apenas métodos baseados nessa estrutura de dados.

5.1.1 Caracteristicas posicionais

Ouyang et al. (2010) propuseram métricas de ranqueamento sentencial baseados
somente em caracteristicas posicionais das sentengas e/ou respectivos itens lexicais. Se-
gundo os autores, essas métricas partem do principio de que a primeira ocorréncia de
algum componente textual (pardgrafo, sentenga, item lexical, etc.) em um texto possui

maior relevancia dos que as demais.

Adotando a premissa anterior, Ouyang et al. (2010) introduziram quatro métricas
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que computam distintamente a relevancia de um elemento textual por meio de sua respec-
tiva posicao no texto. Essas métricas sdo apresentadas a seguir, em que n indica o nimero
de elementos considerados no texto; i representa a respectiva posicao do elemento sendo
avaliado; e A foi definido como 0, uma vez que os autores originais sugeriram apenas a

utilizacao de um valor numérico positivo pequeno:

Proporgao Direta: f(i) = (n—i+1)/n;

Proporgao Inversa: f(i) = 1/i;

Proporc¢iao Geométrica: f(i) = (1/2)""1;

Proporgao Binaria: f(i) = 1 sei=1 senao A

Pode-se observar que as equagoes supracitadas assumem uma pontuacao maior
para a primeira ocorréncia de um elemento textual e decrementam esse valor, de forma
mais suave ou abrupta, para as demais ocorréncias. Por exemplo, em um texto-fonte com
10 sentencas, os valores de Proporcao Direta para a primeira e terceira sentencas desse
texto serdo respectivamente de 1,0 ((10—1+1)/10) ¢ 0,8 ((10—3+1)/10).

Ouyang et al. (2010) afirmam que essas caracteristicas posicionais podem ser defi-
nidas por meio de distintos elementos textuais, como sentencas e palavras. No escopo da
SA, sobretudo baseando-se na sintese Extrativa, é intuitivo aplicar essas métricas para
ranquear sentencas por meio de suas respectivas posicoes nos textos-fonte, assim como
exemplificado anteriormente. Contudo, para estender essa abordagem para computar a
relevancia posicional das palavras que compoem um texto, assume-se que i € a respectiva
ocorréncia da palavra sendo avaliada e n é a quantidade de vezes em que essa palavra
ocorreu no texto. Com essa definicao, percebe-se que palavras com uma tinica ocorréncia
no texto apresentam uma pontuacao alta. Por exemplo, por meio da Proporcao Direta,
tem-se computado o valor 1, pois (n—i+1)/n=(1—1+1)/1. Assim, para ponderar
casos similares, pode-se considerar também a frequéncia de ocorréncia de uma palavra,
de forma que a primeira ocorréncia de uma palavra muito frequente no texto-fonte tera
uma pontuacgao superior em relacao a primeira ocorréncia de alguma outra palavra pouco

frequente.

Tendo em vista que as caracteristicas posicionais das palavras que compoem uma
sentenga s podem influenciar em sua relevancia, Ouyang et al. (2010) propuseram expe-
rimentos para identificar a relevancia r de um sentenca s por meio da seguinte equagao
Flexical(8) = ﬁ *Yics f(Wh), em que w' é uma palavra em s. Dessa forma, o valor calcu-
lado para a sentenga s é definido por meio da média das pontuagoes de suas palavras.
Assim, mesmo que uma sentenca seja a primeira em algum texto, seu valor posicional de

relevancia pode nao ser o maior, pois alguma outra sentenca pode conter palavras mais
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frequentes e com caracteristicas posicionais mais relevantes. Além disso, Ouyang et al.
(2010) consideraram que as caracteristicas posicionais de uma sentenga e de suas palavras
sao complementares, de forma que a relevancia de uma sentenca s pode ser calculada por

meio dessas duas informagoes, com que r(s) = f(s) + Flexicar (5)-

Como descrito anteriormente, por meio da abordagem de SAA de (OUYANG et
al., 2010), é possivel computar a relevancia de uma sentenca por meio das caracteristicas
posicionais de diferentes elementos textuais. Dessa forma, dado os objetivos desta tese,
propos-se a analise da relevancia posicional dos subtopicos presentes em um texto com
objetivo de aprimorar o calculo da relevancia posicional de uma sentenca. Para tanto,
definiu-se que a relevancia posicional de um subtépico Sub pode ser computada por meio
das caracteristicas posicionais dos itens lexicais presentes em suas sentencas. Essa decisao
foi tomada porque se assumiu que a utilizagao direta da posicao do Sub pode desconsiderar
um conhecimento importante sobre a distribuicao das ideias presentes em um texto. Por
exemplo, um subtdpico que ocorre em uma posicao intermediaria do texto pode introduzir
outro conteido relevante, que nao estd presente nos respectivos primeiros subtoépicos.
Dessa forma, considerar as caracteristicas posicionais dos itens lexicais em um subtopico
pode modelar de forma mais eficiente esse cenario. Com essa intuicao, pode-se computador
a relevancia rg, de um Sub de forma muito similar ao cdlculo da relevancia rieyicq(s)
para uma sentencga, que foi definida anteriormente, por meio da equagao rg;(s) = @ *
Yoicsuw | (Wgub), em que |Sub| indica a quantidade de itens lexicais presentes em Sub, e

w' € Sub sao todos os itens lexicais presentes no subtépico sendo avaliado.

Com as equagoes supracitadas, foram realizados experimentos em que a relevancia
de uma sentenga é dada pela soma ponderada r(s) = @ rgp(Subs)+ (1 — ot)r(s), em que
raub(Subg) é a relevancia posicional computada para o subtdépico em que s ocorre, a é
um pardmetro do algoritmo e r(s) é o valor de importancia definido para a sentenga
por meio das caracteristicas posicionais dos itens lexicais. Nos experimentos realizados, o
melhor valor de a encontrado foi de 0,6. Isso indica que as caracteristicas posicionais dos

subtépicos contribuem para essa abordagem de SAA.

No decorrer deste texto, esse método sera referenciado como Posicao F, em que F
sera substituido por Direta, Inversa, Geométrica ou Binaria conforme a funcao de ranque-
amento posicional utilizado. Para indicar a utilizacao do enriquecimento dessa abordagem

por meio dos subtépicos, serd adotada a marca +SUB.

5.1.2 Ranqueamento Posicional Otimo (OPP)

Katragadda, Pingali e Varma (2009) propuseram um método de SA em que a
relevancia de uma determinada sentenca é definida por meio de um modelo de Ranquea-
mento Posicional previamente treinado, que os autores referenciam como OPP (do inglés,

Optimal Position Policy).
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Para treinar um modelo de OPP, os autores fizeram uso de um cérpus com cole-
¢Oes textuais e respectivos sumarios para os quais foram manualmente identificados EDUs
definidas pela métrica da Pirdmide (NENKOVA; PASSONNEAU, 2004) (mais detalhes
dessa métrica foram apresentados no Capitulo 2). Com esse cenério, Katragadda, Pin-
gali e Varma (2009) definiriam que a quantidade de EDUs presentes em uma sentenga
como sua respectiva relevancia. Posteriormente, computou-se a importancia de cada po-
sicao sentencial i por meio da média dos valores de relevancia de todas as sentengas que
ocorrem na posicao i em algum texto do cérpus. E importante ressaltar que, dada a dis-
crepancia no tamanho dos textos, os autores classificaram-nos entre pequenos ou grandes

e normalizaram o resultado de forma distinta para cada categoria.

Segundo esses autores, embora simples, tal abordagem é um solido baseline para
a tarefa de SAA, que produz sumarios mais informativos do que apenas selecionar as 100
primeiras palavras do texto mais recente, que foi definido como método baseline na DUC
2007 e TAC 2008.

Neste trabalho, foram treinados dois modelos OPP por meio do cérpus CSTNews,
0 OPP-Freq e OPP-Alinhamento. A diferenca desses modelos para a proposta original
de Katragadda, Pingali e Varma (2009) é a forma com que as sentencgas sao inicialmente

valoradas para, posteriormente, identificar o valor de OPP para cada posicao sentencial.

Por meio do OPP-Freq, cada sentenca s de algum texto em uma colegao C foi pon-
derada por meio da média da frequéncia de suas respectivas palavras na colecao C. Formal-
mente, tem-se que o valor considerado para uma sentenga é dado por |1?|Zwes freq(w,C),
em que |s| é a quantidade de palavras na sentenga s, w é uma palavra presente em s, e

freq(w,C) indica a quantidade de ocorréncia da palavra w na cole¢ao textual C.

No OPP-Alinhamento, foram analisados alinhamentos semanticos entre sentencas
dos textos-fonte e respectivos sumarios nos cérpus CSTNews. Esses alinhamentos foram
manualmente identificados no corpus, cuja metodologia e detalhes do processo sao descri-
tos em (AGOSTINI; CONDORI; PARDO, 2014). Duas sentencas s € Sg,, foram alinhadas
se: (i) o conteddo de s, estd, pelo menos parcialmente, semanticamente presente em Sgyn;
e (ii) a sentenga sg,m, estd presente em um sumario que foi produzido a partir da colegao
textual em que o texto da sentenca s; ocorre. Por exemplo, no Quadro 21, sao dispostos
trechos de textos-fonte e sumarios com os respectivos alinhamentos identificados. E inte-
ressante observar que mesmo com a presenca de diferentes itens lexicais, o alinhamento
foi identificado por meio dos significados das sentencgas. Pode-se afirmar, entao, que tal
procedimento viabiliza um tipo de conhecimento linguistico muito refinado, permitindo

um calculo mais informado de ranqueamento sentencial.

Dessa forma, para treinamento do modelo OPP-Alinhamento, admitiu-se que os
alinhamentos supracitados descrevem que o contetido de alguma sentenga esta presente no

sumaério e que, portanto, essa sentenca é relevante. Assim, computou-se a relevancia das



5.1. Métodos de SAA investigados 125

Quadro 21 — Exemplo de alinhamentos sentenciais identificados entre sentencas dos textos-fonte
e sumarios no cérpus CSTNews.

’ Sentenca do sumario \ Sentenca do documento

Varios moradores e turistas nas regioes, | Na Jamaica, muitos estocaram alimen-
inclusive brasileiros, foram retirados dos | tos, agua, lanternas e velas.

locais, enquanto outros estao se prepa-
rando para a passagem do furacao.

O Brasil nao fara parte do trajeto de 20 | A tocha passara por vinte paises, mas o
paises do revezamento da tocha Brasil nao estara no percurso olimpico.

sentencas por meio da quantidade dos respectivos alinhamentos identificados no corpus.

Apos calcular o valor de relevancia para cada sentenca no corpus, tanto para o
OPP-Freq quanto para o OPP-Alinhamento, computou-se a relevancia de cada posicao

sentencial pelo mesmo procedimento adotado pelo OPP.

5.1.3 Fator de Novidade (NF)

A métrica de Fator de Novidade (NF, do inglés Novelty-Factor) (VARMA et al.,
2009) é uma abordagem de ranqueamento de sentengas que visa identificar conteido
atualizado baseada na diferenca de vocabulario presente nos textos-fonte de um grupo
Ac (mais antigos) e B¢ (mais recentes) de uma mesma colegdo C. Por meio do NF, a
pontuacao de uma sentenca s é definida pela equagdo a seguir, em que w é uma palavra
que ocorre em s, e |w € Dx| indica o nimero de textos no grupo textual X (A¢ ou B¢) em

que a palavra w ocorre.

1
51

y w e Dy (5.1)

NF (s
( ) w€s|W€DA|+|DB|

Como pode ser observado na formulagao supracitada, uma sentenca com alto valor
de NF é aquela que possui proporcionalmente (pois o valor de NF computado para uma
sentenga é normalizado pelo seu respectivo tamanho) mais palavras frequentes nos textos

do grupo B¢ em relacao ao grupo Ac.

A abordagem definida pelo NF é uma maneira simples e veloz de identificar o nivel
de atualizagdo de uma sentenca, baseando-se na ideia de que contetido atualizado é aquele
que nao ocorreu previamente. Entretanto, o NF considera apenas informacoes presentes
nos textos-fonte e nao verifica se palavras que ocorrem em um mesmo documento possuem
diferentes niveis de atualizacao. Por exemplo, mesmo que duas palavras distintas ocorram
em um mesmo conjunto de textos-fonte, sejam eles do grupo A¢ ou B, elas podem indicar

diferentes niveis de relevancia ou atualizacao considerando o assunto presente nos textos.

Dadas as caracteristicas supracitadas, foi proposta a utilizagdo de subtopicos para

enriquecer a abordagem de NF, conforme indicado na equagdo a seguir, em que Suby
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indica o conjunto de subtépicos presentes em um grupo textual X (A¢ ou B¢) da cole¢ao
C. Dessa forma, o NF ¢ alterado de forma a considerar a diferenga de vocabulario existente
entre os subtopicos que compoem o assunto principal dos textos-fonte dos grupos A e B.
Dessa forma, mesmo que duas palavras distintas ocorram em um mesmo conjunto de

textos-fonte, podem-se identificar diferentes niveis de atualizacao.

1 lwe Subp|
s \w € Suby |+ |Subgl|

NFsub(S) (52)

we s

5.1.4 Métodos baseados em grafos

Algoritmos para a tarefa de SA que fazem uso de alguma estrutura de grafo sdo
amplamente utilizados na literatura. Pode-se citar os trabalhos de Erkan e Radev (2004),
Leskovec, Milic-Frayling e Grobelnik (2005), Lin e Kan (2007), Li, Du e Shen (2011),
Ribaldo et al. (2012), Li, Du e Shen (2013). Com relagdo ao conhecimento dos autores
deste trabalho, o resultado mais expressivo no contexto da SAA por meio de algoritmos
baseados em grafo foi alcangado pela investigacdo de Wenjie et al. (2008), na qual foi

proposto o método Positive and Negative Reinforcement (PNR?).

No método PNR?, inicialmente, um grafo G(V,E) é construido para modelar uma
cole¢do de documentos, sendo que cada vértice v € V representa uma sentenca dessa cole-
¢do; e cada aresta a € E entre dois vértices (duas sentengas) ¢ valorada com a respectiva
similaridade sentencial calculada por meio da métrica do Cosseno (SALTON; WONG;
YANG, 1975). Além disso, defini-se G como um grafo completo, em que cada vértice
v; € V possui uma aresta para todos os demais vértices v; €V com i# j. Com a compo-
sicao de um grafo que modela os textos-fonte, sao definidas pontuagoes aleatérias, com
valores entre 0 e 1, para cada sentenca. Posteriormente, por meio de um estagio de otimi-
zagao, essas pontuacoes sao atualizadas por meio de reforgos positivos e negativos entre
as sentencas, tal que um reforco positivo ocorre somente entre duas sentencas que estejam
presentes em um mesmo grupo de textos Ac ou B¢ de uma colecao C. Por outro lado, um

reforco negativo ocorre entre sentengas que estao presentes em grupos diferentes.

Esses reforcos, ou relagoes sentenciais, indicam o mecanismo que o algoritmo em-
prega para atualizar a pontuacao entre duas sentencas, compartilhando suas pontuacgoes
conforme a respectiva similaridade entre elas e um parametro positivo B ou negativo «,
conforme o tipo de relagao sentencial. Dessa forma, uma sentenca com alta pontuacao
indica que essa ¢ mais similar a sentencas que ocorrem em textos do grupo B¢ e dissimilar

com aquelas do grupo Ac.

Formalmente, PNR? define uma matriz de adjacéncias M, em que M; ; indica a
similaridade entre as sentencas s; e s;, em que m;; = 0. Posteriormente, cada célula de

M é multiplicada por o ou B conforme as restrigoes positivas e negativas apresentadas
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anteriormente. Dessa forma, a matriz M armazena as rela¢oes positivas e negativas entre
todas as sentengas presentes nos grupos Ac¢ e Be. Cada peso/valor sentencial é ajustado
por meio de um procedimento de otimizacao iterativo, que é definido pela equacao a

seguir, em que Rf? indica a pontuacgao da sentenga s; previamente calculada na iteracao de
(k+1)

ndimero k, R; representa a pontuacao da sentencga s; sendo calculada, ﬁ ¢ a relevancia
da sentenca s; para uma determinada consulta do usuério (quando nao disponivel, pode-se

usar o valor 1), e a;j € 0 peso (positivo, ou negativo) entre as sentencas s; e s j-

R = L= T agk ) - ¥ ak) (5.3)
ij j<i j>i

A atualizacao dos pesos das sentencgas ocorre até a convergéncia do modelo ou até

que o numero de iteracbes maximas definido tenha sido alcancado. A convergéncia pode
ser verificada pela diferenca & entre a alteracio dos pesos em Rl e RK, de forma que o
algoritmo termina quando o valor de  for menor que um determinado parametro previa-
mente estipulado. Portanto, o algoritmo pode finalizar sua execug¢ao quando nao ha uma
alteracao significativa entre os pesos das sentencas. Neste trabalho, foram definidas condi-
¢oes de parada quando 8 < 0,001 e niimero maximo de iteragoes igual a 1000. Ressalta-se

que no artigo original dos autores do PNR?, esses pardmetros nio sao apresentados.

Como pode ser observado pela descricdo do método PNR?, o algoritmo considera
apenas relacoes entre pares sentenciais, que podem ser positivas ou negativas conforme os
textos em que essas sentengas ocorrem. Dessa forma, visando a utilizacdo de informacao
discursiva na modelagem textual proposta pelo método PNR?, foi proposta inicialmente
a utilizacio de subtépicos, que serd posteriormente referenciada como PNR?*4SUB, por
meio da ideia de que se duas sentencas possuem uma relagdo positiva por ocorrerem em
um mesmo tipo de grupo textual (A¢ ou Bc), as relagbes entre sentengas presentes em
um mesmo subtopico devem ser maiores, pois essas pertencem a um mesmo assunto que
compoe a ideia principal de um texto. Para tanto, o preenchimento da Matriz M ¢é dado

pelas seguintes restrigoes, em que sub(s;) indica o subtépico em que s; esta presente:

0, sei=]
Mli[j] =41, se sub(s;) = sub(s;) (5.4)
cosseno(s;,sj), caso contrario
Ressalta-se que nao foi utilizado um valor maior do que 1 para representar o reforco

positivo entre sentencgas presentes em um mesmo subtopico. Essa restricao foi necesséaria

para garantir a convergéncia do modelo de otimizagao.

Durante a etapa de otimizacao para utilizacao dos subtopicos, foram empregados
os valores dos parametros @ = —0,5 e B = 1, que também foram utilizados nos experi-

mentos reportados em (WENJIE et al., 2008). Assim, de forma similar ao algoritmo PNR?



128 Capitulo 5. Métodos de Sumarizagio de Atualizacdo Investigados

original, a aplicacao proposta de subtopicos também assume que uma boa sentenga para
o sumario é aquela mais similar com sentengas dos textos do conjunto B¢ e dissimilar com
sentencas do conjunto Ac. Além disso, admitindo que o peso da aresta entre sentencas de
um mesmo subtépico € 1, sentengas com pontuagoes altas contribuem para incrementar o
peso das demais sentencgas em seu respectivo subtopico. Dessa forma, espera-se que, apés
a convergéncia do modelo, as sentencas dos subtopicos mais relevantes para a colecao de

textos-fonte também sejam identificadas.

Tendo em vista que as relagoes discursivas multidocumento do modelo CST po-
dem ser modelas por meio de um grafo, foi proposta uma adaptacao do algoritmo PNR?,
referenciada como PNR2?+CST, para utilizacdo de relacoes CST em vez da similari-
dade sentencial computada por meio da métrica do Cosseno. Para tanto, inicialmente
foram identificadas as relacoes discursivas CST nos textos-fonte por meio do CSTParser!
(MAZIERO; PARDO, 2012), que é um parser discursivo do estado da arte para a lingua

Portuguesa.

Apos a identificagao das relagbes CST entre os pares sentenciais dos textos-fonte
de cada colecao C, para utilizagao do algoritmo de otimizacao para atualizacao dos pesos
das sentencas empregado no PNR?, cada relacdo discursiva identificada é alterada por um
respectivo valor numérico, que indica o peso da respectiva relacao entre duas sentencas.
Esses pesos foram definidos empiricamente e sdo dispostos no Quadro 22. Como pode ser
observado, foram definidos valore positivos e negativos para serem utilizados quando as
sentencas ocorrem em colegoes textuais iguais ou distintas, respectivamente. Por exemplo,
a relacao Fquivalence, que indica que duas sentengas possuem conteido similar, foi defi-
nida com os valores de 0,8 (reforco positivo) e -1 (refor¢o negativo). Aqui, é importante
também notar que esse tipo de informacao discursiva é muito mais refinado do que a
utilizagao de apenas a métrica do Cosseno. Por exemplo, uma vez que a métrica do Cos-
seno identifica o nivel de similaridade sentencial por meio dos itens lexicais em comum,
duas ou mais sentencas podem apresentar conteiido muito similar e serem compostas por
itens lexicais distintos. Além disso, algumas informacoes relevantes para a SAA, como
fluxo temporal ou nivel de contradi¢ao entre pares sentenciais, nao sao identificadas. Por
outro lado, por meio da CST, tem-se a relacao Historical-background e Follow-Up, que

identificam um tipo de conhecimento muito pertinente no cenario da SAA.

Para utilizacdo das relacdes CST em conjunto com o método PNR?, tendo em
vista que essa informacgao discursiva modela um tipo de conhecimento muito refinado e
que foram definidos pesos numeéricos para cada relagdo CST, omitiram-se os parametros
e B (considerados com valor igual a 1) para multiplicar esses pesos para compor a matriz

M, que é usada no algoritmo de otimizacio definido pelo PNR?2.

I Neste trabalho, foi utilizado a versao desktop dessa ferramenta, que estd disponi-

vel para download na seguinte URL: <http://www.icmc.usp.br/~taspardo/sucinto/files/
CSTParser-20standalone.rar>
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Quadro 22 — Pesos empiricamente definidos para relagdes CST visando a utilizagao dessa infor-
macao discursiva no método PNR2.

Ocorre em Colecao
Relagoes CST Igual Diferente

Identity 1 -1
Equivalence 0.8 -1
Summary 0.9 -1
Subsumption 0.7 -0.9
Overlap 0.6 -0.5
Historical-background 0.4 -1
Follow-up 0.6 -0.2
Elaboration 0.5 -0.1
Contradiction 0.5 -0.1
Clitation 0.3 -0.8
Attribution 0.3 -0.8
Modality 0.4 -0.8
Indirect-speech 0.2 -1
Translation 0.2 -1

Além das propostas de aplicacao de subtépicos e relacdes CST ao PNR?, admitindo-
se que essas informagoes podem ser complementares, investigou-se também o uso desses
dois conhecimentos linguisticos em conjunto, que sera referenciada com PNR?4+SUB+CST.
Para tanto, foram utilizadas as relagoes CST e os respectivos pesos como arestas no grafo
que modela os textos-fonte. Porém, as arestas entre sentencgas que pertencem a um mesmo

subtépico foram ponderadas com o valor 1.

Além das investigagoes supracitadas que almejam incorporar diferentes conheci-
mentos linguisticos ao método PNR?, foram também realizados experimentos com o algo-
ritmo PageRank (BRIN; PAGE, 1998), de forma similar como apresentado no trabalho
de Wenjie et al. (2008). Para tanto, foram utilizados os mesmos procedimentos anteriores
para criagdo de um grafo G(V,A) a partir de uma colegao de textos-fonte, bem como as

restrigoes para incorporar os conhecimentos de subtépicos e CST.

De forma semelhante aos experimentos de Wenjie et al. (2008), foram investigadas
duas configuragoes do algoritmo PageRank, o PageRank(B) e PageRank(A+B). Na
primeira, um grafo para representacao textual é construido a partir de todas as sentencas
presentes nos textos-fonte do conjunto B¢, somente. Por outro lado, na segunda configu-
ragao, todas as sentencas dos textos dos grupos Ac e B¢ sao utilizadas para compor o
grafo. Contudo, ressalta-se que no contexto da SAA, o sumario produzido pelos métodos

¢é constituido de sentencas advindas somente de textos do conjunto Bc.
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5.1.5 KLSum

KLSum é uma abordagem de SA que faz uso da divergéncia de Kullback-Leibler
(KL), que tem sido amplamente investigada em trabalhos de SA, tais como Haghighi e
Vanderwende (2009), Wang et al. (2009), Castro Jorge e Pardo (2011), Delort e Alfonseca
(2012). Primeiramente, métodos de SA baseados no KLSum aprendem uma distribuigao
de elementos alvo T a partir de uma colecao de textos-fonte e, posteriormente, definem
que um bom sumario é aquele cuja distribuigdo S seja a mais préxima (menos divergente)
aT.

Comumente, os elementos computados por meio dessa abordagem sao n-gramas, de
forma que T e S representam a distribuicao de probabilidades de cada n-grama w presente
nos textos-fonte e sumario, respectivamente. Inicialmente, para se calcular a distribuicao

T a partir de uma colegao de textos-fonte C, define-se pT(w) para cada w presente em

f(w.C)
4
e |[V| é o tamanho do vocabulario. Posteriormente, por meio dessa modelagem, pode-se

um vocabulario fixo V como , em que f(w,C) indica a frequéncia de w na colegao C;
também representar o contetido dos sumarios sendo produzidos. Para tanto, basta utilizar
o mesmo vocabulario V e computar a probabilidade de cada palavra sob o contetido do

Sumario.

Uma vez definida a distribuicdo T, um sumario pode ser produzido a partir de
um subconjunto de sentencas Sx dos textos-fonte que satisfagam as restrigoes de tamanho
do sumério de forma que a respectiva distribuicao S seja a mais proxima a T por meio
da equacao a seguir, em que T ¢ um fator de suavizacao frequentemente empregado para

impedir divisao indefinida por zero.

pT(w)

S = ing KL(T,S) = T(w) log————
argming KL(T.8) = Y pT(w) log ¢

weV

(5.5)

Tendo em vista que a formulagao supracitada implica na anélise de todos os subcon-
juntos vélidos (dada as restrigdes de tamanho do sumadrio) de sentencas dos textos-fonte
para compor o sumario, e que tal procedimento exige muito tempo computacional, mé-
todos de SA por meio dessa abordagem frequentemente empregam um algoritmo guloso.
Dessa forma, a equagao anterior é utilizada iterativamente, de forma que apenas uma
sentenca ¢ selecionada para o sumario em cada passo da execug¢ao. Em outras palavras, a
cada momento, o algoritmo identifica a sentenga que mais aproxima a distribui¢do S do

sumario a distribuicao alvo T.

Neste trabalho, visando incorporar conhecimento de subtopicos ao KLSum, foram
empregadas duas propostas diferentes, o KLSum-Sub e KLSum-E, que computam a

distribuicao alvo a partir dos subtépicos presentes nos textos-fonte.

Para o KLSum-Sub, assumiu-se que cada subtopico de um texto indica uma porg¢ao
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da ideia principal descrita em toda a colecao de textos-fonte. Dessa forma, foi proposta a
producao de sumarios em que as respectivas sentencas melhor representam a distribuicao
dessas ideias. Para tanto, a formulacao anterior do KLSum foi alterada, de forma que
a distribuicao de probabilidades dos n-gramas de um vocabulario V foi computada por
meio dos subtopicos e nao mais a partir dos textos. Essa formulacao pode ser observada a
seguir, em que: Sub corresponde ao conjunto de todos os subtépicos que ocorrem em uma

determinada colecao de textos-fonte e ¢; ¢ um subtépico desse conjunto.

1
| Sub|

pT (w) Z lif wecjelse 0 (5.6)

c¢jinSub

Na segunda proposta para incorporar subtépicos ao método KLSum, referenciada
como KLSum-E, assumiu-se que: (i) a ideia principal M de uma cole¢ao de textos é
modelada por um conjunto sub-ideias m € M, que, juntos, a compoe; cada subtopico
¢ € Sub indica a existéncia de alguma ideia m; e que |Sub| < |M|, consequentemente, assume-
se que uma mesma ideia m pode ocorrer em um ou mais subtépicos. Além disso, foi definido
que cada subtépico, de forma similar a uma colegao de textos, pode ser também modelado

como uma distribui¢do de probabilidades a partir de um vocabulédrio V definido.

Dadas as defini¢oes supracitadas, pode-se computar a probabilidade para cada
subtopico ¢ € Sub como uma estimativa de cada sub-ideia que compoe o tema principal
da colecao de textos. Dessa forma, o método KLSum-E, por meio da equagao a seguir,
computa a distribuicdo alvo T por meio da estimativa dessas ideias em vez de palavras,
usando a probabilidade de cada subtopico como uma aproximacgao das ideias presentes

nos textos pT(c).

PT(c) = ,71| Y flwic) (5.7)

w;inV

Adotando a formulagao anterior, deve-se também modelar a distribuicao pS do su-
mario como uma aproximagao da distribuicao de ideias. Assim, se Sub ~ M, a distribuicao
do sumario pode ser computada por meio da probabilidade de suas respectivas sentencas

que ocorrem em uma determinada ideia, conforme a equagao a seguir:

S =Y fw.S)  flwc) (5.8)

wev 1S c]

Dessa forma, pode-se utilizar a equacao a seguir para calcular a divergéncia KL
por meio de um algoritmo guloso, visando aproximar o sumario a distribuicao alvo, que,

nesse momento, estima a quantidade de sub-ideias que compoem o tema principal dos
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textos-fonte:

KL(T,S) = T(c) lo
(T.8)= ¥ pTie) log g

5.1.6 Modelo baseado em distribuicao de tépicos

Modelos de representagao de tépicos por meio de diferentes abordagens, como
LSA (Latente Semantic Analyis) e LDA (Latent Dirichlet Allocation), foram investigados
em diferentes tarefas da SA, em que se podem citar os trabalhos de (REEVE; HAN,
2007; STEINBERGER; JEZEK, 2009; HUANG; HE, 2010; LI et al., 2012; DELORT;
ALFONSECA, 2012). No ambito da SAA, o trabalho com resultados mais pertinentes
foram alcancados por meio do sistema DualSum que, foi proposto por Delort e Alfonseca
(2012). O DualSum é uma extensao introduzida no modelo de SA multidocumento baseado
em topicos do TopicSum (REEVE; HAN, 2007). Segundo os autores, essa ampliagdo do

modelo permite o tratamento mais eficiente dos desafios existentes na tarefa de SAA.

No DualSum, a partir de uma cole¢ao textual C com dois grupos de textos, Ac
(textos antigos) e B¢ (textos mais recentes), o algoritmo aprende um modelo de distribui-
cao de tépicos latentes similares a formulacao de LDA. Posteriormente, de forma similar
ao algoritmo KLSum apresentado na secao anterior, um sumaério é produzido de forma
que sua distribuicao de topicos seja similar a distribui¢do aprendida a partir da colecao

textual.

Inicialmente, cada texto é representado como uma bag-of-words e cada palavra é
associada a um topico latente. Na proposta do DualSum, sao definidos os quatro seguintes
tipos possiveis de topicos: ¢€, que representa um tépico geral, para identificar palavras de
uso comum; ¢, que representa um tépico relevante para um determinado texto d de uma
colecio textual C; por fim, ¢4¢ e ¢B¢, que sao os tépicos considerados importantes para
os grupos textuais Ac e Bc, respectivamente. Aqui, é importante ressaltar que a partir
de um texto no grupo B¢, pode-se identificar todos esses possiveis topicos, uma vez que
o contetdo nos textos do grupo B¢ sao relacionados as informagoes existentes no grupo
Ac. Porém, a partir de um texto da colecdo Ac, nao é possivel aprender um topico do
tipo ¢5¢. Dessa forma, visando a producdo de bons sumarios de atualizacdo, o DualSum
almeja produzir sumarios cuja distribuicio de tépicos é mais direcionada a ¢5¢ do que
pAc.

Por meio da modelagem de SAA empregada pelo método DualSum, foram propos-
tos dois métodos de SAA baseados em informacoes de subtépico. Na primeira abordagem,
referenciada como DualSum+SUB, admitindo-se que um subtoépico encapsula uma in-
formagao discursiva mais pontual em relagdo ao assunto presente nos textos-fonte, foi

alterado o tépico ¢ para ¢“*=°¢ em que sub é um subtépico de um determinado do-
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cumento d em uma colecao c. Em outras palavras, alterou-se o DualSum para aprender
uma distribuicao de topicos por meio dos subtopicos em vez de aprender a partir dos

respectivos textos. Ressalta-se que foram mantidos todos os demais topicos ¢€, ¢B¢ e ¢pA°.

5.1.7 Método Ensemble

Como apresentado nas secoes anteriores, investigaram-se diferentes técnicas de
SAA, que requerem diferentes niveis de processamento computacional e baseiam-se na
andlise de distintas caracteristicas textuais para identificar as sentencas mais relevantes
para o sumario. Nesse cendario, tendo em vista essa variabilidade, pode-se combinar algu-
mas dessas abordagens por meio de um método Ensemble, de forma que a identificacao
das sentencas para o suméario ocorra apés a andlise de caracteristicas distintas dos textos-

fonte.

Para composi¢ao do Ensemble, utilizou-se os métodos baseados em Carateristicas
Posicionais (5.1.1), Fator de Novidade (NF, 5.1.3) e os métodos baseados em grafos (5.1.4).
Esses métodos foram adotados por serem de abordagens variadas e por requererem baixo
custo computacional, em relacao aos métodos KLSum e DualSum. Além disso, tais méto-
dos admitem pontuacoes de relevancia para cada sentenca candidata para o suméario. Por
exemplo, o método PNR?computa valores para cada sentenca apés um procedimento de
otimizacao, Por outro lado, no método NF, cada sentenca recebe uma pontuacao por meio
de um equacionamento baseado na diferenca de vocabulério entre os textos mais recentes
e antigos. Além disso, para esses dois métodos, assim como os demais selecionados para
o Ensemble, definem-se que valores de pontuagao mais elevados indicam sentencas mais

relevantes.

Dados os métodos supracitados, bem como suas caracteristicas para selecao de
sentencas, optou-se por desenvolver um método Ensemble baseado em soma de valores.
Assim, cada sentenca s é ranqueada pela soma das respectivas pontuacoes computadas
por cada método no Ensemble. Para tanto, utilizou-se a seguinte equagao rankepsempie(s) =

Y m;(s), em que m; indica o i-ésimo método que compde o Ensemble.

A cada iteragao do algoritmo, todas as sentencas dos textos-fonte, que ainda nao
foram selecionadas para o sumario, sao ranqueadas por meio da equagao anterior e, poste-
riormente, a sentenga com maior pontuagao (maior valor de rankensempie(s)) € direcionada
para o sumario. Contudo, é importante salientar que os métodos selecionados possuem
escalas de valores variadas para ranquear as sentencas. Por exemplo, os métodos baseados
em caracteristicas posicionais assumem um valor de relevancia igual a 1 para a primeira
ocorréncia de uma sentenga ou item lexical em um texto-fonte, porém, decrementam esse
valor para as demais ocorréncias de forma mais suave ou abrupta conforme a proporg¢ao
utilizada (vide as propor¢oes Direta, Inversa, Geométrica e Binaria na Se¢ao 5.1.1). Por

outro lado, por meio do método NF, a sentenca melhor ranqueada nao necessariamente
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tera pontuacao igual a 1. Assim, tendo em vista que essa variacao de intervalos poderia
privilegiar alguns procedimentos de ranqueamento, optou-se por normalizar os valores de
pontuacgao computados por cada método m; individualmente entre valores de 0 a 1. Assim,
garante-se que em cada passo de execucao, a sentenca melhor ranqueada por cada mé-
todo, tera a maior pontuacgao respectiva e que tal pontuacao serd equivalente aos demais

métodos.

5.1.8 Uso de entidades nomeadas

Alguns métodos apresentados anteriormente, como o Fator de Novidade (NF),
KLSum e DualSum, empregam algum tipo de processamento de vocabulario presente nos
textos-fonte, visando identificar as sentencas mais relevantes para o sumario. Por exemplo,
no método NF, analisa-se a diferenga de vocabulario nos textos do grupo Ac e B¢ de uma
colecao textual C. Por outro lado, o DualSum associa tépicos latentes a cada n-grama de

um vocabuléario pré-definido.

Em geral, o procedimento para identificacdo de um vocabulario a partir de uma
colecao textual se resume na tokenizagao, normalizacao e filtro dos itens lexicais de cada
sentenca. Por exemplo, comumente, os sinais de pontuacoes e stopwords sao desconside-
rados e os itens lexicais remanescentes sao utilizados com ou sem normalizacao, como
radicalizagao ou lematizacao. Dessa forma, algumas informacgoes semanticas importantes
podem ser desconsideradas, como a presenca de entidades nomeadas, que sdo cadeias

lexicais que referenciam entidades como pessoas, lugares, organizagoes, etc.

Dado o cenario supracitado, foi proposta a utilizacao de Entidades Nomeadas
(EN) durante o procedimento de identificagdo do vocabulario de uma colegdo textual.
Para tanto, inicialmente, os textos-fonte foram processados por meio um identificador
automatico de EN e, posteriormente, as cadeias de entidades foram considerados itens
lexicais tinicos. Por exemplo, no trecho “As Olimpiadas do Rio de Janeiro..” ’, por meio
da andlise de n-gramas com n = 1, haveriam 6 itens lexicais (considerando-se as stopwords),
de forma que a cadeia “Rio de Janeiro”, que referencia uma entidade do mundo real (a
cidade Rio de Janeiro), seria considerada uma sequéncia de trés itens lexicais isolados.
Assim, por meio da abordagem proposta, essa cadeia é considerada uma entrada tinica no

vocabulario sendo identificado.

Ressalta-se que, no decorrer deste texto, serd utilizada a marcacdo +EN para
identificar os métodos investigados para os quais foi adicionada essa abordagem para in-
corporar Entidades Nomeadas no procedimento de cria¢ao/analise do vocabulério presente

em um texto-fonte.

Neste trabalho, foram utilizadas duas ferramentas para extragao de entidades no-

meadas, sendo uma para a lingua Portuguesa e outra para o idioma Inglés. Para o pri-
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meiro idioma, foi utilizado o extrator de EN desenvolvido no grupo de pesquisa LIAAD?,
que ¢é vinculado a Universidade do Porto. Para a lingua inglesa, foi utilizado o modelo
de etiquetagem morfo-sintatica do Parser da Universidade de Stanford estendido para a
identificacdo de Entidades Nomeadas, que esta disponivel no pacote de desenvolvimento

NLTK para a linguagem Python.

5.1.9 Identificacao e remocao de conteudo redundante

Um bom método de SA deve produzir sumérios sucintos que, preferencialmente,
sejam constituidos por informagcao nao redundante. Entretanto, com exce¢ao dos métodos
baseados em modelos gerativos, como o KLSum e DualSum, as abordagens de sumarizacao
apresentadas anteriormente nao eliminam o conteido redundante intrinsecamente. Assim,
para esses métodos, foi empregado o mesmo procedimento para remocgao de redundancia

que adotado por Ribaldo et al. (2012), que seréd descrito a seguir.

Pelo método supracitado, somente sentencgas consideradas nao redundantes em
relagao ao conteido do sumario sao utilizadas. Para tanto, descartam-se as sentengas can-
didatas cuja similaridade para com alguma sentencga ja inserida no sumério seja maior que
um limiar de redundancia previamente definido. Como métrica de similaridade sentencial,
foi adotada a métrica do Cosseno (SALTON; WONG; YANG, 1975), que é amplamente
utilizada na literatura. Por meio dessa métrica, pode-se obter um valor entre 0 e 1 que
indica a similaridade entre duas sentengas, de forma que essa similaridade é diretamente

proporcional ao valor computado.

Comumente, o limiar de redundancia ¢é definido empiricamente. Contudo, segundo
a abordagem de Ribaldo et al. (2012), defini-se esse valor dinamicamente para cada colegao
textual por meio da média entre o valor do Cosseno entre todos os respectivos pares
sentenciais. Dessa forma, tem-se que o limiar mais flexivel a diferentes contextos. Por
exemplo, o limiar calculado para uma cole¢ao com textos muito similares sera maior do

que em conjuntos textuais muito distintos.

E importante ressaltar que para a producio de sumérios de atualizacio, definiu-se
que uma cole¢ao textual C é constituida por dois conjuntos de documentos, referenciados
como Ac e Be. Além disso, uma vez que se almeja produzir um sumaério a partir do conjunto
B¢ admitindo-se que o leitor conhece o contetiddo em A¢, somente as sentencgas presentes
em B¢ foram consideradas para computar o limiar de redundéancia pelo procedimento

descrito anteriormente.

2 Laboratory of Artificial Intelligence and Decision Support, cujo site esté disponivel em <http:

//www liaad.up.pt/>
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5.2 Sumarizacao compressiva

Tendo em vista que foram investigados diversos métodos de SAA, foi proposta
uma Arquitetura de Sintese Compressiva, em que a etapa de producao do conteudo para
o sumario ¢ desacoplada das demais fases da SA. Dessa forma, pode-se empregar tal

arquitetura em diversos métodos de SA baseados na Sintese Extrativa.

Na Figura 9, é apresentada a arquitetura proposta, que é composta pelos seguin-
tes trés moédulos principais: Selecao, Compressao e Sintese. No primeiro, pode-se adotar
qualquer método de SA cuja execucao seja iterativa, ou seja, um método que seleciona
apenas uma sentenca para o sumario em cada etapa de execugdao. Apos essa selecao, no
Médulo de Compressao, geram-se algumas versoes comprimidas das sentengas candida-
tas. Posteriormente, no modulo de Sintese, identifica-se a sentenca mais adequada para o

sumario, que pode ser a sentenca original ou alguma respectiva versao comprimida.

e m E E E E e e e e e e ... s E-E--—--—-—-—- ~
1 1
' Y
]
| }i Selecéo Compress&o Sintese ]I ¥»|  Sumario
1
4 1
1
1

Figura 9 — Arquitetura de Sintese Compressiva proposta.

Pode-se observar que, apos a adigao de uma sentenca ao sumario, seja ela compri-
mida ou nao, o contetiido do sumario ¢é direcionado ao primeiro modulo. Isso é necessario,
pois alguns métodos de SA, como o KLSum e DualSum, analisam as informacoes do

sumario sendo produzido para selecionar as proximas sentencas que o comporao.

Para o modulo de Compressao, adotou-se o melhor método de Compressao Sen-
tencial (CS) apresentado no Capitulo 4, que faz uso do algoritmo CRF. Ressalta-se que
os métodos de CS investigados neste trabalho comprimem uma sentenca constituida por
n itens lexicais apos n decisoes, de forma que, em cada decisao i, o método determinada
se o i-ésimo item lexical deve ser removido ou nao. Formalmente, para uma sentenca de n
itens lexicais, o método produz uma resposta I' com n valores, em que cada I'; corresponde
a decisao do algoritmo para o i-ésimo item lexical. Além disso, por simplificagdo, pode-se
considerar que uma resposta I'; pode ser valorada como 1 ou 0, para indicar que um item

lexical deve ser removido ou nao, respectivamente.

Com as caracteristicas supracitadas, tem-se que apds a identificacao e remocao de
todos os itens lexicais demarcados como “1” (ou seja, os itens lexicais que forma classifi-
cados como “pode ser removido” pelo modelo compressivo) na sentenga sendo processada,
sera produzida a menor versao comprimida identificada pelo método de CS. Contudo, em

alguns cendrios pode ser interessante que duas ou mais versdes comprimidas diferentes
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possam ser analisadas. Assim, a partir de uma resposta I' de um método de CS, definiu-se
que a sentenca pode ser interpretada como um conjunto de Blocos de Permanéncia ou
de Remocao. Cada bloco é constituido por uma sequéncia de itens lexicais que foram
identificados como sendo da mesma classe (0 ou 1). Por exemplo, um Bloco de Remogao
é composto por itens lexicais que ocorrem sequencialmente na sentenca de entrada e que
foram todos demarcados como “1”. Dessa forma, definiu-se que se pode comprimir uma
sentenca por meio da remocao iterativa de cada bloco. Assim, tem-se uma nova versao

comprimida apods a remocao de cada bloco.

No Quadro 23, é exemplificado o procedimento supracitado para produzir diferen-
tes versoes comprimidas para uma mesma sentenga por meio dos métodos de CS inves-
tigados neste trabalho. Pode-se observar que o método de CS identificou 6 itens lexicais
que podem ser removidos, que estao demarcados em negrito. Com essa saida do método
de compressao, podem-se agrupar 3 Blocos de Remocao para a sentenca de entrada. As-
sim, a primeira versao comprimida ¢é resultado da remocao do primeiro bloco somente.
Posteriormente, remove-se o segundo bloco, e assim sucessivamente, para a geracao das

demais versoes comprimidas.

Quadro 23 — Exemplo de composicao de diversas versdes comprimidas adotada neste trabalho.

Original: | O iPad chega a Portugal em seis versoes com o preco a variar entre
499 e 799 euros.

Versao 1: | O iPad chega a Portugal com o preco a variar entre 499 e 799 euros.
Versao 2: | O iPad chega a Portugal com preco a variar entre 499 e 799 euros.
Versao 3: | O iPad chega a Portugal com preco entre 499 e 799 euros.

Apods a execucao do Médulo de Compressao, tem-se um conjunto de sentencas can-
didatas para o sumario, que é constituido pela sentenca original extraida do texto-fonte e
todas as versdes comprimidas dessa sentenca que foram geradas pelo procedimento supra-
citado. Contudo, para gerar o sumario, apenas uma dessas sentengas deve ser selecionada.
Essa tarefa é executada pelo Médulo de Sintese, em que todas as sentencas candidatas

sao analisadas em conjunto com o sumario visando identificar aquela mais adequada.

Como algoritmo para o médulo de Selecao, foi investigado o método de selecao de
sentencas adotado pelo KLSum (descrito na Secao 5.1.5). Esse algoritmo identifica uma
distribui¢ao de contetido T a partir dos textos-fonte (computada por meio da probabili-
dade de n-gramas nos documentos) e almeja produzir sumarios com uma distribuicao S
que seja a mais proxima ao conteido dos textos-fonte. Dessa forma, acredita-se que a apli-
cacao desse algoritmo possa verificar qual a sentenca mais adequada para o sumario, em
relacdo ao seu conteudo, e desconsiderar sentencas agramaticais, pois o modelo gerativo

gerado a partir dessas sentencas pode se afastar da distribuicao alvo.

Para aplicacao do KLSum em nossa Arquitetura Compressiva, inicialmente, todas

as sentencas candidatas, que sao geradas no modulo de Compressao, sao analisadas pelo
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algoritmo adotado. O método verifica qual sentenca, que ao ser inserida no sumaério, ira
aproximar sua respectiva distribuicao S a distribuicao de contetdo T, que foi previamente
calculada. Uma vez identificada a melhor candidata, o método de SA adotado pode inseri-

la no suméario sendo produzido.

Visando a investigacao de abordagens mais ou menos restritivas com relagdao ao
uso das sentengas automaticamente comprimidas, foram propostas também algumas con-

figuragoes diferentes para a arquitetura proposta, como descrito a seguir:

e 1Comp: na etapa de Sintese, consideram-se apenas a sentenga original (extraida

dos textos-fonte) e a menor versao comprimida;

« +Comp: na etapa de Sintese, consideram-se a sentenca original e todas as versoes

comprimidas geradas por meio do procedimento descrito anteriormente;

e OnlyComp: semelhante a configuracao anterior, contudo a sentenca original do

texto-fonte nao é considerada uma candidata para o sumario.

Pode-se observar que as duas primeiras configuragoes apresentadas podem, eventu-
almente, conforme o resultado do médulo de Sintese, adicionar alguma sentenga extraida

do texto-fonte no sumario. Contudo, isso nao ocorre na configuragdo OnlyComp.

5.3 O cérpus CSTNews-Upate

O corpus CSTNews-Update é uma configuragao diferente do corpus CSTNews
(ALEIXO; PARDO, 2008; CARDOSO et al., 2011), que foi proposta neste trabalho e
viabiliza a investigacdo de métodos de SAA para a lingua Portuguesa. Ressalta-se que o
corpus CSTNews foi amplamente empregado em investigagoes para SA mono e multido-
cumento, sobretudo, por meio de abordagens linguisticamente guiadas, como os trabalhos
de (RINO et al., 2004; MARGARIDO et al., 2008; Castro Jorge, 2010; RIBALDO et al.,
2012; CARDOSO, 2014; RIBALDO; CARDOSO; PARDO, 2016).

Como apresentado no Capitulo 2, o corpus CSTNews possui 50 colegoes textuais
com 2 ou 3 textos jornalisticos relacionados por assunto. Partindo dessa estrutura, foram
definidos cenarios adequados as restrigoes presentes nos cérpus das conferéncias DUC e
TAC, em que cada colegao textual C possui dois grupos, referenciados como A¢ e Bg,
de forma que um sumario de atualizacao deve ser produzido a partir dos textos em B,
admitindo-se que o usudrio/leitor conhece os textos do outro grupo. Para tanto, foram
definidas 59 colegoes textuais no corpus CSTNews-Update por meio de duas propostas,
uma intracolec¢ao e outra intercolecao, de forma que sempre existam dois ou mais textos

nos grupos B¢ de cada colegao, com objetivo de manter o contexto multidocumento du-
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rante o processo de sumarizacao, que se faz presente nas defini¢oes das tarefas da DUC
2007, TAC 2008 e posteriores.

As abordagens supracitadas, intracolecao e intercolecao, que serao detalhadas a
seguir, foram as maneiras identificadas pelas quais foi possivel estender a estrutura do
cérpus CSTNews para o cenario de aplicagao da SAA. Dessa forma, além de viabilizar a
investigagao da SAA por meio desse recurso, algumas anotagoes e conhecimentos linguisti-
cos explicitados no corpus podem, eventualmente, serem empregados em experimentagoes
nesse tarefa tarefa. Ressalta-se também que, o CSTNews é um cérpus de referéncia para

a area de Sumarizagdo Automatica para a lingua Portuguesa.

Na primeira proposta, referenciada como intracolecao, foram selecionadas todas
as colegoes textuais do CSTNews com trés textos. Posteriormente, para cada colegao,
ordenaram-se os textos-fonte pela respectiva data de publicacao ou, quando essa informa-
¢do nao estava disponivel, por evidéncias temporais presentes nos textos. Assim, definiram-
se os dois textos mais recentes como pertencentes ao grupo B¢ e o restante ao grupo Ac¢
(conhecido pelo leitor). E importante ressaltar que definir apenas um texto como conhe-
cido pelo leitor nao desconfigura a definicao da tarefa de SAA e que tal procedimento
¢ necessario para manter o cenario multidocumento de sumarizacao, tendo em vista as

limitagoes de nimero de textos do corpus.

No Quadro 24, é disposta a organizacao das colegdes com trés textos do CSTNews.
Os textos que foram classificados como do grupo Ac¢ e B¢ sao listados, respectivamente,
na segunda e terceira colunas do quadro, e o respectivo nimero da colecao na primeira
coluna. A diferenca temporal, expressa em horas e minutos, entre os textos é disposta na
quarta coluna. Por exemplo, na colecao C1, os dois textos mais recentes foram publicados
10 minutos e 1 hora e 58 minutos, respectivamente, apds a publicagdo do texto menos
recente. E importante ressaltar que a data e hora de publicacdo de alguns textos do
cérpus nao estao disponiveis, o que inviabilizou a analise da diferenca temporal entre
alguns textos. Para esses casos, foi utilizado o simbolo —. Por exemplo, na colecao C10,
a data e hora nao estavam disponiveis para um texto. Para esses casos, os textos foram

manualmente ordenados por meio da analise de referéncias textuais presentes nos textos.

Na segunda proposta para criacdo de sumarios de atualizacdo por meio do CST-
News, referenciadas como intercolecao, colegoes textuais diferentes que abordam assuntos
similares foram agrupadas em pares, de forma que um sumario de atualizagdo devera ser
produzido a partir da colecao de textos mais recentes, admitindo que o leitor conheca a co-
lecao anterior. Para definir essa organizagao, somente os pares de cole¢oes com pelo menos
um evento ou fato em comum e de uma mesma categoria do cérpus (Ciéncia, Cotidiano,

Dinheiro, Esportes, Mundo ou Politica) foram agrupados.

No Quadro 25, listam-se as cole¢coes do CSTNews que foram agrupados manual-

mente por meio da anélise do contetido dos textos-fonte. Nas primeira e segunda colunas,
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Quadro 24 — Ordenacdo dos textos por colecbes do CSTNews para producao de sumarios de

atualizacao.
Textos ‘ Diferenca

Colecao | Conhecido | Nao conhecidos ‘ temporal
C1 D3 D1,D2 1:58,0:10
C2 D1 D2,D3 4:31,1:6
C3 D1 D2,D3 9:37, -
C4 D2 D1,D3 0:24, -
C6 D3 D1,D2 ——
C8 D3 D1,D2 0:0,0:17
C9 D2 D1,D3 3:27.4:16
C10 D4 D3,D5 —,3:29
C11 D4 D3,D5 —2:3
C12 D2 D1,D3 6:1,5:59
C13 D2 D1,D3 6:36,4:29
C14 D3 D2,D4 0:0,2:35
C15 D3 D2,D4 0:34, —
C16 D2 D1,D3 -
C18 D2 D1,D3 2:2, —
C20 D5 D1,D4 0:55, —
C21 D3 D1,D2 ——
C22 D5 D2,D4 0:7, -
C24 D2 D3,D4 —,0:22
C25 D4 D1,D5 -
C26 D4 D1,D5 2:19,2:48
C27 D1 D2,D4 23:49, -
C28 D1 D2,D3 0:12,0:6
C29 D2 D1,D3 2:54,7:49
C30 D2 D1,D3 1:11,1:20
C32 D4 D2,D3 ——
C33 D2 D3,D4 9:8, —
C34 D1 D2,D3 4:0,1:0
C35 D5 D1,D4 9:4,3:45
C36 D1 D3,D4 ——
C38 D2 D1,D4 0:12, -
C39 D3 D2,D4 0:47, —
C40 D2 D3,D4 4:36, —
C41 D5 D2,D4 1:27, —
C43 D4 D1,D2 4:47.3:23
C45 D2 D1,D3 0:35,0:5
C46 D2 D3,D4 -
C47 D4 D3,D5 - 0:0
C49 D1 D3,D4 —5:32
C50 D1 D3,D4 —1:15
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sao listadas as colegoes que serao definidas como, respectivamente, conhecidas e nao co-
nhecidas pelo leitor. Na terceira coluna, é disposta a diferenca temporal entre o texto mais
recente da primeira coluna e mais antigo da segunda coluna. Por fim, na ultima coluna é
sugerido o assunto (titulo) que relaciona as colegbes. Por exemplo, entre as colegoes C2 e
C17, a diferenga temporal é de 16 dias e um pouco mais de 5 horas, e, além disso, ambas
as colecoes sao constituidas por informacoes relacionadas as elei¢oes presidenciais de 2007
no Brasil. E importante ressaltar que, de forma andloga ao Quadro 24, houve alguns casos,
demarcados com o simbolo —, para os quais a data de publicacao dos textos nao estava

disponivel.

Quadro 25 — Agrupamento de colegoes do CSTNews para produgdo de sumarios de atualizagao.

Colecgao Diferenca Titulo

Conhecida \ Nao conhecida | temporal

C2 C17 6d 05h32 Eleicoes presidenciais

C3 C5 61d 22h33 | Acidente da TAM e decisoes da ANAC

C3 C21 17d 04h12 | Acidente da TAM e reforma em Cum-
bica

C3 C22 4d 21h23 Acidente da TAM e cancelamentos de
voo em congonhas

C17 C16 1d 12h33 Escandalo do Sanguessugas

C20 C50 48d 23h18 | PEC

C21 Ch 44d 17h38 | Pronunciamento do Ministro da Defesa

C25 C27 93d 16h03 | Trajetoria da selecao brasileira de fute-
bol

C28 C8 20d 20h49 | Liga Mundial de Volei

C38 C41 3d 22h41 Natagao brasileira no PAN

C39 C5h 43d 19h43 | Medidas do Ministério da Defesa sobre
a aviacao

C40 C44 35d 16h43 | Escandalo do Renan Canelheiro

C43 C40 20d 02h40 | Escandalo do Renan Canelheiro

C44 C42 5d 23h41 Escandalo do Renan Canelheiro

C46 C32 - Terremoto no Japao

C49 C24 6d 10h51 Abertura do PAN e resultados do atle-
tismo

C49 C38 03h38 Abertura do PAN e resultados da nata-
cao

C49 C41 3d 02h31 Abertura do PAN e resultados da nata-
cao

C49 C48 7d 01h31 Abertura do PAN e resultados da volei

Com as configuragoes supracitadas, tém-se a possibilidade de 59 cenérios para pro-
ducao de sumarios de atualizacdo, sendo 40 intracole¢oes e 19 intercolegoes. Em todos
os cendrios apresentados, notam-se as seguintes caracteristicas: (i) os textos sao ordena-
dos cronologicamente por data de publicacao e, quando nao disponivel, por evidéncias

temporais presentes nos textos; (ii) o conhecimento do leitor é representado por um ou
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mais textos menos recentes; (iii) o tema principal é mantido; e (iv) o sumadrio devera ser

produzido a partir de dois ou mais textos.

Como apresentado nos Quadros 24 e 25, a diferenca temporal entre os textos co-
nhecidos e nao conhecidos nas duas abordagens, intra e intercolecao, é bem distinta. No
primeiro caso, a diferenga temporal é bem menor, variando entre alguns minutos (zero, em
alguns casos) e aproximadamente 24h. J4 por meio da segunda proposta, essa diferenca
alcanca até varios dias. Assim, acredita-se que a producao de sumaérios de atualizagdo, de
forma manual ou automatica, terd comportamentos distintos nesses cenarios. Por exem-
plo, no cenario intracolecao, acredita-se que identificar conteiido com atualizacdo sera
uma tarefa mais complexa, pois esse, provavelmente, estara inserido em meio a contetido
também conhecido pelo leitor (presente nos textos definidos como lidos). Por outro lado,
estima-se que para a maioria dos casos no cenario intercolecao, a identificacao de conteudo

novo sera mais facil, dada a distancia temporal do texto.

5.4 Avaliacao

Nesta Sec¢ao, sera apresentada a avaliacao dos métodos investigados para a lingua
Portuguesa e Inglesa. Para tanto, inicialmente na Secao 5.4.1, disserta-se sobre a metodo-
logia e métricas de avaliacao adotadas neste trabalho. Posteriormente, serao apresentados
os resultados dos métodos de SAA para a lingua Portuguesa por meio da sintese Extra-
tiva e Abstrativa nas Segoes 5.4.2 e 5.4.3, respectivamente. Por fim, na se¢do 5.4.4, sera

disposta a avaliagao dos métodos desenvolvidos para a lingua Inglesa.

5.4.1 Metodologia de avaliacao para a tarefa de SAA

Neste trabalho, foram utilizados os frameworks de avaliacao automatica de informa-
tividade ROUGE (LIN, 2004) e Noveau-ROUGE (CONROY; SCHLESINGER; O’LEARY,
2011), pois esses sao as formas de avaliagdo mais presentes em investigagoes de SAA na
literatura. De forma similar, esses frameworks contrastam um sumario produzido sum com
um conjunto de textos de referéncia R, comumente constituido com sumarios gerados por
humanos, com objetivo de computar um valor de informatividade, de forma que um bom

sumario automatico possui um maior valor de informatividade.

Como apresentado no Capitulo 2, A ROUGE possui diversas configuragoes, que
representam a quantidade ou forma com que um sumaério e os textos de referéncia serao
modelados e comparados por meio de n-gramas. Neste trabalho, foram adotadas as confi-
guragoes de ROUGE-1 (1-grama) e ROUGE-2 (bi-gramas) com os respectivos valores de

Precisao, Cobertura e F-1, que sdo frequentemente reportados na literatura.

Além das configuragoes da ROUGE, ha diversos parametros alteraveis que influ-

enciam no valor de informatividade calculado para um sumario. Por exemplo, pode-se
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definir o procedimento de tokenizacao, se serao considerados sinonimos, etc. Neste traba-

lho, foram utilizados os mesmos parametros empregados na competicao da Text Analysis

Conference (TAC) de 20083.
A Noveau-ROUGE é uma disposicao diferente da ROUGE com foco na tarefa de

SAA, em que se enfatiza a necessidade de informagao atualizada e/ou nova no sumério
produzido. Para tanto, a Noveau-ROUGE computa a informatividade de um sumaério por
meio de dois conjuntos de referéncia, R4 e Rp, que correspondem aos textos de referéncia
do grupo A¢ (definidos como conhecidos pelo leitor) e B¢ (textos nao conhecidos pelo
leitor) de uma colegao C, respectivamente. Dessa forma, um bom sumadrio de atualizagao

é aquele que possui avaliagdo ROUGE maior em Rg em relacao a Ra.

A Noveau-ROUGE, como proposta por Conroy, Schlesinger e O'Leary (2011), dis-
ponibiliza duas configurac¢oes principais que correlacionam dois valores ROUGE, um para
cada conjunto de referéncia usado, por meio de multiplica¢bes que aproximam o valor de
informatividade calculado as duas métricas manuais, a métrica da Pirdmide (NENKOVA;
PASSONNEAU, 2004) e a Responsividade, que foram descritas no Capitulo 2. Além disso,

de forma similar a ROUGE, pode-se também obter valores de Precisao, Cobertura e F-1.

Para a lingua Portuguesa, os métodos de SAA investigados foram avaliados por
meio do corpus CSTNews-Update. Como apresentado na Secao 5.3, ndo ha sumérios de
atualizacao que possam ser adotados como textos de referéncia nesse corpus. Dessa forma,
utilizou-se da abordagem de avaliagdo proposta em (LOUIS; NENKOVA, 2009), em que

os préprios textos-fonte sao definidos como referéncia.

Dada a abordagem de avaliacao supracitada, para calcular os valores ROUGE para
um determinado sumario produzido a partir de uma cole¢ao de textos C, em que ha um
grupo Ac de textos antigos e outro B¢ de textos mais recentes, definiu-se todos os textos
do grupo B¢ como textos de referéncia. Por outro lado, para a Noveau-ROUGE, em que

é necessario dois grupos de referéncia, foram utilizados Ac¢ e Bc.

Para a lingua Inglesa, foram também utilizadas as métricas ROUGE e Noveau-
ROUGE. Como cérpus para investigacao, utilizaram-se os conjuntos de dados disponi-
bilizados pelas competicoes de SAA da DUC 2007 e TAC de 2008 e 2009. Dessa forma,
tendo em vista que ha sumarios produzidos por humanos nesses corpus, adotaram-se esses
respectivos sumarios para cada cérpus como textos de referéncia em vez dos textos-fonte,

como foi adotado para a avaliacdo em lingua Portuguesa.

Em todos os experimentos, de forma similar ao definido nas competi¢oes da DUC
e TAC, foram produzidos sumarios com nao mais de 100 palavras. Aqui, ressalta-se que
caso alguma sentenca faga com que o tamanho do sumario seja maior do que o estipulado,

o sumario ¢é truncado.

3 Parametros ROUGE usados: -n 4 -w 1.2 -2 4 -u -¢ 95 -r 1000 -f A -p 0.5 -t 0 -a.
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5.4.2 Resultados dos métodos extrativos

Por meio da metodologia de avaliagao descrita na se¢ao anterior, todos os métodos
de SAA investigados neste trabalho foram avaliados com o cérpus CSTNews-Update, que

foi descrito na Secao 5.3.

Na Tabela 8, sao dispostos todos os valores aferidos. As métricas de avaliagao
sao alocadas nas colunas e cada método em uma linha. Com relaggo a ROUGE, sao
apresentados os valores de Precisao, Cobertura e F-1 respectivamente para as configura-
¢oes ROUGE-1 e ROUGE-2, que sdo as mais empregadas na literatura. Para a Noveau-
ROUGE, adotaram-se os valores de F-1 para a correlagao para a métrica da Piramide e
de Responsividade. Por exemplo, o método NF (Fator de Novidade) apresenta F-1 para
ROUGE-1 e ROUGE-2 iguais a 0,414 e 0,319 respectivamente. Para uma melhor organi-
zacao dos métodos, eles foram ordenados de forma decrescente por meio do valor F-1 da
ROUGE-2. Além disso, alguns itens relevantes para as demais métricas sao destacados em

Wk

negrito. Os métodos demarcados com indicam a utilizacao de bi-gramas para analise

do vocabulario. Ressalta-se que todos os valores foram truncados em trés casas decimais.

A diferenca média de todos os valores de avaliacdo computados entre os métodos
baseados em algum conhecimento linguistico e as respectivas versoes tradicionais é de 0,02.
Aqui, ressalta-se que foram consideradas diferencas positivas (quando o método mais lin-
guisticamente informado apresentou resultados superiores) e negativas (que corresponde

a situagao em que o método tradicional obteve melhores resultados de avaliagio).

De modo geral, pode-se observar que as abordagens mais simples para produgao
de sumarios de atualizacao, como o Fator de Novidade e Métricas Posicionais, possuem
resultados ligeiramente melhores em termos de ROUGE quando algum conhecimento lin-
guistico é incorporado. Por exemplo, o valor F-1 para ROUGE-2 do método NF com
Entidades Nomeadas (Fator de Novidade+EN) é ligeiramente superior & versao tra-
dicional (Fator de Novidade). Além disso, todos os métodos baseados em caracteristicas
posicionais para os quais foi adicionado conhecimento de subtépicos (+SUB) sdo superio-
res aos respectivos métodos sem essa informagao linguistica. Entretanto, ha duas excegoes,
o método Posicao Direta+SUB e Fator de Novidade+SUB, para os quais os valores

ROUGE aferidos nao sao melhores do que os respectivos métodos.

Para os métodos baseados em algoritmos de grafo, PNR?e PageRank (com varia-
goes), pode-se observar que a adi¢do de conhecimento de subtépicos foi mais positivamente
efetiva para os resultados. Por exemplo, o método PageRank(B)+SUB apresenta os
melhores valores ROUGE em relacao aos demais experimentos baseados em grafos. Isso
demonstra que tal conhecimento linguistico possui uma carga de informagao discursiva
alta que, efetivamente, contribui para a producao de melhores sumarios de atualizacao.

Por outro lado, tal resultado nao foi alcancado quando se utilizou as relagoes discursivas
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Tabela 8 — Avaliagdo dos métodos de SAA extrativos investigados neste trabalho.
ROUGE-1 ROUGE-2

Método Pre Cob F-1 Pre Cob F-1 NR-Pir NR-Res
klsum 0,813 0,302 0,438 0,636 0,233 0,339 7,132 2,241
Ensemble 0,843 0,296 0,426 0,648 0,230 0,329 7,224 1,264
KLSumSub* 0,825 0,297 0,421 0,640 0,233 0,329 6,744 2,271
KLSumSub+EN 0,835 0,299 0,425 0,641 0,232 0,328 6,680 2,261
klsum+EN 0,814 0,293 0,416 0,633 0,231 0,326 6,642 2,229
DualSum* 0,823 0,294 0,418 0,636 0,230 0,325 7,694 2,438
DualSum+Sub* 0,822 0,293 0,417 0,633 0,228 0,323 6,418 2,141
Fator de Novidade+EN 0,833 0,289 0,418 0,634 0,223 0,320 6,658 2,261
Posigao Direta 0,831 0,289 0,418 0,632 0,222 0,319 6,639 2,240
Fator de Novidade* 0,837 0,285 0,414 0,645 0,220 0,319 6,942 2,424
Posi¢ao Binaria+Sub 0,814 0,284 0,409 0,630 0,221 0,318 6,731 2,309
PageRank(B)+Sub 0,815 0,284 0,410 0,629 0,221 0,318 6,651 2,244
Posicao Geométrica+Sub 0,811 0,282 0,407 0,629 0,221 0,317 6,692 2,288
PageRank 0,817 0,288 0,413 0,620 0,221 0,317 6,410 2,118
Posicao Invertida-+Sub 0,807 0,281 0,406 0,627 0,220 0,316 6,672 2,279
PageRank+Sub 0,810 0,286 0,410 0,619 0,221 0,316 6,484 2,144
PageRank(B) 0,822 0,284 0411 0,627 0,218 0,314 6,642 2,260
PageRank+CST 0,812 0,280 0,406 0,621 0,216 0,312 6,461 2,195
Fator de Novidade+Sub 0,809 0,280 0,404 0,612 0,213 0,307 6,524 2,232
PageRank+CST+Sub 0,791 0,276 0,397 0,606 0,213 0,306 6,517 2,202
PNR?+Sub 0,798 0,278 0,402 0,606 0,213 0,306 6,298 2,113
Posi¢ao Direta+Sub 0,790 0,274 0,396 0,605 0,212 0,305 6,413 2,153
Posicao Binaria 0,797 0,277 0,400 0,603 0,211 0,304 6,370 2,136
Posicao Geométrica 0,796 0,277 0,400 0,602 0,211 0,304 6,389 2,145
Posicao Inversa 0,795 0,277 0,400 0,601 0,211 0,304 6,383 2,141
PageRank(B)+CST 0,800 0,276 0,399 0,606 0,211 0,304 6,437 2,199
PNR?+CST 0,799 0,276 0,399 0,601 0,210 0,302 6,492 2,225
PageRank(B)+CST+Sub 0,788 0,274 0,395 0,598 0,209 0,301 6,368 2,148
PNR? 0,785 0,271 0,392 0,595 0,207 0,299 6,239 2,087
klsumE+EN 0,779 0,279 0,397 0,575 0,209 0,295 6,133 2,051
klsumE 0,783 0,279 0,397 0,578 0,208 0,295 6,155 2,073
OPP-Freq 0,788 0,272 0,394 0,579 0,202 0,291 6,284 2,092
PNR?+Sub+CST 0,759 0,263 0,379 0,558 0,195 0,281 6,063 2,025
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CST para modelar as arestas entre as sentencas das colegoes textuais. Isso pode ser obser-
vado pelos resultados dos métodos PageRank(B)+CST, PNR?>4+-CST e PNR?+SUB+CST,
que nao apresentaram valores ROUGE mais elevados em relacao aos métodos tradicionais.
E importante informar que, em geral, um grafo modelado por meio da CST possui me-
nos arestas entre as sentencas, pois somente sentencas com alguma relagao discursiva sao
conectadas. Além disso, o algoritmo PNR?, bem como as derivacoes do algoritmo Page-
Rank investigadas neste trabalho, assumem um grafo completamente conectado, em que
uma sentenga (vértice) possui uma aresta para todas as demais sentengas na colegao tex-
tual. Assim, possivelmente, a diminuicdo do niimero de arestas no grafo de representacao

textual afetou a qualidade dos sumarios de atualizagao produzidos.

O método DualSum apresenta um dos melhores valores para Noveau-ROUGE. Isso
ja era esperado, pois tal abordagem modela de forma mais robusta o cenario da SAA por
meio da analise dos topicos textuais presentes nos textos ja conhecidos pelo leitor e os tex-
tos mais recentes. Entretanto, o DualSum foi apenas o sexto melhor método com relagao
aos valores ROUGE. Provavelmente, isso ocorreu devido ao volume de dados disponiveis
no corpus CSTNews-UPDATE para treinamento do modelo de representacao dos topicos
textuais, pois tal resultado, como sera demonstrado na Secao 5.4.4, ndo ocorreu nos experi-
mentos para a lingua inglesa, que possui corpus maiores. Nesse contexto, nota-se também
que o método KLSum, cujo algoritmo principal para selecao das sentencas também esta
presente no DualSum, apresenta resultados melhores. Isso pode ser explicado pelo fato de
que o KLSum possui uma modelagem mais simples, relativamente ao DualSum, que nao

é tao interferida pela auséncia de textos-fontes.

Em termos de Noveau-ROUGE, pode-se observar que os métodos que fazem uso
de subtdpicos em conjunto com o algoritmo KLSum também apresentam resultados ligei-
ramente melhores em relagao ao método original. Contudo, tal situagao nao se reflete nos

valores ROUGE, para os quais o KLSum tradicional obteve as melhores pontuagoes.

O método Ensemble apresentou o segundo melhor resultado de ROUGE e também
o mais elevado valor de Precisao para ROUGE-2. Dessa forma, tal abordagem foi superior
a todos os métodos que foram utilizados para compor o Ensemble. Esses resultados corro-
boram a intuicdo de que, no cenario da SAA, a variabilidade de métodos pode contribuir

para a geracao de sumarios de atualizacdo mais informativos.

E importante ressaltar que a diferenca entre os valores ROUGE e Noveau-ROUGE
nao foi muito significativa. Entretanto, tal diferenca pode ser oriunda da metodologia de

avaliacao utilizado, que nao faz uso de sumarios humanos de referéncia, que foi proposta

em (LOUIS; NENKOVA, 2009).
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5.4.3 Resultados dos métodos compressivos

Para avaliacdo da Arquitetura de Sintese Compressiva neste trabalho, foram uti-
lizados os dois melhores métodos de SAA de diferentes abordagens conforme a avaliacao
descrita na Secao anterior, o métodos DualSum e KLSum. Esses dois métodos foram ado-
tados individualmente como o médulo de Selegao da arquitetura proposta, que foi descrita

visualmente na Figura 9.

Na Tabela 9, sao dispostos os resultados da avaliagao. Para organizagao dos re-
sultados, utilizou-se a mesma formatacao adotada na Tabela 8, na qual as métricas de
avaliacao e os métodos investigados estao organizados nas colunas e linhas, respectiva-
mente. Por exemplo, o método KLSum 1Comp apresenta valor F-1 para ROUGE-1 igual

a 0,430. Para fins de comparacao, também ¢ disposto o método KLSum extrativo.

Tabela 9 — Avaliacdo dos métodos de SAA compressivos investigados neste trabalho.

ROUGE-1 ROUGE-2
Método Pre Cob F-1 Pre Cob F-1 NR-Pir NR-Res
Klsum 0,813 0,302 0,438 0,636 0,233 0,339 7,132 2,241
KLSum 1Comp 0,814 0,309 0,445 0,616 0,232 0,335 7,095 1,228
KLSum +Comp 0,782 0,297 0,428 0,585 0,220 0,318 6,796 1,168
KLSum OnlyComp 0,769 0,290 0,419 0,542 0,203 0,294 6,340 1,076

Como pode ser observado, a producao de sumérios por meio de somente versoes
comprimidas das sentencas dos textos-fonte, referenciada como OnlyComp, apresentaram
resultados inferiores em relacao as demais. Além disso, o melhor modelo de SA Compres-
siva foi o 1Comp, no qual se utiliza a sentenca original ou a respectiva menor versao
comprimida produzida pelo método de compressao. Com esses resultados, pode-se con-
cluir que a utilizacao de iniimeras versoes comprimidas insere mais ruido no modelo de

selecao de sentencgas, tornando mais complexa a tarefa de gerar um bom sumario.

E importante ressaltar que todos os sumarios, sejam os extrativos ou compressivos,
foram avaliados sobre a mesma perspectiva da Secao 5.4.1, na qual se utilizaram os textos-
fonte como modelos para ROUGE. Assim, espera-se que os valores ROUGE computados
para os sumarios compressivos sejam ligeiramente afetados. Contudo, pode-se perceber
que nao ha uma grande diferenca entre as performances do método KLSum 1Comp e

Klsum, que é puramente extrativo.

No Quadro 26, 27 e 28 sao apresentados alguns exemplos de sumarios extrativos

e os respectivos sumarios compressivos produzidos por algum método supracitado.

5.4.4 Resultados para a lingua Inglesa

Nesta secao, serao apresentados os resultados dos experimentos realizados para a

lingua Inglesa por meio de trés corpus distintos, que foram respectivamente empregados
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Quadro 26 — Exemplo 1 de sumérios extractivos e respectivos compressivos por meio da colecao
de ID C4632 do cérpus CSTNews-Update.

KLSum

KASHIWAZAKI - Autoridades da maior usina de energia nuclear do mundo, no Japao,
admitiram nesta terca-feira que houve mais vazamentos de radiagdo apds um terremoto
ter matado nove pessoas no pais e deixado milhares de desabrigados. Niigata foi atingida
em outubro de 2004 por um tremor também de magnitude 6,8, que deixou mais de 3
mil feridos. TOQUIO - Os chefes da usina nuclear do Japdo atingida por terremotos na
ultima segunda-feira admitiram que ocorreram mais vazamentos radioativos no local. -
Nao sei quando poderei voltar para casa. Nesta segunda, porém, a magnitude foi a mesma
que a do primeiro. A Companhia de Energia Elétrica de Toquio afirmou que o terremoto
foi mais forte do que a usina de Kashiwazaki, uma das maiores do mundo, foi planejada
para aguentar. Ao menos 9 pessoas morreram e cerca de 700 se feriram. Um
incéndio afetou a central nuclear de Kashiwazaki-Kariwa, situada proxima do epicentro
do tremor, causando o vazamento de dgua com restos de material radioativo, segundo a
companhia elétrica.

KLSum 1Comp

KASHIWAZAKI - Autoridades da maior usina de energia nuclear do mundo, no Japao,
admitiram nesta terca-feira que houve mais vazamentos de radiagdo ap6s um terremoto
ter matado nove pessoas no pais e deixado milhares de desabrigados. Niigata foi atingida
em outubro de 2004 por um tremor também de magnitude 6,8, que deixou mais de 3 mil
feridos. TOQUIO - Os chefes da usina nuclear do Japao atingida por terremotos na tltima
segunda-feira admitiram que ocorreram mais vazamentos radioativos no local. -Nao sei
quando poderei voltar para casa. Nesta segunda, porém, a magnitude foi a mesma que
a do primeiro. A Companhia de Energia Elétrica de Téquio afirmou que o terremoto foi
mais forte do que a usina de Kashiwazaki, uma das maiores do mundo, foi planejada para
agilentar. 9 pessoas morreram 700 se feriram. Um incéndio afetou a central nuclear
de Kashiwazaki-Kariwa, situada proxima do epicentro do tremor, causando o vazamento
de agua com restos de material radioativo, segundo a companhia elétrica.

nas competicoes de SAA organizadas na DUC 2007 e TAC de 2008 e 2009. Aqui, é
importante ressaltar que somente os textos-fonte foram utilizados para os experimentos,
assim como foi ilustrado na Figura 8. Portanto, restri¢coes externas, como perguntadas

definidas pelo leitor e/ou aspectos textuais, nao foram empregados.

Os cérpus supracitados sao mais difundidos e amplamente empregados em inves-
tigagbes no ambito da SAA. Além disso, para esses conjuntos de dados, foram disponi-
bilizados sumaérios de atualizacao produzidos por humano. Portanto, a metodologia de
avaliacdo proposta em (LOUIS; NENKOVA, 2009), que faz uso dos textos-fonte como
textos modelos, nao foi adotada. E importante ressaltar que, tendo em vista que o obje-
tivo deste trabalho foi direcionado a tarefa de SAA, apenas sumarios de atualizagao foram
produzidos e avaliados por meio destes cérpus. Assim, nao foram produzidos/avaliados
sumarios tradicionais multidocumentos para os textos-fonte identificados com o rétulo A,

que estao presentes em todos esses conjuntos de dados.
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Quadro 27 — Exemplo 2 de sumérios extractivos e respectivos compressivos por meio da colecao
de ID C2 do cérpus CSTNews-Update.

KLSum

No segundo turno, as inten¢ées de voto do presidente Lula cairam de 53% em junho
para 50% em julho, enquanto o candidato Alckmin subiu de 29% para 36%. A pesquisa
CNI/Tbope realizada em julho e divulgada nesta sexta-feira mostra que o presidente
Luiz Inécio da Silva teria 44% dos votos no primeiro turno, enquanto o candidato tucano
Geraldo Alckmin teria 25% das intencoes de voto. J4 o indice da candidata do PSOL,
Heloisa Helena, caiu de 36% para 32%. Brancos e nulos somam 12% e os que nao sabem
ou nao opinaram, 5%. O senador Cristovam Buarque, candidato pelo PDT, teve
alta de 29% para 32%. A CNI explica que a pesquisa nao traz a comparacao com
pesquisas anteriores para primeiro turno porque é a primeira vez que o Ibope utiliza a
lista oficial de candidatos a presidente da Republica.

KLSum 1Comp

No segundo turno, as intencoes de voto do presidente Lula cairam de 53% em junho
para 50% em julho, enquanto o candidato Alckmin subiu de 29% para 36%. A pesquisa
CNI/Ibope realizada em julho e divulgada nesta sexta-feira mostra que o presidente
Luiz Indcio da Silva teria 44% dos votos no primeiro turno, enquanto o candidato tucano
Geraldo Alckmin teria 25% das intengoes de voto. J& o indice da candidata do PSOL,
Heloisa Helena, caiu de 36% para 32%. Brancos e nulos somam 12% e os que nao sabem
ou nao opinaram, 5%. senador Cristovam Buarque teve alta de 29% para 32%.
A CNI explica que a pesquisa nao traz a comparagao com pesquisas anteriores para
primeiro turno porque é a primeira vez que o Ibope utiliza a lista oficial de candidatos a
presidente da Republica.

Quadro 28 — Exemplo 3 de sumarios extractivos e respectivos compressivos por meio da colecao
de ID C28 do cérpus CSTNews-Update.

KLSum

KATOWICE, Polonia - A selecao brasileira de volei mais uma vez mostrou o porqué de
ser o melhor time do mundo ao vencer a Russia por 3 sets a 1, com parciais de 18 a 25, 25
a 23, 28 a 26 e 25 a 22, na tarde deste domingo, em Katowice, Polonia, na final da Liga
Mundial de volei, conquistando o heptacampeonato da competicao. E agora com mais
esse titulo na bagagem, a selecao chega ainda com mais moral para disputar
o ouro nos Jogos Pan-Americanos.

KLSum 1Comp

KATOWICE, Polénia - A sele¢do brasileira de volei mais uma vez mostrou o porqué de
ser o melhor time do mundo ao vencer a Russia por 3 sets a 1, com parciais de 18 a 25,
25 a 23, 28 a 26 e 25 a 22, na tarde deste domingo, em Katowice, Polonia, na final da
Liga Mundial de vélei, conquistando o heptacampeonato da competicao. selegcao chega
ainda com mais moral para disputar ouro nos Jogos Pan-Americanos.

Para realizagdo desses experimentos, foram utilizadas ferramentas de processa-
mento textual, como métodos para radicalizacao e identificacao automatica de subtopi-

cos, bem como uma lista de stopwords disponiveis na biblioteca NLTK (Natural Language
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ToolKit*) para a linguagem Python.

Na Tabela 10, sao apresentados os resultados dos métodos avaliados no corpus da
DUC 2007. Para organizacao dos resultados, foi adotada a mesma estrutura definida na
Tabela 8. Assim, os métodos e as métricas de avaliagao sao dispostos nas linhas e colunas,

respectivamente. Por exemplo, para o método DualSum, foi aferido os valores de F-1 para
ROUGE-1 e ROUGE-2 de 0,335 e 0,083, respectivamente.

Tabela 10 — Avaliacdo dos métodos de SAA extrativos investigados neste trabalho no cérpus da

DUC 2007.
ROUGE-1 ROUGE-2

Método Pre Cob F-1 Pre Cob F-1 NR-Pir NR-Res
DualSum*+SUB 0,338 0,341 0,339 0,091 0,092 0,091 6,651 1,097
Fator de Novidade* 0,322 0,329 0,325 0,083 0,085 0,084 2,446 0,292
DualSum* 0,334 0,337 0,335 0,083 0,084 0,083 6,551 1,075
KLSum* 0,313 0,318 0,315 0,077 0,078 0,078 2,307 0,263
Fator de Novidade+SUB 0,341 0,344 0,342 0,076 0,077 0,076 6,816 1,126
Posicao Binario 0,341 0,347 0,344 0,073 0,074 0,074 2,135 0,227
Posicao Direta 0,341 0,347 0,344 0,073 0,074 0,074 2,135 0,227
Posicao Geométrico 0,341 0,347 0,344 0,073 0,074 0,074 2,135 0,227
Posicao Invertido 0,341 0,347 0,344 0,073 0,074 0,074 2,135 0,227
Posi¢ao Bindrio +SUB 0,341 0,347 0,344 0,073 0,074 0,074 2,135 0,227
Posicao Direta +SUB 0,341 0,347 0,344 0,073 0,074 0,074 2,135 0,227
Posicao Geométrico +SUB 0,341 0,347 0,344 0,073 0,074 0,074 2,135 0,227
Posicao Invertido +SUB 0,341 0,347 0,344 0,073 0,074 0,074 2,135 0,227
KLSum*+EN 0,300 0,306 0,303 0,072 0,073 0,072 2,202 0,242
KLSum-E 0,282 0,288 0,284 0,069 0,070 0,069 6,834 1,130
PageRank(B) 0,299 0,305 0,301 0,063 0,065 0,064 2,118 0,225
Fator de Novidade+EN 0,303 0,306 0,304 0,064 0,064 0,064 2,036 0,208
KLSum-Sub 0,330 0,336 0,332 0,063 0,064 0,064 6,591 1,081
PageRank(B)+SUB 0,301 0,308 0,304 0,060 0,062 0,061 2,064 0,214
PageRank+SUB 0,303 0,310 0,306 0,059 0,060 0,059 1,983 0,196
PNR? 0,302 0,307 0,304 0,057 0,058 0,058 1,419 0,086
PNR?+SUB 0,302 0,307 0,304 0,057 0,058 0,058 1,417 0,085
PageRank 0,295 0,299 0,296 0,053 0,053 0,053 1,858 0,171

De forma diferente aos resultados para a lingua Portuguesa com o cérpus CSTNews-
Update, uma versao do método DualSum obteve resultados mais significativos em relacao
aos demais. Isso se explica possivelmente, sobretudo, pelo maior volume de textos presen-
tes no coérpus da DUC (que varia entre 8 a 10 textos por grupo de texto em uma colegao).
Dessa forma, o modelo de distribuicao de tépicos pode ser mais efetivo. Entretanto, o
melhor método em relagao a Noveau-ROUGE foi o KLSum-E, que é uma aproximacao

do modelo de distribui¢ao de topicos do DualSum por meio da analogia dessa informagao

4 <http://www.nltk.org/>
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com a distribuicdo de subtoépicos, o que demonstra que tal abordagem pode, de forma

eficiente, auxiliar a producao de melhores sumarios de atualizagao.

Considerando a distingao dos métodos avaliados para a lingua Inglesa e Portu-
guesa, pode-se também observar que, em geral, os métodos mais simples nao apresenta-
ram resultados melhores por meio da inser¢ao de conhecimento linguistico em relagao aos
métodos tradicionais, como ocorreu de forma distinta durante a avaliacdo por meio do
CSTNews-Update. Por exemplo, os métodos Fator de Novidade e Posicao Binario, Direta,
Geométrico e Invertido foram ligeiramente superiores as respectivas versoes com subto-
picos (+SUB). Isso pode ser interpretado com o fato de que conhecimento linguistico
pode ser mais preciso, auxiliando a produgao de sumarios mais informativos por meio de

abordagens mais simples em volume de dados menores.

E importante também observar que o métodos KLSum-E, que emprega a distribui-
¢ao de subtoépicos em uma colecao textual como um estimador da distribuicao de topicos
textuais, apresentou valor de Noveau-ROUGE superior ao DualSum*+SUB (que corres-
ponde ao melhor modelo investigado do DualSum). Isso demonstra, de forma aniloga
ao encontrado na avaliagdo para a lingua Portuguesa, que a segmentacao de subtopicos
pode efetivamente contribuir para a producao de sumarios mais informativos. Além disso,
ressalta-se novamente que o método KLSum-E exige menor tempo e recursos computaci-

onais, como memoéria, em relacao ao DualSum.

De forma similar a disposicao dos resultados dos experimentos com o corpus da
DUC 2007, sao apresentadas as avaliagoes por meio dos cérpus da TAC 2008 e TAC
2009 nas Tabelas 11 e 12, respectivamente. Os métodos investigados também foram in-
versamente ordenados pelos valores de F-1 para ROUGE-2 e alguns valores para outras
métricas foram formatados em negrito para enfatizar informagoes relevantes que serao

discutidas posteriormente.

Uma diferenga saliente em relagao aos resultados computados por meio dos corpus
da TAC (2008 e 2009) em relagdo & DUC é a diferenca de desempenho do DualSum
em frente as variagoes propostas para o KLSum, como o KLSum-Sub e KLSum-E, que

apresentaram resultados superiores para todas as métricas.

Esses experimentos foram interessantes, sobretudo, para analisar a diferenca de
comportamento dos métodos investigados em cenarios diferentes. Um caracteristica inte-
ressante em relagao as diferencas de performances dos métodos nos cérpus para a lingua
Inglesa e no CSTNews-Update sao os resultados do método DualSum e respectivas varia-
¢oes. Esses métodos apresentaram resultados melhores para a lingua inglesa. Isso de certa
forma era esperado, pois a quantidade de dados (textos-fonte) disponiveis nesses corpus é
maior do que no CSTNews-Update, o que contribui diretamente na qualidade do modelo
de distribuicao de topicos inferido pelo modelo. Ressalta-se que para o DualSum sao defi-

nidos quatro tipos principais de tépicos, referenciados como ¢, ¢¢?, ¢pA¢ e ¢B¢. Segundo
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Tabela 11 — Avaliacdo dos métodos de SAA extrativos investigados neste trabalho no cérpus da

TAC 2008.
ROUGE-1 ROUGE-2

Método Pre Cob F-1 Pre Cob F-1 NR-Pir NR-Res
KLSumS* 0,322 0,334 0,328 0,076 0,079 0,077 2,113 0,219
KLSum+EN* 0,308 0,320 0,314 0,075 0,079 0,077 2,170 0,230
KLSum* 0,308 0,321 0,314 0,075 0,078 0,076 2,160 0,228
DualSum™ 0,302 0,314 0,308 0,070 0,073 0,072 2,022 0,198
PageRank 0,309 0,326 0,317 0,067 0,072 0,070 2,040 0,204
Fator de Novidade 0,311 0,322 0,317 0,068 0,070 0,069 2,062 0,210
Fator de Novidade+EN 0,309 0,321 0,315 0,066 0,069 0,067 2,033 0,205
PageRank-+SUB 0,304 0,316 0,310 0,061 0,063 0,062 1,932 0,184
PageRank(B)+SUB 0,301 0,313 0,307 0,060 0,062 0,061 1,911 0,180
Fator de Novidade+SUB 0,301 0,309 0,305 0,057 0,058 0,058 1,821 0,164
PNR?4SUB 0,301 0,309 0,305 0,057 0,058 0,058 1,269 0,055
PNR? 0,301 0,309 0,305 0,057 0,058 0,058 1,251 0,052
KLSum-E 0,276 0,287 0,281 0,051 0,053 0,052 1,737 0,147

Tabela 12 — Avaliacdo dos métodos de SAA extrativos investigados neste trabalho no cérpus da

TAC 2009.
ROUGE-1 ROUGE-2

Método Pre Cob F-1 Pre Cob F-1 NR-Pir NR-Res
Ensemble 0,344 0,356 0,349 0,079 0,082 0,080 2,174 0,232
Fator de Novidade 0,325 0,336 0,330 0,077 0,080 0,078 2,248 0,248
KLSum-Sub* 0,328 0,339 0,333 0,076 0,078 0,077 2,086 0,213
Fator de Novidade+EN 0,320 0,331 0,325 0,074 0,077 0,075 2,202 0,239
DualSum* 0,312 0,323 0,317 0,073 0,076 0,074 2,078 0,210
KLSum* 0,312 0,323 0,317 0,072 0,075 0,074 2,099 0,215
KLSum+EN* 0,312 0,323 0,317 0,072 0,075 0,073 2,101 0,216
KLSum+SUB* 0,311 0,321 0,316 0,060 0,062 0,060 1,834 0,165
KLSum-E* 0,273 0,283 0,277 0,049 0,051 0,050 1,725 0,145
Fator de Novidade+SUB 0,288 0,296 0,292 0,049 0,050 0,050 1,740 0,149
PNR2+4SUB 0,237 0,243 0,240 0,024 0,025 0,024 1,323 0,067
PNR? 0,223 0,228 0,225 0,020 0,021 0,021 1,262 0,054

Delort e Alfonseca (2012), o primeiro topico pode ser modelado previamente a partir de

uma colecao textual diferente dos textos-fonte, visando diminuir o tempo computacional

necessario para processamento. Entretanto, os trés ultimos tipos de tépicos sao extraidos

diretamente dos textos-fonte. Assim, tendo em vista que a quantidade de textos no cérpus

CSTNews-Update ¢ inferior em relagao aos corpus para a lingua inglesa, provavelmente o

modelo de distribuicao de topicos aprendido pelo método pode ser menos discriminativo.
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5.5 Consideracoes finais

Neste capitulo, foram introduzidos os recursos e métodos desenvolvidos para a lin-
gua Portuguesa no ambito da SAA e SAA Compressiva que foram desenvolvidos neste
trabalho. Acredita-se que tais contribui¢oes possam estimular a ampliar o escopo da in-
vestigacdo na area da SA para esse idioma, para o qual a maioria dos trabalhos nesse

campo de investigacao encontra-se na SA Mono e Multidocumento.

Os métodos de SAA investigados e propostos foram avaliados com quatro cérpus,
sendo um para a lingua Portuguesa, o CSTNews-Update, que foi desenvolvido durante o
andamento deste trabalho. Essa metodologia de avaliagao permitiu analisar as diferengas
de desempenho das distintas abordagens de representagao textual para a SAA em distintas
variaveis, como idioma e quantidade de textos-fonte. Por exemplo, o CSTNews-Update é
constituido por textos em lingua Portuguesa e cada grupo textual possui 2 ou 3 textos-
fonte. Por outro lado, o corpus da TAC 2009, para a lingua Inglesa, possui 10 textos-fonte

em cada grupo textual.

Por meio dos resultados computados por meio da ROUGE e Noveau-ROUGE
para os métodos investigados, pode-se concluir que, em geral, a segmentagao e aplicacao
de subtopicos auxilia mais efetivamente diferentes abordagens de SAA, sobretudo aquelas
mais simples e em cendarios nos quais ha um menor volume de textos-fonte, como no caso do
CSTNews-Update. Além disso, é importante ressaltar que o método KLSum-E e KLSum-
Sub, que sao constituidos por uma andlise da distribuicao de subtépicos nos textos-fonte
que visa simplificar o modelo de tépicos textuais empregado pelo DualSum, apresentaram
resultados muito satisfatorios, que sao superiores aos demais métodos investigados em

alguns casos.

Por meio dos exemplos de sumaérios apresentados no Quadro 29, pode-se observar
que apenas PNR2+SUB+CST apresenta um sumario com maiores problemas de encade-
amento légico das sentencas. Ressalta-se que, dos métodos apresentados, esse foi o que
obteve valores ROUGE e Noveau-ROUGE menos relevantes. Nos dois primeiros sumarios,
encontram-se informagoes mais gerais sobre o evento descrito nos textos-fonte e, poste-
riormente, assim como no terceiro sumarios, mais detalhes sobre a partida de futebol

reportada.

O métodos KLSum e DualSum* nao adotam o procedimento para remocao de
conteido redundante descrito na Secao 5.1.9. Entretanto, é importante salientar que o
contetdo de seus respectivos suméarios nao apresentam muito contetido redundante. Isso ja
era esperado, pois, usualmente, métodos baseados em modelos gerativos ou de distribuicao

de tépicos textuais lidam com esse tipo de fendmeno internamente.
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Quadro 29 — Exemplo de sumaérios gerados pelos métodos desenvolvidos neste trabalho.

KLSum
Para a surpresa da maioria, a Selecdo Brasileira apresentou um futebol de alto
nivel e com propriedade aplicou uma goleada de 3 a 0 na Argentina para con-
quistar o titulo da Copa América de 2007. Ainda na pressao, o Brasil chega com
perigo na jogada de Maicon, que deu uma meia lua na marcagao e cruzou para
Robinho. O Brasil é a melhor selecao das américas pela oitava vez. Mas, para a
alegria dos brasileiro e para apimentar ainda mais a rivalidade entre os paises,
foi a canarinho quem balangou as redes. Vagner Love fez lindo passe para Daniel

Alves,

Ensemble
Para a surpresa da maioria, a Sele¢do Brasileira apresentou um futebol de alto
nivel e com propriedade aplicou uma goleada de 3 a 0 na Argentina para con-
quistar o titulo da Copa América de 2007. Na seqiiéncia disparou uma bomba e
Doni fez linda defesa, evitando o empate. Ainda na pressao, o Brasil chega com
perigo na jogada de Maicon, que deu uma meia lua na marcagdo e cruzou para
Robinho. O Brasil é a melhor selecdo das américas pela oitava vez. Ayala deu o
carrinho para fazer o corte e tocou para dentro do seu préprio gol. Dentro da

DualSum*
Aplicado taticamente, com uma marcacgao forte no meio e na defesa e um toque de
bola rapido e preciso no ataque, o Brasil chegou ao segundo gol ainda no primeiro
tempo, com uma maozinha ou melhor, um pezinho - de Ayala, que marcou con-
tra apds cruzamento de Maicon, aos 39. Vagner Love puxou um contra-ataque
rapido e tocou na medida, nas costas da zaga, para Daniel Alves, que chutou
forte, colocado, sem chances para Abbondanzieri. Em 2004, também pela Copa
América, os argentinos venciam por 2 a 1, quando Tevez resolveu fazer graca
perto da bandeirinha de escanteio. As selecoes de

PNR’4+SUB+CST

Ao que parece, contra a Argentina, um time B é mais do que o suficiente. Dessa
vez, nem foi necessaria, a presenca dos astros de Barcelona e Milan. Impecavel, a
Selecao, comandada por Ronaldinho Gatcho e Kaka aplicou uma goleada humi-
lhante por 4 a 1 e trouxe a taga. O outro revés aconteceu em 2005, na Copa das
Confederacoes, na Alemanha. No final, vitéria brasileira. No ataque seguinte,
Adriano, que terminou a competicdo como artilheiro, com sete gols, empatou
e levou a decisao para os pénaltis. Em 2004, também pela Copa América, os
argentinos venciam por 2 a 1, quando
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CAPITULO

CONCLUSAO

Neste capitulo, serao apresentadas as consideracoes finais deste trabalho de dou-
torado, as principais contribuigoes, limitacoes e sugestoes de trabalhos futuros. Para uma
melhor organizacao dos temas abordados, esse capitulo serd organizado em quatro segoes,
que serao descritas a seguir. Nas Secoes 6.1 e 6.2, dissertara-se sobre as conclusoes re-
lacionadas aos métodos de Compressao Sentencial (CS) e Sumarizacdo Automatica de
Atualizacao (SAA), extrativos e compressivos, que foram desenvolvidos e avaliados neste
trabalho, respectivamente. As principais contribui¢oes académicas e técnicas, sobretudo
para lingua Portuguesa, para as duas areas de pesquisa abordadas neste trabalho serao
descritas na Secao 6.3. Por fim, as limitacoes e trabalhos futuros serao apresentados na
Secao 6.4.

6.1 Consideracoes sobre os métodos de Compressao Sen-

tencial

Neste trabalho foram desenvolvidos métodos de CS para a lingua Portuguesa por
meio da abordagem de Delecao, na qual a sentenca comprimida é produzida apds a re-
mocao de alguns itens lexicais. Essa abordagem foi adota porque é a mais difundida na
literatura, como pode ser observado pelos trabalhos de Knight e Marcu (2000), Madnani
et al. (2007), Berg-Kirkpatrick, Gillick e Klein (2011), Li et al. (2013), Qian e Liu (2013),
Almeida e Martins (2013), Filippova et al. (2015).

Para construcao desses métodos, optou-se por utilizar algoritmos para o problema
de classificagdo em aprendizado de maquina. Dessa forma, a compressao de uma sentenca
s com n itens lexicais ocorre ap6s o mesmo nimero de decisoes (ou classificagoes) indivi-
duais do modelo compressor, de forma que, para cada iteracao i, ¢ decidido se o respectivo

item lexical na i-ésima posigao serda removido ou nao de s. Ressalta-se que tal modelagem
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do problema de CS também vem sendo empregada em trabalhos mais recentes na litera-
tura, como Filippova et al. (2015), que adotam técnicas de Deep Learning e reportagem

resultados muito bons.

E importante salientar que os métodos de CS desenvolvidos neste trabalho objeti-
varam uma respectiva aplicagao posterior em métodos de SAA visando estende-los para a
abordagem de sintese Compressiva, que possibilita tratar algumas limitagdes dos métodos
baseados na sintese Extrativa. Por exemplo, uma vez que nao ha alteragdo das sentencas
selecionadas para o sumério por meio da sintese extrativa, alguns segmentos sentenciais
redundantes ou menos relevantes podem ocorrer, o que inibe a adicao de novas sentencas
e reduz a respectiva informatividade do sumério sendo produzido. Assim, por meio de
métodos de CS, podem-se remover esses segmentos das sentencas visando a producao de

sumarios mais informativos e coesos.

Para comprimir sentencas no ambito da SA, além de informacoes advindas da pro-
pria sentenca alvo com algum processamento, como a aplicacdo de um Parser Sintético,
podem-se empregar outros niveis de informagao para auxiliar as decisdoes do modelo com-
pressivo, tais como o sumério sendo construido e/ou o texto-fonte de origem da sentenga
alvo. Nesse contexto, os primeiros experimentos de CS foram realizados visando identi-
ficar o impacto desses trés niveis de atributos (Sentenga, Documento e Sumario) para a
qualidade dos modelos de compressao. Apds o treinamento e avaliagdo dos modelos com-
pressivos, nao foram identificadas diferencas significativas entre esses diferentes niveis de
informacao para composi¢ao dos atributos para os algoritmos de aprendizado de maquina
adotados. Assim, pdde concluir que os atributos advindos da propria sentenca alvo sao

suficientes para a geragao de boas compressoes.

Como descrito anteriormente, adotou-se uma modelagem de CS na qual uma sen-
tenga é comprimida apés decisoes individuais do classificador para cada respectivo item
lexical. Nesse cendrio, é intuitivo perceber que a classifica¢ao (remogao ou nao) do i-ésimo
item lexical é influenciada por decisoes prévias e que, além disso, tal classificacao ira in-
fluenciar posteriores respostas do modelo compressivo. Isso também pode ser verificado
apos a analise da importancia dos atributos adotados pelos modelos de aprendizado de
maquina, na qual foi observado que um dos atributos mais relevantes é o previous-token-
removed, que é a indicacao se o item lexical imediatamente anterior foi removido ou nao da
sentenca. Ressalta-se que esse tipo de atributo pode ser corretamente identificado durante
a etapa de treinamento, porém, durante o cenario de aplicacdo do modelo compressivo,

tal informacao serd gerada pelo préprio modelo.

Dada as caracteristicas supracitadas, pode-se observar que o modelo compressivo
estd suscetivel a erros em cadeia, de forma que uma resposta errada, eventualmente, pro-
duzira mais erros em sequéncia. Esse problema foi tratado por meio de duas perspectivas

distintas. Na primeira, assumiu-se que os erros gerados pelo classificador poderiam ser
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originados por valores inconsistentes dos atributos de origem sintatica, uma vez o con-
junto de atributos inicialmente proposto eram extraidas apés a geracio de uma Arvore de
Dependéncias Sintaticas, que é gerada automaticamente para cada sentenca de entrada.
Assim, foi proposto um novo conjunto de atributos que requer apenas a identificacao das
etiquetas morfossintatica de cada item lexical, cujo processo de identificagdo automético
¢ menos complexo do que aplicagao de um Parser Sintatico. Ja na segunda abordagem, vi-
sando a diminui¢ao da propagacao de erros de classificacao, foram realizados experimentos
por meio dos algoritmos CRF (Conditional Random Fields) e o DAGGER citepRoss2011,
que sao técnicas mais direcionadas a Classificagao Estruturada, na qual a resposta final

esperada pelo classificador depende possui uma cadeia (estrutura) de classificagoes.

Apos a avaliacao dos modelos desenvolvidos em um segundo experimento, foi cons-
tatado que os modelos estruturados apresentaram sentencas comprimidas com maior qua-
lidade, sobretudo o modelo de CRF. Além disso, observou-se também que os atributos
extraidos por meio de um processamento mais simples das sentencgas também contribuiram
efetivamente para os modelos treinados. Apds a comparacgao desses modelos compressivos
com trabalhos da literatura, identificou-se que os resultados do modelo CRF foram supe-
riores aos do método de Filippova et al. (2015), que emprega uma abordagem de Deep

Learning.

6.2 Consideracoes sobre os métodos de Sumarizacao Au-

tomatica

Tendo em vista a hipdtese principal deste trabalho, de que alguns conhecimen-
tos linguisticos em conjunto com distintas abordagens de representagao textual podem
auxiliar a producao de sumarios mais informativos, foram investigadas variadas técni-
cas de modelagem textual e selecao de contetido adotadas em métodos SAA. Entre as
técnicas selecionadas, encontram-se métodos baseados em caracteristicas posicionais, ran-
queamento superficial de sentencas, algoritmos de grafo, modelos gerativos de n-gramas e
distribuicao de tépicos, bem como um modelo ensemble. Dessa forma, foi possivel verificar
o impacto do conhecimento linguistico em métodos com niveis de processamento compu-
tacional e andlise linguistica variados. Por exemplo, o método Fator de Novidade requer
pouco tempo computacional de processamento e baseia-se em uma analise superficial do
vocabulario presente nos textos-fonte. Por outro lado, o método DualSum faz uso de uma
técnica mais refinada, que visa analisar a distribuicao de tépicos textuais de categorias

distintas, que, consequentemente, requer maior tempo de processamento computacional.

Para cada abordagem de SAA investigada, foram propostas maneiras para incor-
porar um ou mais conhecimentos linguisticos. Por exemplo, para o método KLSum, foram

desenvolvidos duas versdes com a analise de segmentos de subtopicos, referenciadas como
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KLSum-SUB e KLSum-E, e uma versao com incorporacao de entidades nomeadas, o KL-
Sum+EN. Foram adotadas trés informacoes semantico-discursivas, que correspondem aos
segmentos de Subtépicos, relagdes discursivas baseadas na CST e Entidades Nomeadas.
Esses conhecimentos linguisticos foram selecionados baseando-se em trabalhos prévios
para a lingua Portuguesa no dmbito da SA tradicional multidocumento, como Castro
Jorge (2010), Cardoso (2014), Ribaldo, Cardoso e Pardo (2016), que evidenciaram a apli-

cabilidade e efetividade desse tipo de conhecimento.

Todos os métodos foram avaliados por meio da ROUGE (LIN, 2004) e Noveau-
ROUGE (CONROY; SCHLESINGER; O’LEARY, 2011) por meio da abordagem de ava-
liagdo proposta por Louis e Nenkova (2009), na qual os textos-fonte sdo adotados como
textos de referéncia para os sumarios sendo avaliados. Para a lingua Portuguesa, foi utili-
zado o cérpus CSTNews-Update, que foi organizado durante este trabalho. Apds a anélise
dos resultados, contatou-se que a segmentagao dos subtopicos auxilia mais efetivamente
os métodos investigados, sobretudo aqueles que apresentam procedimentos menos comple-
x0s, como métricas posicionais e o método de Fator de Novidade. Além disso, por meio
desse conhecimento linguistico, foram também propostas duas variacoes para o método
KLSum, o KLSum-Sub e KLSum-E, que, em alguns casos, apresentou resultados superio-
res a0 método DualSum, que requer um procedimento de analise de topicos textuais mais

complexo, que é similar a um modelo de LDA.

Um resultado inesperado foi a relativa baixa qualidade dos sumérios produzidos
pelos métodos baseados em grafo modelados por meio de relagoes discursivas CST em rela-
cdo aos métodos de grafo tradicionais. Por exemplo, o método PNR?4+CST, que emprega
CST, e PNR?+SUB+CST, que faz uso de subtépicos e CST, apresentaram resultados
inferiores & versao original do PNR?e PNR?+SUB. Contudo, ressalta-se que os métodos
de SAA dessa abordagem que foram investigados neste trabalho assumem um grafo com-
pleto, em que cada vértice (sentenga) possui arestas para todos os demais. Em um grafo
modelado por meio da CST, uma sentenca possui aresta apenas com sentencas para as
quais exista alguma relagao discursiva. Dessa forma, o niimero menor de arestas no grafo

pode ter afetado negativamente para a producao de sumaéarios mais informativos.

Investigou-se também um método Ensemble, que emprega as abordagens de ran-
queamento sentenciais menos complexos que foram investigados neste trabalho. Esse mé-
todo obteve os melhores resultados, mesmo sem aplicacao de algum conhecimento linguis-
tico. Tal resultado foi esperado, pois ndo havia muita diferenca entre os valores ROUGE
computados entre os métodos, com ou sem conhecimento linguistico, e essa abordagem

agrega as vantagens de todos os métodos investigados.

Os resultados para a lingua Inglesa por meio dos cérpus da DUC 2007 e TAC
de 2008 e de 2009 foram similares aos obtidos por meio do CSTNews-UPDATE. Con-

tudo, foi observada uma excecdo para o método DualSum, que apresentou resultados
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muito mais satisfatorios. Esse método baseia-se em um modelo LDA para distribuicao
de topicos textuais que, comumente, apresenta resultados melhores em volume de dados
maiores. Assim, tendo em vista que os cérpus para a lingua inglesa sdo maiores do que o
CSTNews-UPDATE, possivelmente essas caracteristicas dos conjuntos de dados influen-

ciaram diretamente a qualidade do DualSum.

Além dos métodos de SAA baseados na sintese Extrativa, foi proposta uma arqui-
tetura de sintese Compressiva, que pode ser facilmente acoplada em métodos extrativos.
Essa arquitetura é composta por trés principais médulos, que correspondem as fases de
Selecao, Compressao e Sintese. No primeiro médulo, pode-se adotar algum método de SA
extrativo. Na etapa de compressao, que corresponde a producao de versdes comprimidas
das sentencas selecionadas previamente, foi utilizado o melhor modelo compressivo desen-
volvido neste trabalho. Por fim, na etapa de Sintese, em que se identifica a sentenca mais
adequada para o sumario, que pode ser a sentenca original ou alguma versao comprimida,
foram investigadas diferentes abordagens, que se constituem na analise de uma ou mais
versoes comprimidas e a consideracao ou nao da sentenca original. Na avaliacao desses
métodos, foi constatado que o melhor modelo de sumarizacao compressiva foi aquele que
considera somente a sentenca original e a menor versao comprimida. Em outras palavras,
esse modelo pode, eventualmente, utilizar uma sentenga original (sem compressao) para

produzir o sumario.

Os resultados avaliados para os métodos Compressivos, em termos de ROUGE e
Noveau-ROUGE, nao foram superiores aos respectivos métodos extrativos. Entretanto, é
importante salientar que foi utilizada uma metodologia de avaliacao baseada na compa-
ragao dos sumadrios com os respectivos textos-fonte, que foi proposta por Louis (2014).
Embora essa metodologia seja muito factivel para a andlise de métodos de SA extrativos,
pode penalizar sumarios automaticos produzidos por meio da Sintese Compressiva. Po-
rém, ressalta-se que as diferengas de valores ROUGE néao foram muito significativa. Além

disso, a arquitetura de SA Compressiva pode ser investigada em outros métodos de SA.

6.3 Contribuicoes

As principais contribuicoes desse trabalho, sobretudo para lingua Portuguesa, pautam-
se nos recursos, ferramentas e métodos adaptados e desenvolvidos que foram disponibili-

zadas para desenvolver futuras pesquisas no ambito da SAA para esse idioma.

Para a area de Compressao de Sentencas, foram compilados dois cérpus com pares
de sentencas originais e respectivas versoes comprimidas, o cérpus Pares-PCSC e Pares-
G1. Esses recursos podem ser utilizados para pesquisas futuras em CS e Sumarizagao

Compressiva para a lingua Portuguesa.

Por meio dos cérpus supracitados, foram desenvolvidos diversos modelos compres-
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sivos baseados em técnicas de aprendizado de méaquina, que podem ser aplicados em
inimeras aplicagoes, como Sumarizagdo Automatica Compressiva, Analise Automatica
de Legendas, entre outras. Ressalta-se que um dos modelos compressivos propostos neste

trabalho apresentaram resultados superiores ao trabalho de Filippova et al. (2015).

No contexto da SAA, foi organizado um novo cérpus, o CSTNews-UPDATE, que é
contituido por uma diferente disposi¢do do corpus CSTNews, que vém sendo investigado
em diversas investiga¢oes de SA mono e multidocumento. Além desse recurso, foi também
proposta e analisada uma metodologia de avaliagdo para a tarefa de SAA por meio desse

coOrpus.

Foram investigados diversos métodos de SAA e trés tipos de conhecimento lin-
guisticos, a segmentacao de Subtdpicos, teorias discursivas baseadas na CST e o uso de
Entidades Nomeadas para incorporar técnicas baseadas em andlise de vocabulario. Por
meio da avaliagao desses métodos, para a lingua Portuguesa e Inglesa, constatou-se que

a distribuicao de Subtépicos é mais efetiva para diversas abordagens de SAA.

6.4 Limitacoes e trabalhos futuros

Os métodos de CS desenvolvidos neste trabalho baseiam-se em uma abordagem
muito direcionada a técnicas de Aprendizado de Maquina, que vem de encontro a tra-
balhos mais recentes, como o método proposto por Filippova et al. (2015). Dessa forma,
por exemplo, foi desconsiderada a aplicagdo de um Modelo de Lingua, que foi adotada
por alguns trabalhos prévios, como Madnani et al. (2007), Berg-Kirkpatrick, Gillick e
Klein (2011), Li et al. (2013), visando a redugao producao de sentengas agramaticais ge-
radas pelos métodos. Assim, tendo em vista que, embora o modelo CRF proposto tenha
apresentado resultados muito satisfatorios, algumas sentengas produzidas pelos métodos
desenvolvidos ainda possuem alguns erros, pretende-se acoplar um modelo de Modelo de
Lingua nos métodos de CS propostos visando a producgao de sentencas comprimidas com

maior qualidade gramatical.

Além das caracteristicas supracitadas, os modelos de CS investigados nao foram
submetidos a taxas de compressao. Ou seja, dada uma sentenca de entrada, os modelos
compressivos produzem uma respectiva versao comprimida a partir da analise sentencial
e sem restricdes externas, como o nivel de compressao desejado. Essa restricao nao foi
considerada durante o trabalho, pois o objetivo dos métodos foi produzir a menor versao
comprimida das sentengas baseando-se na observacao dos cérpus compilados (treinamento

dos modelos de Aprendizado de Méaquina).

Os métodos de SAA baseados na sintese Compressiva foram desenvolvidos por
meio de uma Arquitetura que pode ser facilmente incorporada em métodos diversos de

SA que fazem uso de somente a sintese Extrativa. Tal arquitetura é definida pelos seguintes
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trés componentes principais: (i) etapa de selegao (métodos de SA); (ii) um método de CS,
para produzir versoes comprimidas das sentengas selecionadas; e (iii) fase de sintese, na
qual o método identifica qual a sentenca (original ou alguma versdo comprimida) mais
adequada para o sumario. Contudo, tendo em vista que nao se constatou grandes avangos
de informatividade (ROUGE e Noveau-ROUGE) dos sumérios compressivos gerados em
relacao aos sumarios extrativos, pretende-se investigar técnicas mais robustas para compor
os componentes da Arquitetura Compressiva proposta, sobretudo, para o terceiro médulo

proposto.

Durante o desenvolvimento dos métodos de SAA mais informados, foram empre-
gados trés conhecimentos linguisticos distintos, que foram selecionados baseando-se em
resultados prévios da literatura. Porém, apés a avaliacao dos métodos, nao foram identifi-
cados ganhos significativos na informatividade dos sumarios. Dessa forma, possibilidades
futuras de pesquisa, englobam a aplicacao de outras modelagens linguisticas. Além disso,
pode-se também adotar outras abordagens de representacao textual para aplicar algum
conhecimento linguistico em métodos de SAA. Tal proposta é possivelmente interessante
pois os métodos desenvolvidos neste trabalho incorporam informagao linguistica em mode-
los de representacao textual ja adotados na literatura, que, eventualmente, ja representam
essas informagoes linguisticas de forma implicita. Por exemplo, observou-se que os conhe-
cimentos linguisticos auxiliaram mais efetivamente os métodos com representagoes menos

complexas, como o Fator de Novidade.
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