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Resumo

Os aspectos informativos representam as unidades bdsicas de informacdo presentes nos
textos. Por exemplo, em textos jornalisticos em que se relata um fato/acontecimento, os
aspectos podem representar a seguintes informagdes: o que aconteceu, onde aconteceu,
guando aconteceu, como aconteceu, e por que aconteceu. Com a identificacdo dos aspectos é
possivel automatizar algumas tarefas do Processamento da Linguagem Natural (PLN), como
Sumarizacdo Automatica, Perguntas e Respostas e Extracdao de Informacdo. Segundo Rassi et
al. (2013), aspectos podem ser de 2 tipos: microaspectos e macroaspectos. Os microaspectos
representam os segmentos locais das sentencas. Ja os macroaspectos emergem da informacao
contida nas sentencas em seus contextos. Neste relatdrio, descreve-se a metodologia e os
resultados do processo de identificagdo de macroaspectos utilizando técnicas de aprendizado
de maquina e regras manuais. A metodologia foi avaliada sobre o cérpus de noticias
jornalisticas CSTNews, previamente anotado manualmente com aspectos informativos. Os
resultados sdo satisfatdrios usando regras manuais, demostrando que alguns macroaspectos
podem ser identificados automaticamente em textos jornalisticos com um desempenho
razoavel.
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1. Introducao

Este relatério apresenta o processo de identificacdo automdtica de “aspectos informativos”
em textos jornalisticos. Os aspectos representam componentes semantico-discursivos que
correspondem as unidades bdsicas de informacdo presentes nas sentencas dos textos do
género jornalistico. Os aspectos podem representar componentes locais da sentenca,
indicando informacgdes, tais como local especifico ou uma data determinada; também podem
ser frutos das rela¢des discursivas entre os segmentos de um texto. Em uma noticia jornalistica
sobre desastres naturais, por exemplo, os seguintes aspectos poderiam ser identificados: “o

n o«

que aconteceu’,

n o« n u

guando aconteceu”, “onde aconteceu”, “quais foram as contramedidas”.

Os aspectos foram propostos no ambito da Text Analysis Conference® (TAC), a principal
conferéncia e competicdo cientifica dedicada a Sumarizacdo Automatica (SA). Nessa
conferéncia, Owczarzak e Dang (2011) propuseram a utilizacdo de “aspectos informativos”
como uma abordagem profunda para a producdo de sumarios multidocumento. Segundo os
autores, os aspectos podem ser Uteis para a elaboracdo de sumarios coerentes e direcionados
para o género e categoria textual em foco. No total, foram definidas cinco categorias:
“Acidentes e desastres naturais”, “Ataques”, “Saude e seguranca”, “Recursos naturais
ameacados” e “Julgamentos e investigacdes”. As categorias indicam o assunto ou dominio do
texto.

Como ilustracdo, a TAC propde que os sumadrios da categoria “Ataques” contenham os
aspectos WHAT, WHEN, WHERE, WHY, WHO_AFFECTED, DAMAGES, PERPETRATORS e
COUNTERMEASURES?. Como exemplo, na Figura 1, apresenta-se um sumdrio multidocumento
da categoria “Ataques”, anotado manualmente com aspectos informativos. Na primeira
sentenca do sumario, informa-se que uma série de ataques criminosos (WHAT) aconteceram
na cidade de Sdo Paulo (WHERE) na segunda-feira, 7 (WHEN). Na segunda sentenga,
identificam-se as entidades afetadas pelos ataques (WHO_AFFECTED). J4 na ultima sentenca,
identificam-se as entidades criminosas (PERPETRATORS).

[Uma nova série de atagues criminosos foi registrada na madrugada desta segunda-feira, dia
7, em S3o Paulo e municipios do interior paulista.] WHAT/WHEN/WHERE

[Os bandidos atacaram agéncias bancarias, bases policiais e prédios publicos com bombas e
tiros.] WHO_AFFECTED

[As acbes sdo atribuidas a facgdo criminosa Primeiro Comando da Capital (PCC), que ja
comandou outros ataques em duas ocasides.] PERPETRATORS

Figura 1: Sumario da categoria "Ataques" anotado com aspectos

Genest et al. (2009) afirmam que a identificacdo de aspectos pode ser util tanto para a
determinagdo de informacgdes relevantes dos textos-fonte quanto para a identificacdo de
restricGes estruturais na construgdo dos sumarios. A partir de sua adocdo na TAC, os aspectos
foram utilizados em varios trabalhos da literatura para auxiliar a tarefa de sumarizacdo (por
exemplo, Steinberger et al., 2010; Li et al., 2011; Genest e Lapalme, 2012). Porém, o uso de

! http://www.nist.gov/tac
2 Terminologia em inglés proposta pela TAC.
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aspectos ndo é novidade em sumarizacdo e nem em outras areas da Linguistica e do
Processamento de Linguagem Natural (PLN). Por exemplo, Swales (1999) propde o uso de
aspectos como componentes semanticos e discursivos aplicados no modelo CARS (Create a
Research Space) na forma de estruturas esquematicas para construir/estruturar textos
cientificos. Alguns trabalhos pioneiros em sumarizagdo que usaram o conceito de aspectos
informativos sdo os trabalhos de Teufel e Moens (1999, 2002) e White et al. (2001). Acredita-
se também que os aspectos possam auxiliar outras tarefas relacionadas, como Mineragdo de
Textos, por exemplo.

Com base nos aspectos informativos, identificam-se estruturas de sele¢do/organizagdo de
conteldo para a construcao de sumarios, sendo possivel gerar sumarios de qualidade com
informacgbes de interesse para o usuario final. Portanto, neste trabalho, a finalidade de se
identificar automaticamente aspectos (macroaspectos, no caso deste relatério) é auxiliar no
processo de geracdo automatica de sumarios com base nas estruturas previamente definidas
(Rassi et al., 2013). Cabe ressaltar que este trabalho é parte do processo de sumarizagdo
multidocumento de um projeto de mestrado.

Como ja foi dito, os aspectos sdo definidos conforme os diferentes géneros textuais:
jornalistico, opinido, cientifico, literario, etc. Neste trabalho, os aspectos informativos estao
definidos especificamente para o género jornalistico, com base na tarefa de Sumarizacdo
promovida pela TAC. Relata-se, entdo, o processo e os resultados obtidos na identificacdo
automatica de aspectos informativos no cérpus de noticias jornalisticas CSTNews (Cardoso et
al., 2011), dando-se continuidade ao trabalho relatado por Bokan e Pardo (2015). Enquanto
neste trabalho anterior o foco estava na identificacdo de microaspectos, neste relatdrio foca-
se nos macroaspectos, conforme sera detalhado posteriormente.

O restante do trabalho estd organizado da seguinte forma: na Se¢do 2, apresentam-se os
recursos e sistemas que serdo utilizados no processo de identificacdo; na Secdo 3, descreve-se
a metodologia utilizada; na Secdo 4, mostram-se os resultados obtidos na identificacdo; e por
fim, na Se¢do 5, apresentam-se as conclusdes.

2. Recursos e sistemas

2.1. Text Analysis Conference (TAC)

A TAC é a principal conferéncia e competicdo cientifica dedicada a sumarizacdo automatica,
fornecendo uma grande colegdo de dados de teste, procedimentos de avaliagdo e um férum
para compartilhar resultados. No ano 20103, a TAC propés a tarefa de Sumarizacdo Guiada®*
(em inglés, Guided Summarization), com a finalidade de produzir um sumario de 100 palavras
a partir de um conjunto de 10 artigos para um tépico dado. Todos os participantes tinham uma
lista de aspectos para cada categoria textual, e cada sumario produzido deveria conter todos
os aspectos designados para cada categoria. As categorias indicam o assunto ou dominio do

texto (por exemplo: politica, esporte, economia, etc.). Os aspectos podem ser especificos para

3 http://www.nist.gov/tac/2010/Summarization/Guided-Summ.2010.guidelines.html
4 Modalidade da SA multidocumento “assistida” por aspectos informativos, que visa construir sumarios
orientados pelo significado.




cada categoria ou genéricos, indicando sua validade ou abrangéncia para um leque maior de
dominios. As categorias e seus aspectos definidos pela TAC incluem:

e Acidentes e desastres naturais: descricdo do fato (WHAT), data (WHEN), localizacdo
(WHERE), razbes do acidente/desastre (WHY), entidade afetada (WHO_AFFECTED),
danos (DAMAGES), esforcos de resgate/contramedidas (COUNTERMEASURES).

e Ataques: descricio do fato (WHAT), data (WHEN), localizagdo (WHERE), entidade
afetada (WHO_AFFECTED), danos (DAMAGES), criminosos (PERPETRATORS), esforgos
de resgate/contramedidas (COUNTERMEASURES).

e Saude e seguranca: qual é o problema (WHAT), quem foi afetado (WHO_AFFECTED),
como foi afetado (HOW), por que isso acontece (WHY), contramedidas
(COUNTERMEASURES).

e Recursos naturais ameagados: descricdo do recurso (WHAT), importancia do recurso
(IMPORTANCE), ameacas (THREATS), contramedidas (COUNTERMEASURES).

e Julgamentos e investigacbes: quem estd sob investigacdo (WHO), quem esta
investigando ou processando (WHO_INV), o por qué (WHY), acusacdes especificas
(CHARGES), sentenca/consequéncia (SENTENCE), como é que se reagiu as acusacdes
(PLEAD).

Muitos estudos foram desenvolvidos seguindo esses principios da TAC 2010. Por exemplo,
Steinberger et al. (2010) realizaram analises semanticas profundas para a modelagem de
aspectos visando a SA multilingue. Makino et al. (2012) e Li et al. (2011) compilaram aspectos
de sumarios da Wikipédia. Barrera et al. (2011) criaram um sistema de perguntas e respostas
com base na identificacdo de aspectos para diferentes categorias. Mesmo antes da TAC, alguns
trabalhos ja apresentavam abordagens semelhantes, por exemplo, White et al. (2001)
propuseram templates com base em aspectos para sumarios de textos de desastres, e Zhou et
al. (2005) estudaram os aspectos presentes em sumarios biograficos.

Como ja foi dito, os aspectos informativos podem ser dependentes de categoria, ou seja,
podem ser especificos para cada categoria em particular. Por exemplo, os aspectos WHY e
DAMAGES da categoria “Acidentes e desastres naturais” sdo diferentes dos aspectos
IMPORTANCE, THREATS e COUNTERMEASURES da categoria “Recursos naturais ameag¢ados”.
Por outro lado, o aspecto WHAT é geral e se aplica a quase todas as categorias (da mesma
forma ocorre com WHEN e WHERE para as categorias “Acidentes e desastres naturais” e
“Ataques”). Por esse motivo, os aspectos devem ser devidamente analisados e definidos para
cada categoria de um dado cdrpus. Na seguinte se¢do, narra-se o processo de anotacdo de
aspectos sobre o cérpus jornalistico em lingua portuguesa CSTNews. Nessa anotagdo,
mantiveram-se alguns aspectos propostos pela TAC e foram também definidos novos aspectos.

2.2. O corpus CSTNews

O corpus CSTNews’ (Cardoso et al., 2011) é um recurso composto por cole¢des de textos-fonte
de género jornalistico, construido com vistas a investigacdo da SA mono e multidocumento
para o portugués brasileiro. O cérpus contém 50 cole¢Oes de textos jornalisticos. Cada colegdo
engloba de 2 a 3 textos sobre um mesmo assunto. Os textos foram compilados manualmente

5 http://www.icmc.usp.br/pessoas/taspardo/sucinto/cstnews.html
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dos jornais online “Folha de Sao Paulo”, “O Globo”, “Jornal do Brasil”, “Estaddao” e “Gazeta do
Povo”. As cole¢Ges foram classificadas em 6 categorias textuais: Cotidiano, Esporte, Mundo,
Politica, Dinheiro e Ciéncia. Cada categoria contém uma determinada quantidade de cole¢des
de textos jornalisticos (ver Figura 2). Assim, foram identificadas 14 colecGes da categoria
Cotidiano, 10 cole¢des da categoria Esporte, 14 cole¢des da categoria Mundo, 10 cole¢Ges da
categoria Politica, 1 colecdo da categoria Dinheiro e 1 colecdo da categoria Ciéncia.

Distribuicdao de colecdes por categoria

Dinheiro (1) Ciéncia (1)
Politica (10) Cotidiano (14)
Mundo (14) Esportes (10)

Figura 2: Distribui¢do das cole¢des por categoria

Além dos textos-fonte crus, o coérpus CSTNews possui sumdrios manuais abstrativos
monodocumento, sumarios manuais abstrativos multidocumento e sumadarios manuais
extrativos multidocumento. Também existem versdes anotadas, em nivel discursivo, dos
textos-fonte com base na Rhetorical Structure Theory (RST) (Mann e Thompson, 1987) e na
Cross-document Structure Theory (CST) (Radev, 2000), além de varias outras anotacGes. Na
subsecdo seguinte, descreve-se a anota¢dao manual de aspectos informativos sobre 50
sumarios manuais multidocumento do cérpus CSTNews.

2.2.1. CSTNews: aspectos

A tarefa de anotagdo de cérpus é uma tarefa de classificacdo que consiste em atribuir um ou
mais rotulos a uma unidade representativa do texto (palavra, sentenga ou paragrafo,
normalmente). A anotagdo de aspectos informativos foi feita por Rassi et al. (2013) em nivel
sentencial sobre sumarios manuais multidocumento do cérpus CSTNews. Para a tarefa de SA
multidocumento, os aspectos podem indicar estruturas padrdo para a modelagem de critérios
de selecdo e organizacdo de contelddo nos sumarios.

As categorias no cdérpus CSTNews diferem das definidas originalmente na TAC 2010. Contudo,
existem similaridades com as seis categorias consideradas (ver Figura 2). Por exemplo, nas
categorias Cotidiano ou Mundo, pode haver mencdo a “Acidentes e desastres naturais”.



A tarefa de anotacdo foi realizada por 4 subgrupos de anotadores compostos por 3 ou 4
linguistas computacionais, havendo um pesquisador sénior em cada subgrupo responsavel
pela coordenacdo da tarefa de anotacdo. Cada subgrupo ficou responsavel pela anotacao
completa de uma das 4 categorias mais representativas, ou com maior quantidade de textos-
fonte do cérpus (Cotidiano, Esportes, Mundo, Politica). Na fase preliminar de anotacdo, para
ter uma referéncia consensual, foram anotados os sumarios das categorias Dinheiro (1) e
Ciéncia (1). J4 na fase final de anotacdo, foram anotados os 48 sumarios das categorias
Cotidiano (14), Esporte (10), Mundo (14) e Politica (10).

Com base na tarefa de anotacdo definida pela TAC, realizou-se um refinamento e definicdo dos
aspectos em funcdo das diferentes categorias sugeridas nos textos-fonte. Esse refinamento
envolveu tanto a exclusdo de algumas etiquetas originais quanto a insergdo de novas etiquetas
de interesse para os textos do cérpus CSTNews. Assim, foram definidos 20 aspectos
informativos (ver Tabela 1).

Macroaspectos Microaspectos
COMMENT WHO_AGENT
COMPARISON WHO_AFFECTED
CONSEQUENCE WHEN
COUNTERMEASURES | WHERE
DECLARATION WHY

GOAL HOW
HISTORY SCORE
PREDICTION SITUATION
SITUATION GOAL

WHAT

HOW

Tabela 1: Aspectos gerais do corpus CSTNews

A necessidade de identificagdo de segmentos textuais em diversos niveis estruturais para a
determinacdo do aspecto correspondente resultou na classificacdo dos aspectos em micro e
macroaspectos. Os microaspectos representam segmentos locais que compdem uma sentenga.
Os macroaspectos dependem do conteddo sentencial em contexto. No total, foram
identificados 11 macroaspectos e 9 microaspectos, apesar de haver alguma variacdo nesses
conjuntos em fungdo da categoria anotada (ver Apéndice A). Por exemplo, a categoria Esportes
€ a Unica que possui o microaspecto SCORE. Nota-se que os aspectos SITUATION, GOAL e WHO
podem acontecer tanto como macroaspectos quanto como microaspectos.

Cabe ressaltar que a anotacdo de aspectos foi feita em nivel sentencial, seguindo a
metodologia da TAC, ou seja, os aspectos identificados sdo posicionados ao final da sentenca.
Na Figura 3, mostra-se um exemplo de uma senten¢a anotada com aspectos da categoria
Mundo. Com respeito aos macroaspectos, descreve-se o acontecimento de um desastre
natural (WHAT) e a declaracdo emitida pelo jornal japonés pré-Pyongyang (DECLARATION).
Com respeito aos microaspectos, informa-se que o fato aconteceu no més de julho (WHEN), na
Coréia no Norte (WHERE), por causa das enchentes (WHY), deixando muitas pessoas mortas e
outras feridas (WHO AFFECTED).



[Ao menos 549 pessoas morreram, 3.043 ficaram feridas e outras 295 ainda estdo
desaparecidas em consequéncia das enchentes que atingiram a Coréia do Norte em julho,
segundo um jornal japonés pro-Pyongyang.] WHO_AFFECTED/WHAT/WHY/WHERE/WHEN/
DECLARATION

Figura 3: Sentenca anotada do sumadrio da cole¢do C1 do cérpus CSTNews

Por ultimo, na anotacdo, foi relevante distinguir aspectos que transmitem informacdes
principais daqueles relativos a informagfes secunddrias. Diante disso, aos aspectos podia ser
adicionado o sufixo EXTRA. Por exemplo, uma sentenga é anotada como WHERE_EXTRA se
possuir alguma informacdo de localidade que ndo se refere ao evento principal. Neste
trabalho, ndo existe uma distincdo entre ideias principais e secunddarias. Portanto, os sufixos
EXTRA foram ignorados, deixando os aspectos em suas formas originais (ver Tabela 1).

2.3. O parser PALAVRAS

O parser PALAVRAS é um analisador sintatico de textos em lingua portuguesa baseado em
regras, desenvolvido por Bick (2000). O PALAVRAS segue a metodologia da Gramatica de
Constituintes (em inglés, Constraint Grammar) introduzido por Karlsson (1990), a fim de
resolver problemas de ambiguidade morfoldgica e mapear fungbes sintdticas por meio da
dependéncia de contexto.

O parser pode transformar uma notacdo de Gramatica de Constituintes (formato flat) em uma
estrutura de arvore sintatica tradicional (formato tree). Na Figura 4, ilustra-se um exemplo de
anotacdo simples da sentenca “O menino nada na piscina”. Dentro dos colchetes ([]),
encontra-se a palavra na forma lematizada. Em seguida, aparecem os rétulos semanticos entre
os simbolos “<” e “>". Logo depois, sdo anotadas as classes gramaticais, como substantivo (N),
verbo (V), determinante (DET) e preposi¢do (PREP). Junto com as classes gramaticais, estdo as
informaces morfossintaticas indicando, por exemplo, que o verbo “nadar” estd no tempo
presente (PR), na terceira pessoa do singular (3S), do modo indicativo (IND), flexionado (VFIN).
Por udltimo, apds o simbolo “@”, indicam-se as fungdes sintaticas. Por exemplo, a palavra
“menino” foi marcada com @SUBJ, que indica o sujeito da oragdo.

O [o] <artd>DETM S @>N

menino [menino] <H>N M S @SUBJ>

nada [nadar] <fmc> <mv>V PR 3S IND VFIN @FS-STA
em [em] <sam-> PRP @<ADVL

a [o] <artd> <-sam>DETF S @>N

piscina [piscina] <Lh>N F S @P<

\S.

Figura 4: Anotacgdo de Gramatica de Constituintes simples (flat)

Segundo seu autor, usando um conjunto de etiquetas gramaticais bastante diversificado, o
parser alcanga um nivel de corregdo (ou exatiddo) de 99% em termos de morfossintaxe (classe
gramatical e flexdo), e 97-98% em termos de sintaxe. Na pratica, tem se verificado
desempenho inferior a esse relatado. Neste trabalho, o parser PALAVRAS foi utilizado para
fornecer informagOes léxicas, morfossintdticas e semanticas tanto para a criagdo do



classificador usando técnicas de Aprendizado de Mdaquina (ver Secdo 3.1), quanto para a
criacdo de regras manuais (ver Segao 3.2).

2.4. Papéis Retoricos

Os papeis retdricos indicam funcbes argumentativas e informativas dos segmentos textuais.
Eles podem ser sinalizados por padrdes linguisticos presentes na sentenga. Assim, os
macroaspectos sdo similares aos papeis retdricos por emergirem da informacdo contida nas
sentengas em seus contextos.

Dayrel et al. (2012) propuseram um sistema que detecta padr&es linguisticos particulares em
abstracts de artigos cientificos escritos em lingua inglesa, denominado MAZEA (Multi-label
Argumentative Zoning for English Abstracts). O sistema tenta identificar papéis retdricos,
também chamados de zonas argumentativas, nas sentencas dos textos de género cientifico:
BACKGROUNG (contexto), GAP (lacuna), PURPOSE (objetivo), METHOD (metodologia), RESULT
(resultados) e CONCLUSION (conclusao). Devido ao fato de uma sentenga poder ser anotada
com mais de uma zona argumentativa, o problema de classificacdo torna-se multirrétulo. Os
algoritmos de classificacdo resultaram da combinacdo dos algoritmos das bibliotecas Mulan®,
tais como Classifier Chain (Read et al., 2009) e Rakel (Tsoumakas e Vlahavas, 2007), e da
biblioteca WEKA’, como Sequential Minimal Optimization (SMO) (Platt, 1998), otimizac3o do
Support Vector Machine (SVM) (Vapnik, 2000); e J48, implementacdo open source do algoritmo
C4.5 (Quinlan, 1993). Os melhores resultados foram obtidos pela combinagdo dos
classificadores Chain + SMO.

O sistema MAZEA esta baseado no sistema AZEA (Argumentative Zoning for English Abstracts)
(Genoves Jr. et al., 2007), em que foi criado um classificador bindrio para identificar papéis
retéricos nas sentencas. Utilizaram-se os algoritmos J48, SMO e Naive Bayes. Os melhores
resultados foram obtidos pelo Naive Bayes, seguido do SMO. Tanto o sistema MAZEA quanto o
sistema AZEA baseiam-se na tentativa de identificar movimentos retéricos em textos
cientificos proposta por Teufel e Moens (2002) e Feltrim et al. (2006), adotando um enfoque
linguistico profundo. Outros sistemas sdo independentes da categoria textual e usam um
enfoque superficial com base na estatistica somente.

A extracdo de atributos é um passo importante na hora de se criar um classificador de papéis
retoricos. Teufel (1999) define um total de 12 tipos de atributos (ver Tabela 2). Tanto o MAZEA
quanto o AZEA se baseiam na extragdo de 6 atributos na criagdo dos classificadores
multirrétulo e bindrio, respectivamente: tamanho, posi¢cdo, tempo, voz, modal e expressdo
padréo.

O atributo TF-IDF visa identificar termos significativos que sdo frequentes numa sentenga, mas
gue sdo raros nas outras sentencas do documento. Tal atributo é bastante usado na tarefa de
Recuperagdo de Informagdo (Salton e McGill, 1989). Assim, por exemplo, uma sentenga que
contenha termos especificos relacionados a metodologia de pesquisa pode representar o
papel retérico METHOD. As palavras que ocorrem no titulo também sdo boas candidatas para

6 http://sourceforge.net/projects/mulan/
7 http://www.cs.waikato.ac.nz/ml/weka/

10


http://sourceforge.net/projects/mulan/
http://www.cs.waikato.ac.nz/ml/weka/

identificar papéis retdricos especificos no texto. Por exemplo, em PURPOSE, costuma-se
colocar palavras relacionadas ao titulo. De maneira igual, as sentencas que contém termos
significativos ou palavras do titulo podem ser bons indicadores do macroaspecto WHAT.

O tamanho da sentenca é um atributo trivial, ja que n3ao esta relacionado diretamente aos
papéis retéricos. Mas, mesmo assim, deve ser considerado porque indica a complexidade da
sentenca. A posicdo da sentenca no texto e nos paragrafos é muito importante. Normalmente,
as primeiras sentencas de um abstract cientifico descrevem BACKGROUND e PURPOSE, ja as
ultimas descrevem RESULT e CONCLUSION. Da mesma forma, existem macroaspectos que
sempre ocorrem na primeira sentenca dos textos, como WHAT, WHEN e WHERE.

Atributo Descricao Valores

TF-IDF A sentenga contém termos significativos determinados | Sim ou ndo
pela medida TD-IDF?

Titulo A sentenca contém palavras que ocorrem no titulo? Sim ou nao

Tamanho A sentencga possui um maior numero de palavras que | Sim ou ndo

um limiar definido?

Posicao Texto Posicdo da sentenca no texto em relagdo a 10 | Faixasde Aa

segmentos

Posicdo Paragrafo

Posicdo da sentenca dentro de um paragrafo

Comeco, meio e fim

Tempo Tempo do primeiro verbo flexionado 9 tempos verbais

Voz Voz do primeiro verbo flexionado Ativa ou passiva

Modal Presenca de verbos auxiliares modais Sim ou nao

Citacdo 1 A sentencga contém alguma citacdo ou nome de autor? | Citagdo, autor, nenhum

Citagao 2 A sentenca contém uma autocita¢do? Sim, ndo, nenhum

Citagao 3 Posicdo da citacdo na sentenca Comeco, meio, fim,
nenhum

Expressdo Padrdo | Primeira Expressao Padrao (EP) na sentenca 20 tipos de EP

Tabela 2: Atributos definidos por Teufel (1999)

Os atributos tempo, voz e modal representam a morfossintaxe do verbo. Os textos cientificos
seguem um padrdo de escrita bem definido, portanto, a analise do primeiro verbo da sentenca
é de muita importancia. Por exemplo, nas sentengas do tipo BACKGROUND, o primeiro verbo
costuma estar no tempo presente. Em textos jornalisticos, o padrdo de escrita é diferente,
sendo que todos os verbos da sentenga possuem a mesma importancia. Por exemplo, uma
sentenga pode ter um verbo no tempo pretérito perfeito, indicando HISTORY, e um verbo no
tempo futuro, indicando PREDICTION.

As citacbes sdo referéncias que indicam o trabalho de outras pessoas. Tais trabalhos
representam o estado da arte ou os trabalhos relacionados ao foco da pesquisa. Esse atributo
€ um claro identificador do papel retérico BACKGROUND. No género jornalistico, praticamente
nao existem esses tipos de cita¢des, portanto, esse atributo ndo sera util para nosso objetivo.

Ja as expressées padrdo sdo combinagOes de palavras frequentes, as quais estdo relacionadas
aos papéis retoéricos. Por exemplo, as expressbes “acredita-se que” e “visa-se a" comumente
sdo sinalizadoras de PURPOSE. De maneira igual, tais expressGes estdo relacionadas aos
macroaspectos, por exemplo: “declarou que” e “antigamente” podem ser sinalizadoras de
DECLARATION e HISTORY, respectivamente.

11



Como ja foi dito anteriormente, os macroaspectos sdo parecidos com os papéis retdricos.
Portanto, com base nos atributos da literatura (Teufel e Moens, 2002; Feltrim et al., 2006;
Genoves Jr. et al., 2007; Dayrel et al., 2012), visa-se criar um classificador que identifique
automaticamente macroaspectos. Cabe ressaltar que os textos a serem processados sdo do
género jornalistico. Dessa forma, os atributos serdo adaptados para o género em foco. Os
atributos a serem utilizados sdo: TF-IDF, titulo, posicdo, tamanho, tempo, voz, modal e
expressdo padrdo. Na secdo seguinte, descreve-se a metodologia utilizada na identificacdo dos
macroaspectos.

3. Metodologia

Neste relatério, o processo de identificagdo automatica de macroaspectos foi dividido em 3
fases (ver Figura 5). A seguir, explicam-se as fases do processo de identificacdo:

1. Compilar as sentencas dos 48 sumdrios anotados do corpus CSTNews das categorias
Cotidiano, Esportes, Mundo e Politica. Nao foram consideradas as categorias Dinheiro
e Ciéncia, por terem poucos textos anotados.
2. Anotar automaticamente as sentengas com macroaspectos usando duas abordagens:
a. Aprendizado de Maquina (AM): uso de técnicas de AM para criar um
classificador de macroaspectos. Por um lado, serdo criados classificadores com
base nos atributos definidos por Teufel (1999) e utilizados em outros trabalhos
da literatura (Teufel e Moens, 2002; Feltrim et al., 2006; Genoves Jr. et al.,
2007; Dayrel et al., 2012). Por outro lado, serdo criados classificadores com
base em atributos léxico-semanticos: bag of words, lemas, part-of-speech
(POS), etiquetas semanticas, e a combinacdo deles. Cabe ressaltar que a
maioria dos atributos utilizados nos classificadores sdo fornecidos pelo parser
PALAVRAS (Bick, 2000). Esta abordagem atende os macroaspectos WHAT,
CONSEQUENCE, COMMENT, DECLARATION e HISTORY. O restante dos
macroaspectos nao foi considerado por haverem poucas sentengas anotadas.
b. Regras manuais: devido ao baixo resultado obtido pela abordagem usando
AM, optou-se pela criacdo de regras com base na identificacdo de padrées
linguisticos presentes em todas as sentengas do cérpus anotadas com
macroaspectos. Esta abordagem atende os macroaspectos COMPARISON,
DECLARATION, GOAL, HISTORY e PREDICTION. Nao foi possivel identificar
padrdes linguisticos para o restante dos macroaspectos.
3. Obter um conjunto de sentengas anotadas automaticamente com macroaspectos.
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Regras manuais

Figura 5: Metodologia do processo de identificagdo de macroaspectos

3.1. Aprendizado de Maquina (AM)

Na atualidade, destaca-se a capacidade dos computadores de aprender tarefas
automaticamente com base em alguma experiéncia. Essa experiéncia se constréi por meio de
um conjunto de exemplos denominados instancias. Cada instancia contém certos atributos
gue, teoricamente, representam conhecimento util a tarefa a ser automatizada. Em um
sistema de Aprendizado de Maquina (AM), a experiéncia recebe o nome de conjunto de
treinamento. Segundo Zhu e Goldberg (2009), a predicdo desejada em uma instancia recebe o
nome de rétulo, podendo tornar-se um conjunto finito de valores, denominados classes. Em
outras palavras, o AM tenta generalizar a predicdo de uma classe a partir de um conjunto finito
de treinamento para dados de teste nunca antes vistos.

Neste trabalho, a tarefa a ser aprendida é a “identificacdo de macroaspectos”. Devido a
disponibilidade de um cdrpus anotado manualmente (CSTNews), a nossa tarefa segue na linha
do paradigma de AM supervisionado, em que o conjunto de treinamento esta formado por
pares instdncia-classe denominados dados rotulados. As instdncias-classes sdo as sentencas do
cérpus anotadas com os aspectos informativos.

A identificagdo de macroaspectos é um problema de classificagao multirrétulo. Neste trabalho,
aplica-se o método de transformacgdo de problemas (Tsoumakas e Katakis, 2007), que visa
transformar o problema de classificagdo multirrétulo em um conjunto de problemas de
classificagdo bindria. Portanto, foram gerados varios classificadores binarios, sendo escolhidos
os 5 melhores, para cada um dos macroaspectos WHAT, CONSEQUENCE, COMMENT,
DECLARATION e HISTORY, respectivamente. Os macroaspectos COMPARISON, PREDICTION,
COUNTERMEASURES, GOAL, SITUATION e HOW nado foram considerados por terem poucas
instancias anotadas.

Por um lado, criaram-se classificadores binarios com base nos atributos definidos por Teufel
(1999) e utilizados em outros autores da literatura, como Teufel e Moens (2002), Feltrim et al.
(2006), Genoves Jr. et al. (2007) e Dayrel et al. (2012) (ver Tabela 2). Como ja foi dito, os
atributos foram definidos originalmente para o género cientifico, portanto, os atributos foram
adaptados para o género jornalistico.

Os atributos TF-IDF, titulo, tamanho e posi¢éo foram conservados na forma original. Ja para os
atributos tempo, voz e modal, ndo sé foi considerado o primeiro verbo, mas sim todos os
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verbos da sentenca. Por exemplo, costuma-se classificar como PREDICTION as sentengas que
possuem algum verbo no tempo futuro. No caso da sentenga “Ele melhorou e estd estavel,
mas continuara internado”, o verbo “continuard” (tempo futuro) é o terceiro verbo da
sentenca. Isso acontece porque o estilo de escrita jornalistico ndo segue o mesmo padrado dos
textos cientificos. Finalmente, para o atributo expressdo padrdo, sé foram identificadas
expressGes para DECLARATION (por exemplo, “de acordo com”, “segundo” e os verbos
ilocutérios) e COMPARISON (“em relagdo a”, “em comparagdo a”). Cabe ressaltar que nao foi
possivel identificar uma maior quantidade de expressdes devido a pouca quantidade de
sentencas anotadas no cérpus CSTNews.

Por outro lado, criaram-se varios classificadores bindrios com base em 6 tipos de atributos
|éxico-semanticos (ver Tabela 3). Esses atributos foram utilizados no trabalho de Bokan e
Pardo (2015), como parte do processo de identificacdo automadtica de microaspectos.
Portanto, tais aspectos podem ser Uteis, também, na identificacdo dos macroaspectos. Para
extrair tais atributos, utilizou-se o formato flat (simples) do parser PALAVRAS (ver Figura 4).
Cada atributo é representado por unigramas “(1, 1)”, bigramas “(2, 2)” e bigramas + trigramas
“(2, 3)”. Assim, para cada um dos 5 macroaspectos, cria-se um classificador resultado da
representacao (unigramas, bigrama, bigrama+trigrama) de cada um dos 6 tipos de atributos.
Por exemplo, o classificador denominado “(2, 3) POS” foi criado com base em todos os
bigramas e trigramas “(2, 3)” das classes gramaticais (POS) de todas as palavras do corpus. No
total, foram criados 90 classificadores binarios (ver Apéndice C).

Tipo de atributo Notagao

bag of words bag of words

Lematizac¢ao Lemmas
POS (part-of-speech) POS

tags-semanticos Semantic

lematizagdo + POS lemmas+POS

POS + tags-semanticos | POS+semantic
Tabela 3: Atributos definidos

A técnica de aprendizado supervisionado utilizada, tanto com atributos de Teufel (1999)
qguanto com atributos |éxico-semanticos, foi SVM. A técnica se baseia no principio de
minimiza¢do do risco estrutural, trabalhando sobre o conceito de margem. O SVM realiza a
classificagdo de dados por meio da construgdo de varios hiperplanos. O termo margem refere-
se a distancia minima a partir do hiperplano de separacdo até as instancias de dados mais
proximas. A técnica visa criar a maior distancia possivel entre os hiperplanos de separacdo e as
instancias proximas a eles. O fato de considerar apenas instancias proximas as margens é uma
caracteristica particular da técnica, dai o nome “vetores de suporte”. Escolheu-se o SVM, entre
outras técnicas da literatura (SMO, Naive Bayes, J48), por ser atualmente a técnica mais
utilizada na literatura para classificagdo com textos. Além disso, € a melhor técnica em
tratamento de vetores especiais de grandes dimensdes.

Portanto, propde-se o uso de AM para criar classificadores que possam identificar
automaticamente macroaspectos. Objetiva-se obter o melhor classificador para cada
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macroaspecto avaliando-se todos os possiveis classificadores gerados a partir dos atributos
definidos por Teufel (1999) e os atributos Iéxico-semanticos. As instancias de treino e teste sdo
as sentencas dos sumarios anotados do cérpus CSTNews.

3.2. Regras manuais

No relatério da identificacdo dos microaspectos (Bokan e Pardo, 2015), foi proposto um
sistema de anotacdo de microaspectos denominado “sistema APS” (Anotador de Papéis
Semanticos). Para melhorar o desempenho de dito sistema, que até o momento ja tinha
conseguido resultados considerdveis, criaram-se regras manuais com base nos padrdes
linguisticos identificados nos “falsos negativos” e “falsos positivos”. Os primeiros referem-se
aquelas sentencas cujos aspectos o sistema APS ndo conseguiu classificar, mas que foram
anotadas manualmente. Ja os segundos referem-se as sentengas que o sistema APS conseguiu
classificar, mas que ndo foram anotadas manualmente.

Nossa proposta da abordagem usando AM obteve resultados muito baixos, sendo que varios
dos macroaspectos nao puderam ser identificados corretamente em nenhuma sentenca.
Portanto, na criacdo de regras manuais para 0os macroaspectos, utilizaram-se todas as
sentencas anotadas do cérpus CSTNews com a finalidade de achar padrées linguisticos que
pudessem representar alguns dos macroaspectos.

Foram criadas regras para os aspectos COMPARISON, DECLARATION, PREDICTION, HISTORY e
GOAL. No entanto, ndao foram criadas regras para os aspectos WHAT, COMMENT,
CONSEQUENCE, COUNTERMEASURES, SITUATION e HOW, por ndo terem sido achados padroes
para criacdo de regras. No Apéndice B, apresenta-se, de maneira clara, o conjunto de regras
definido para os macroaspectos.

A maioria das regras visam identificar expressées padrdo. Assim, por exemplo, a expressao
“em relacdo a” denota COMPARISON (ver Figura 14). De igual maneira, as expressoes
“segundo” e “de acordo com” correspondem a DECLARATION (ver Figura 15); “previsdao”
corresponde a PREDICTION (ver Figura 16); “desde” e “da histéria” correspondem a HISTORY
(ver Figura 17); e “objetivo” corresponde a GOAL (ver Figura 18).

Outras regras se baseiam no tipo de verbo. Por exemplo, qualquer tipo de verbo ilocutdrio
(declarar, afirmar, dizer, informar, anunciar, expressar, etc.) denota DECLARATION. Outras
regras se baseiam no tempo verbal. Por exemplo, os verbos no futuro costumam expressar
uma previsao ou PREDICTION.

Cabe ressaltar que a maioria das regras (COMPARISON, GOAL e PREDICTION) foram criadas
sobre pouca quantidade de sentengas anotadas, sendo relativamente facil de se identificar
padrdes linguisticos. No entanto, existe a possibilidade de acontecer overfitting® nas regras,
por estas serem criadas e testadas sobre um conjunto minimo de dados. Um modelo com
overfitting apresenta uma alta precisdo (ver Secdo 4), porém tal modelo ndo é uma boa
representacao da realidade.

& Termo utilizado em AM ou estatistica para dizer que o modelo estatistico se ajustou demasiadamente
ao conjunto de dados, ndo sendo capaz de generalizar adequadamente.
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4. Experimentos e resultados

As abordagens propostas (AM e regras manuais) foram avaliadas sobre um conjunto de
sentencas anotadas manualmente com macroaspectos. Tais sentencas foram extraidas dos
sumarios multidocumento do cérpus CSTNews (ver Secdo 2.2.1). No total, foram anotadas 322
sentencas nas quatro categorias principais: Cotidiano (102), Esportes (60), Mundo (94) e
Politica (66).

Os resultados serdo calculados conforme a matriz de confusdao apresentada na Tabela 4.
Observa-se que, na linha superior da matriz, estdo as classes preditas (P) pelo sistema. Ja na
coluna da esquerda, estdo as classes anotadas manualmente, reais (R). Para ter uma
estimativa de erro de classificagdo, dentro da matriz acham-se as seguintes quantidades:

e Verdadeiros positivos (VP): refere-se a quantidade de instancias que o classificador
conseguiu anotar automaticamente e que foram anotadas manualmente.

e Falsos negativos (FN): refere-se a quantidade de instancias que o classificador NAO
conseguiu anotar automaticamente, mas que foram anotadas manualmente.

e Falsos positivos (FP): refere-se a quantidade de instdncias que o classificador
conseguiu anotar automaticamente, mas que NAO foram anotadas manualmente.

e Verdadeiros negativos (VN): refere-se a quantidade de instancias em que o
classificador NAO conseguiu anotar automaticamente e que NAO foram anotadas
manualmente.

Verdadeiro (P) Falso (P)
Verdadeiro (R) VP FN

Falso (R) FP VN

Tabela 4: Matriz de confusao

As estimativas de erro sdo calculadas por meio das quantidades de instdncias/exemplos,
dando origem as métricas de avaliagdao. As métricas sao calculadas conforme a classe positiva
(SIM) e negativa (NAO) para cada macroaspecto. A seguir, explicam-se as métricas usadas
neste trabalho:

e Cobertura (classe SIM): também chamada de “taxa verdadeira positiva”. Refere-se a
taxa de exemplos verdadeiramente positivos que foram classificados como tal.

VP

C=VPTEN

e Cobertura (classe NAO): também chamada de “taxa verdadeira negativa” ou
“especificidade”. Refere-se a taxa de exemplos verdadeiramente negativos que foram
classificados como tal.

VN

C=YNTFP

e Precisdo (classe SIM): também chamada de “valor preditivo positivo”. Refere-se a taxa
de exemplos classificados como positivos que efetivamente o sdo.
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po VP
" VP +FP

e Precisdo (classe NAO): também chamada de “valor preditivo negativo”. Refere-se a
taxa de exemplos classificados como negativos que efetivamente o sao.

VN

P =yNTEN

e Medida F1: refere-se a “média harmdnica” ponderada da precisdo e da cobertura, em
que as duas métricas tém o mesmo peso (@ = 1). O calculo é feito tanto para a classe
positiva quando para a classe negativa.

_(Q+a)xPxC
 ax(P+0)

_2xPxC
- P+C

e Acuracia: refere-se a taxa do total de acertos (VP + VN) sobre o total de exemplos.

B VP +VN
" VP+VN+FP+FN

P

Na abordagem usando AM, os classificadores foram treinados e testados com as 322 sentencas
(ou instancias) do corpus CSTNews, anotadas com aspectos. A estratégia de treinamento e
teste foi de repetidas divisdbes em subconjuntos (em varias iteragcdes) com estratifica¢do, ja
que se garante que haja as mesmas proporg¢des de classes dentro de cada subconjunto. A ideia
de se usar cérpus estratificado é de amenizar o problema de “desbalanceamento de classes”,
que pode influenciar no desempenho do classificador (Newman et al., 1998). Portanto, o
corpus foi 10 vezes estratificado aleatoriamente, sendo que, para cada iteragdo, a divisdao do
corpus foi de 70% para o conjunto de treinamento (225 instancias) e 30% para o conjunto de
teste (97 instancias). Nao foi utilizado o tradicional 10-fold cross-validation porque, devido ao
corpus ser muito pequeno, o fold de teste teria poucas instancias. Com a técnica de
estratificacdo, garante-se uma melhor distribuicdo de classes e, por conseguinte, resultados
mais justos.

Como ja foi dito, a técnica de AM supervisionada usada foi SVM. No trabalho futuro, serdo
utilizadas outras técnicas, como Arvores de Decisdo (Breiman et al., 1984), redes neurais
(Haykin, 1998) ou redes bayesianas (Mitchell, 1997).

A avaliacdo de cada classificador foi feita conforme as métricas estatisticas obtidas da matriz
de confusdo: “Precisdo”, “Cobertura”, “F1” e “Acuracia”. O resultado final é a “média dos
valores obtidos em cada uma das 10 iteragbes do corpus estratificado” (225 instancias de
treino e 97 instancias de teste). Esta abordagem atende os macroaspectos WHAT,
CONSEQUENCE, COMMENT, DECLARATION e HISTORY. Os macroaspectos COMPARISON,
PREDICTION, COUNTERMEASURES, GOAL, SITUATION e HOW ndo foram considerados por
terem poucas instancias anotadas.
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Diferentemente da abordagem anterior, na abordagem usando regras manuais utilizaram-se
as 322 sentencas do cérpus para teste. Para avaliar esta abordagem, usaram-se as mesmas
métricas de avaliacdo que na abordagem com AM. Como ja foi dito, foram criadas regras
manuais para os aspectos COMPARISON, DECLARATION, GOAL, HISTORY e PREDICTION, com
base nos padrdes identificados nas sentengas anotadas (ver Apéndice B). Os macroaspectos
WHAT, COMMENT, CONSEQUENCE, COUNTERMEASURES, SITUATION e HOW ndo foram
considerados.

Na Tabela 5, apresenta-se uma visdo geral das abordagens utilizadas para cada macroaspecto.
Observa-se que os aspectos COUNTERMEASURES, SITUATION e HOW ndo foram considerados,
portanto, ndo serdo apresentados resultados para esses aspectos. A seguir, apresentam-se 0s
resultados obtidos pelas abordagens propostas para cada macroaspecto.

Abordagens com AM Abordagem com Regras

Macroaspecto Atributos de Atributos léxico-
Teufel (1999) semantico

WHAT X X
CONSEQUENCE X X
COMPARISON X
COMMENT X X
DECLARATION X X
GOAL
HISTORY X X
PREDICTION
COUNTERMEASURES
SITUATION
HOW

XX |X|X

Tabela 5: Abordagens utilizadas para cada macroaspecto

4.1. WHAT

Segundo Rassi et al. (2013), o macroaspecto WHAT ¢é definido como “um fato/evento descrito
no texto”. Na Figura 6, descreve-se o fato do avido ter sofrido uma queda causando a morte de
varias pessoas.

17 pessoas morreram apos a queda de um avido na Republica Democratica do Congo.

Figura 6: Sentenc¢a anotada com o macroaspecto WHAT

Na Tabela 6, mostra-se a distribuicdo do aspecto WHAT no cérpus. Observa-se que o aspecto
WHAT estd bem distribuido entre todas as categorias.

Categoria Frequéncia

Cotidiano 37
Esportes 24
Mundo 43
Politica 62
Total 166

Tabela 6: Distribuigdo do aspecto WHAT por categoria
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Na Tabela 7, apresentam-se os resultados do classificador usando os atributos definidos por
Teufel (1999). Observa-se que o classificador para a classe “sim” teve melhores resultados do
que para classe “ndo”. Para a classe “sim”, a cobertura (0.660) foi melhor que a precisdo
(0.550). Ja na Tabela 8, apresentam-se os resultados do melhor classificador usando atributos
|éxico-semanticos (ver Apéndice C), denominado “(2, 2) bag_of words”, criado com base em
todos os bigramas “(2,2)” de todas as palavras do cérpus. Observa-se que a classe “sim” foi
melhor do que a classe “ndo” com uma alta cobertura (0.800) e uma precisdo relativamente
baixa (0.519). Cabe ressaltar que os resultados sdo bons por causa da grande quantidade de
sentencas anotadas com WHAT.

WHAT Verdadeiro (P) Falso (P) Classe Cobertura Precisdo F1  Acuracia

Verdadeiro

Falso

Tabela 7: Resultados do macroaspecto WHAT usando atributos de Teufel (1999)

WHAT Verdadeiro (P) Falso (P) Classe Cobertura Precisdo F1  Acuracia

Verdadeiro

Falso

Tabela 8: Resultados do macroaspecto WHAT usando atributos léxico-semanticos

4.2, CONSEQUENCE

Segundo Rassi et al. (2013), o macroaspecto CONSEQUENCE é definido como “um fato/evento
causado por outro fato/evento”. Na Figura 7, descreve-se o acontecimento de uma inundagdo
causada pela passagem de um furagao.

O furacdo Dean passou pela costa sul da Jamaica, inundando a capital e espalhando arvores
e telhados.

Figura 7: Sentenca anotada com o macroaspecto CONSEQUENCE

Na Tabela 9, mostra-se a distribuicdo do aspecto CONSEQUENCE no cdorpus. Observa-se a
pouca quantidade de instancias anotadas para todas as categorias.

Categoria Frequéncia

Cotidiano 22
Esportes 10
Mundo 12
Politica 3

Total 47

Tabela 9: Distribui¢cdo do aspecto CONSEQUENCE por categoria

Na Tabela 10, apresentam-se os resultados do classificador usando os atributos definidos por
Teufel (1999). Observa-se que o classificador para a classe “ndo” teve melhores resultados do
que para classe “sim”. Para a classe “sim”, tanto a cobertura quanto a precisdo sdo nulos. Os
resultados claramente mostram que ndo é possivel identificar CONSEQUENCE usando os
atributos de Teufel (1999). Por outro lado, na Tabela 11, mostra-se o melhor classificador
usando atributos léxico-semanticos (ver Apéndice C): “(1, 1) lemmas”, criado com base em
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todos os unigramas “(1, 1)” de todas os lemas das palavras do cérpus. Para a classe “sim”, o
classificador obteve uma cobertura quase nula (0.071) e uma precisdo perfeita (1.000). Embora
o classificador usando atributos léxico-semanticos seja o melhor, ndo deve ser considerado
como um classificador apto para identificar CONSEQUENCE, devido aos resultados quase
nulos. Em conclusao, nao foi possivel identificar o aspecto CONSEQUENCE.

CONSEQUENCE Verdadeiro(P)‘FaIso(P) Classe Cobertura Precisdo F1 Acuracia
Verdadeiro i

Falso

F1 Acuricia

Verdadeiro

Falso

Tabela 11: Resultados do macroaspecto CONSEQUENCE usando atributos Iéxico-semanticos

4.3. COMPARISON

Segundo Rassi et al. (2013), o macroaspecto COMPARISON é definido como “dados ou
estatisticas diferentes comparando duas ou mais entidades”. Na Figura 8, descreve-se a
comparagdo entre autuagdes em um periodo atual e em um periodo do ano anterior.

Foram autuados 208.471 contribuintes, um crescimento de 104,47% em relacdo ao mesmo
periodo do ano passado.

Figura 8: Sentenca anotada com o macroaspecto COMPARISON

Na Tabela 12, mostra-se a distribuicdo do aspecto COMPARISON no cérpus. Evidentemente,
observa-se a pouca quantidade de instancias anotadas entre todas as categorias, sendo que
Esportes e Mundo nao possuem nenhuma instancia anotada.

Categoria Frequéncia

Cotidiano 1
Esportes 0
Mundo 0
Politica 5

Total 6

Tabela 12: Distribuigdo do aspecto COMPARISON por categoria

Na Tabela 13, apresentam-se os resultados usando regras manuais. Observa-se que a classe
“ndo” teve melhores resultados do que a classe “sim”. No entanto, a classe “sim” obteve uma
medida F1 relativamente alta (0.667). A acurdcia também foi bastante alta (0.991). Os
resultados mostram que é possivel identificar COMPARISON usando regras manuais (ver Figura
14). Cabe ressaltar que os resultados sdo bons por causa da pouca quantidade de sentencgas
anotadas (o que indica um possivel overfitting).

20



COMPARISON ‘ Verdadeiro (P) ‘ Falso (P) Classe ‘ Cobertura Precisdo F1 Acuracia

Verdadeiro

Falso

Tabela 13: Resultados do macroaspecto COMPARISON usando regras manuais

4.4. COMMENT

Segundo Rassi et al. (2013), o macroaspecto COMMENT ¢é definido como “um comentdrio do
autor sobre um fato/evento”. Na Figura 9, o autor do texto fez um comentario sobre o esporte
brasileiro.

Neste domingo, o esporte brasileiro alegrou a torcida verde-amarelo.

Figura 9: Sentenca anotada com o macroaspecto COMMENT

Na Tabela 14, mostra-se a distribuicdo do aspecto COMMENT no cérpus. Observa-se a pouca
quantidade de instancias anotadas por categoria, sendo que Mundo e Politica ndo possuem
nenhuma instancia anotada.

Categoria Frequéncia

Cotidiano 4
Esportes 20
Mundo 0
Politica 0

Total 24

Tabela 14: Distribui¢ao do aspecto COMMENT por categoria

Na Tabela 15, apresentam-se os resultados do classificador usando os atributos de Teufel
(1999). Observa-se que o classificador para a classe “ndo” teve melhores resultados do que
para classe “sim”. Para a classe “sim”, tanto a cobertura quanto a precisdao sdao nulos. Os
resultados afirmam que ndo é possivel identificar COMMENT usando os atributos de Teufel
(1999). Ja na Tabela 16, apresentam-se os resultados do melhor classificador usando atributos
Iéxico-semanticos: “(2, 2) semantic”, criado com base em todos os bigramas “(2, 2)” das
etiquetas semanticas de todas as palavras do cérpus. Para a classe “sim”, o classificador
obteve uma cobertura baixa (0.143) e uma precisdo perfeita (1.000). Mesmo que o
classificador com base nos atributos léxico-semanticos seja o melhor (0.025 de F1), ndo é um
classificador competente para identificar COMMENT. Em conclusdo, ndo é possivel identificar
COMMENT. Cabe ressaltar que os resultados sdao baixos devido a pouca quantidade de
sentengas anotadas com COMMENT.

COMMENT ‘ Verdadeiro (P) ‘ Falso (P) Classe ‘ Cobertura Precisdo F1 Acuracia
Verdadeiro ‘ Sim ‘

Falso

COMMENT ‘ Verdadeiro (P) ‘ Falso (P) Classe ‘ Cobertura Precisdo F1 Acuracia
Verdadeiro

Falso

Tabela 16: Resultados do macroaspecto COMMENT usando atributos léxico-semanticos
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4.5. DECLARATION

Segundo Rassi et al. (2013), o macroaspecto DECLARATION ¢é definido como “um discurso ou
fala de alguém ou de uma fonte por citagdo direta ou indireta”. Na Figura 10, mostra-se a
declaracdo feita por “um informante da delegacia”.

Segundo um informante da delegacia, os dois teriam vendido o acessério de luxo avaliado
em cerca de R$10 mil.

Figura 10: Sentenga anotada com o macroaspecto DECLARATION

Na Tabela 17, mostra-se a distribuicdo do aspecto DECLARATION no cérpus. Observa-se que
Esportes é a categoria com a menor quantidade de instancias anotadas.

Categoria Frequéncia

Cotidiano 24
Esportes 2
Mundo 14
Politica 18

Total 58

Tabela 17: Distribuicdo do aspecto DECLARATION por categoria

Na Tabela 18, apresentam-se os resultados do classificador usando os atributos definidos por
Teufel (1999). Nota-se que o classificador para a classe “ndo” teve melhores resultados do que
para a classe “sim”. Para a classe “sim”, tanto a cobertura quanto a precisdo sdo nulas. Os
resultados afirmam que ndo é possivel identificar DECLARATION usando os atributos de Teufel
(1999). Na Tabela 19, mostram-se os resultados do melhor classificador usando atributos
Iéxico-semanticos: “(1, 1) lemmas+P0OS”, criado com base em todos os unigramas “(1, 1)” do
lema junto com a classe gramatical de todas as palavras do corpus. Para a classe “sim”, o
classificador obteve uma cobertura média (0.529) e uma precisdo bastante alta (0.900). Assim,
o classificador usando atributos léxico-semanticos obteve os melhores resultados (0.667 de
F1).

DECLARATION ‘ Verdadeiro (P) Falso (P) Classe ‘ Cobertura Precisdo F1 ‘ Acuracia
Verdadeiro Sim ‘
Falso Nao ‘

F1 Acuricia

Verdadeiro

Falso ‘
Tabela 19: Resultados do macroaspecto DECLARATION usando atributos léxico-semanticos

Na Tabela 20, apresentam-se os resultados usando regras manuais. Observa-se que a classe
“ndo” teve melhores resultados do que a classe “sim” por uma diferenga minima. Tanto a
cobertura (0.879) quanto a precisdo (0.944) para a classe “sim” foram altas, obtendo-se, por
consequéncia, uma medida F1 bastante alta (0.911). Cabe ressaltar que a acuracia também foi
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bastante alta (0.969). Os resultados claramente mostram que é possivel identificar
DECLARATION usando regras manuais (ver Figura 15).

DECLARATION ‘Verdadeiro(P) Falso (P) Classe ‘ Cobertura Precisdo F1 Acuracia

Verdadeiro

Falso ‘

Tabela 20: Resultados do macroaspecto DECLARATION usando regras manuais

4.6. GOAL

Segundo Rassi et al. (2013), o macroaspecto GOAL é definido como “a finalidade/razdo para
um fato/evento que ird acontecer”. Na Figura 11, mostra-se claramente qual é o objetivo das
“buscas”.

O objetivo das buscas é garantir a apreensdo dos registros de ocorréncias que contém
informacdes sobre as falhas no controle de trafego aéreo.

Figura 11: Sentenga anotada com o macroaspecto GOAL

Na Tabela 21, mostra-se a distribuicdo do aspecto GOAL no cérpus. Claramente pode se
observar a minima quantidade de instancias anotadas para cada categoria.

Categoria Frequéncia

Cotidiano 1
Esportes 1
Mundo 4
Politica 4

Total 10

Tabela 21: Distribuicdo do aspecto GOAL por categoria

Na Tabela 22, apresentam-se os resultados usando regras manuais. Observa-se que a classe
“nao” teve melhores resultados do que a classe “sim”. Para a classe “sim”, a cobertura foi
baixa (0.400), enquanto a precisdo foi alta (0.800). Ressalta-se, também, o bom desempenho
em termos de acuracia (0.978). Os resultados mostram que é possivel identificar GOAL usando
regras manuais (ver Figura 11). Também é preciso dizer que foi facil de se identificar regras por
causa da pouca quantidade de instancias anotadas, e isso pode gerar overfitting.

GOAL Verdadeiro(P)‘Falso(P) Classe Cobertura Precisdo F1 Acuracia

Verdadeiro i 0.533
Falso a 0.989

Tabela 22: Resultados do macroaspecto GOAL usando regras manuais

4.7. HISTORY

Segundo Rassi et al. (2013), o macroaspecto HISTORY é definido como “informag¢do de
contexto sobre uma histéria/um passado relacionado ao fato/evento”. Na Figura 12,
menciona-se um fato que aconteceu no passado (ano 2002).
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Este foi o maior acidente ferroviario egipcio desde 2002, apds o incéndio de um trem que
deixou 376 mortos.

Figura 12: Sentenga anotada com o macroaspecto HISTORY

Na Tabela 23, mostra-se a distribuicdo do aspecto HISTORY no cérpus. Observa-se uma baixa
quantidade de instancias anotadas por categoria, sendo Esportes e Politica as categorias com
menor quantidade de instancias anotadas.

Categoria Frequéncia

Cotidiano 10
Esportes 4
Mundo 13
Politica 2

Total 29

Tabela 23: Distribui¢do do aspecto HISTORY por categoria

Na Tabela 24, apresentam-se os resultados do classificador usando os atributos definidos por
Teufel (1999). Nota-se que o classificador para a classe “ndo” teve melhores resultados do que
para a classe “sim”. Para a classe “sim”, tanto a cobertura quanto a precisdo sao nulas,
portanto, a medida F1 também é nula (0.000). Os resultados mostram claramente que ndo é
possivel identificar HISTORY usando os atributos de Teufel (1999). Ja na Tabela 28, mostram-se
os resultados do classificador usando atributos |éxico-semanticos: “(2, 3) semantic”, criado
com base em todos os bigramas e trigramas “(2, 3)” das etiquetas semanticas de todas as
palavras do cérpus. O classificador obteve uma cobertura bastante baixa (0.111) e uma
precisdo média (0.500). Embora o classificador baseado em atributos Iéxico-semanticos tenha
obtido os melhores resultados, ndo é apto para identificar HISTORY, por causa do baixo
desempenho. E importante dizer que os resultados s3o bastante baixos por causa da pouca
quantidade de sentengas anotadas com HISTORY.

HISTORY Verdadeiro (P) Falso (P) Classe Cobertura | Precisdao F1 Acuracia
Verdadeiro Sim
Falso \ETo)

HISTORY Verdadeiro (P) Falso (P) Classe Cobertura | Precisdao F1 Acuracia

Verdadeiro

Falso

Tabela 25: Resultados do macroaspecto HISTORY usando atributos Iéxico-semanticos

Na Tabela 26, apresentam-se os resultados usando regras manuais. Observa-se que a classe
“nao” teve melhores resultados do que a classe “sim” por uma grande diferencga. Para a classe
“sim”, a cobertura foi relativamente baixa (0.414), enquanto a precisdo foi alta (0.750). Cabe
ressaltar que a acurdcia também foi bastante alta (0.935). Os resultados mostram que é
possivel identificar HISTORY usando regras manuais (ver Figura 17).
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HISTORY Verdadeiro (P) Falso (P) Classe Cobertura | Precisdao F1 Acuracia

Verdadeiro Sim

Falso Nao

Tabela 26: Resultados do macroaspecto HISTORY usando regras manuais

4.8. PREDICTION

Segundo Rassi et al. (2013), o macroaspecto PREDICTION é definido como “a informagdo sobre
a factibilidade de fatos/eventos futuros (podendo, inclusive, ser um evento com ocorréncia
certa)”. Na Figura 13, narra-se a previsao da possivel vitoria de presidente Lula.

Com 2 pontos percentuais para mais e para menos, os resultados assegurariam vitoria de
Lula no primeiro turno.

Figura 13: Sentenca anotada com o macroaspecto PREDICTION

A abordagem utilizando regras foi avaliada com um total de 322 instancias (ou sentencas) do
cOrpus. Na Tabela 27, apresenta-se a distribuicdo do aspecto PREDICTION no corpus.
Claramente pode se observar a pouca quantidade de instancias anotadas para cada categoria.

Categoria Frequéncia

Cotidiano 1
Esportes 5
Mundo 6
Politica 5

Total 17

Tabela 27: Distribui¢do do aspecto PREDICTION por categoria

Na Tabela 28, apresentam-se os resultados usando regras manuais. Observa-se que a classe
“ndo” teve melhores resultados do que a classe “sim”. Para a classe “sim”, a cobertura foi alta
(0.765), enquanto a precisdo foi baixa (0.333). Cabe ressaltar que existe uma grande
quantidade de sentengas que deveriam ter sido anotadas manualmente, assim, muitos “falsos
positivos” surgiram, ocasionando uma baixa precisdo. Ressalta-se, também, o bom
desempenho da acuracia (0.907). Os resultados mostram que pode ser factivel utilizar regras
para identificar PREDICTION (ver Figura 16). Também é preciso dizer que foi facil de se criar as
regras por causa da pouca quantidade de instancias anotadas, podendo, novamente, gerar
overfitting.

PREDICTION Verdadeiro (P) ‘ Falso (P) Classe Cobertura Precisdo F1 Acuracia

Verdadeiro

Falso

Tabela 28: Resultados do macroaspecto PREDICTION usando regras manuais

5. Conclusoes

Nesse relatério, foram apresentados o processo e os resultados da “identificagdo automatica
de macroaspectos”. No total, foram avaliados dois tipos de abordagens: usando AM e usando
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regras manuais. A abordagem usando AM visa criar classificadores binarios com base nos
atributos definidos por Teufel (1999) e atributos |éxico-semanticos. J& a abordagem usando
regras estd baseada nos padrdes linguisticos identificados sobre todas sentencas anotadas no
corpus. As duas abordagens foram avaliadas sobre o corpus CSTNews (Cardoso et al., 2011).

Os classificadores binarios da abordagem AM foram avaliados com base na técnica de
estratificacdo de dados, em que um conjunto de dados é dividido 10 vezes em subconjuntos de
treino e teste, proporcionando uma melhor distribuicdao das classes. Assim, para cada iteracao,
os classificadores foram testados com apenas 30% das instancias (ou sentencgas) anotadas do
corpus CSTNews, ou seja, um total de 97 sobre 322 sentengas. O resultado final é a média dos
valores obtidos em cada iteracdo. O melhor resultado foi obtido pelo classificador do
macroaspecto WHAT utilizando atributos léxico-semanticos, por ter um maior nimero de
instancias anotadas. Também é importante dizer que os atributos definidos por Teufel (1999)
sdo mais apropriados para textos cientificos do que para textos jornalisticos. Pode-se
acrescentar que o baixo desempenho dos classificadores se deve a pouca quantidade de
instancias anotadas de treino e teste. Acredita-se que a existéncia de mais instancias no cérpus
possa melhorar o desempenho dos classificadores.

Diferentemente da abordagem usando AM, a abordagem utilizando regras foi testada com o
corpus anotado completo, ou seja, com um total de 322 sentencas. Os resultados obtidos para
alguns macroaspectos sao razodveis, provando que é possivel identificar macroaspectos
usando regras manuais. Um dos grandes fatores pelo qual os resultados ndo foram maiores é a
anotacdo de aspectos do cdrpus CSTNews (Rassi et al., 2013). Pode-se perceber, em varias
ocasides, que as regras identificaram automaticamente sentencas que ndao foram anotadas
manualmente (mas que deveriam ter sido anotadas), como aconteceu com PREDICTION,
afetando o desempenho das regras (“falsos positivos”).

Para finalizar, os resultados demostraram que é possivel identificar certos macroaspectos
usando técnicas de AM e regras manuais. O aspecto WHAT pode ser identificado usando-se
um classificador com base em atributos Iéxico-semanticos. Jd4 os aspectos COMPARISON,
DECLRATION, GOAL, HISTORY e PREDICTION podem ser identificados utilizando-se regras
manuais. Por outro lado, tanto o classificador de AM quanto as regras manuais ndo
conseguiram identificar CONSEQUENCE ou COMMENT. J4 os aspectos COUNTERMEASURES,
SITUATION e HOW ndo foram avaliados, por terem muito poucas instancias anotadas no
corpus.

Trabalhos futuros incluem a identificagdo de microaspectos e macroaspectos para subsidiar a
exploragdo de métodos de sumarizagdo com base em aspectos.
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Apéndice A - Aspectos nas categorias do CSTNews

Nas tabelas deste apéndice, sdo listados os aspectos (microaspectos e macroaspectos)
definidos para as 4 categorias do cérpus CSTNews: Cotidiano, Esportes, Mundo e Politica.

Macroaspectos Microaspectos

COMMENT WHO_AGENT
COMPARISON WHO_AFFECTED
CONSEQUENCE WHEN
COUNTERMEASURES | WHERE
DECLARATION WHY

GOAL HOW

HISTORY

PREDICTION

SITUATION

WHAT

Tabela 29: Aspectos identificados na categoria Cotidiano

Macroaspectos Microaspectos

COMMENT WHO_AGENT
COMPARISON WHO_AFFECTED
CONSEQUENCE WHEN
DECLARATION WHERE

GOAL WHY

HISTORY SCORE
PREDICTION SITUATION
WHAT

HOW

Tabela 30: Aspectos identificados na categoria Esportes

Macroaspectos Microaspectos

CONSEQUENCE WHO_AGENT

DECLARATION WHO_AFFECTED

COUNTERMEASURES | WHEN

HISTORY WHERE

PREDICTION WHY

WHAT GOAL
SITUATION

Tabela 31: Aspectos identificados na categoria Mundo

Macroaspectos Microaspectos

COUNTERMEASURES | WHO_AGENT
COMPARISON WHO_AFFECTED
CONSEQUENCE WHEN
DECLARATION WHERE

GOAL WHY

HISTORY HOW
PREDICTION

WHAT

SITUATION

Tabela 32: Aspectos identificados na categoria Politica
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Apéndice B - Regras criadas para identificacdo de macroaspectos

Nas tabelas deste apéndice, sdao listadas todas as regras manuais definidas para os
macroaspectos COMPARISON, DECLARATION, PREDITION, HISTORY e GOAL.

Regra 1: Se a sentenca contiver a PREPOSICAO “em”, seguida de (“relagdo
ARTIGO “a@”, entdo a sentenga serd anotada como COMPARISON.

Hlu

comparagdo”), seguida do
“Foram autuados 208.471 contribuintes, um crescimento de 104,47% em relacGo ao ano passado.”
em_PREPOSICAO + relagdo + a_(ARTIGO)”
Regra 2: Se a sentenga tiver o VERBO “comparar”, entdo a sentenga sera anotada como COMPARISON.

“... as intengbes de voto para Lula cairam quando se compara com os candidatos Geraldo e Heloisa.”
compara_(VERBO) = comparar_(VERBO)

Figura 14: Regras do macroaspecto COMPARISON

verbos_ilocutdrios = [dizer, afirmar, anunciar, informar, destacar, expressar, referir, opinar, classificar,
admitir, comentar, divulgar]

PESSOA/ORGANIZACAO = [H, Hprof, hum, admin, org, ints, media, party, suborg]
C = “estd contido em”

Regra 1: Se a sentenca tiver um VERBO contido nos “verbos_ilocutdrios”, entdo a sentenga serd
anotada como DECLARATION.

“Marcelinho disse que logo a torcida vai se acostumar e apoiar a mudancga de levantador.”
disse_(VERBO) = dizer_(VERBO) c verbos_ilocutdrios

“Neste mesmo dia, o exército israelense afirmou ter matado 30 milicianos do Hezbollah.”
afirmou_(VERBO) = afirmar_(VERBO) C verbos_ilocutérios

Regra 2: Se a sentenca tiver a PREPOSICAO “segundo”, seguida por um ARTIGO, entdo a sentenca sera
anotada como DECLARATION.

“Sequndo o secretdrio-adjunto da Receita, o Ledo estd mais atento, ndo guloso.”
segundo_(PREPOSICAO) + o_(ARTIGO)

Regra 3: Se sentenca tiver a PREPOSICAO “segundo”, seguida por um substantivo associado a uma
etiqueta semantica do tipo PESSOA/ORGANZACAQ®, entdo a sentenga serd anotada como
DECLARATION.

“Sequndo Lula, o mundo precisa de uma nova matriz energética, e o etanol pode...”
segundo_(PREPOSICAO) + ( Lula_(H) € PESSOA/ORGANIZACAOQ )

Regra 3: Se a sentenca tiver a PREPOSICAO “de”, seguida do VERBO “acordo”, seguida da PREPOSICAO
“com”, entdo a sentenca serd anotada como DECLARATION.

“De acordo com a Infraero, serd possivel realizar a obra em trés etapas.”
de_PREPOSICAO + acordo_(VERB) + com_(PREPOSICAO)

Figura 15: Regras do macroaspecto DECLARATION

9 0O sistema PALAVRAS fornece etiquetas semanticas para cada token/palavra da sentenca. Neste caso, sé foram
escolhidas algumas etiquetas, cujas categorias representam entidades do tipo PESSOA e ORGANIZACAO:
http://beta.visl.sdu.dk/visl/pt/info/portsymbol.html#semtags nouns
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Regra 1: Se a sentenca tiver um VERBO no futuro, entdo a sentenca serd anotada como PREDICTION.

“A selegdo brasileira ainda enfrentard portugueses e finlandeses na fase de classificagéo.”
enfrentard_(VERBO_no_futuro)

Regra 2: Se a sentenga tiver o token “previsao”, entdo a sentenga sera anotada como PREDICTION.

“A previsdo de chuva na drea aumenta os temores de mais devastagéo.”

Figura 16: Regras do macroaspecto PREDICTION

Regra 1: Se a sentenca tiver o ADVERBIO “ja”, seguido de um VERBO no tempo pretérito perfeito (PS),
pretérito mais que perfeito (PS/MQP), pretérito imperfeito (IMPF) ou condicional (COND); entdo a
sentenca serd anotada como HISTORY.

“As agbes sdo atribuidas a fac¢Go criminosa PCC, que jd comandou outros ataques em duas ocasibes.”
ja_(ADVERBIO) + comandou_(PS)

“ACM jd tinha sofrido infarto em 1989 e jd tinha recebido trés pontes de safena.”
j4_(ADVERBIO) + tinha_(IMPF)

Regra 2: Se a sentencga tiver o token “desde”, entdo a sentenca serd anotada como HISTORY.
“O grupo criminoso desviou desde 2004 cerca de RS 70 milhdes dos cofres publicos.”
“Ele estd envolvido com o trdfico desde 1986 e criou sua propria rede distribuidora de drogas...”

Regra 3: Se a sentenca tiver a PREPOSICAO+ARTIGO “da”, seguido do token “histéria”, entdo a
sentenga serd anotada como HISTORY.

“Um atirador matou ... no pior ataque a tiros contra um campus universitdrio da histdria dos EEUU.”
da_(PREPOSICAO+ARTIGO) + “histéria”

Figura 17: Regras do macroaspecto HISTORY

Regra 1: Se a sentenca tiver o token lematizado “objetivo”, entdo a sentenga sera anotada como GOAL.

“O governo israelense objetiva uma zona de seguranga cedida a uma forga multinacional apoiando...”
objetiva = objetivo_(lema)

“O objetivo das buscas é garantir a apreensdo dos registros de ocorréncias que contém informacées...”
objetivo = objetivo_(lema)

Figura 18: Regras do macroaspecto GOAL

10 0 sistema PALAVRAS fornece etiquetas morfossintaticas para cada token/palavra da sentenca. Todas
as etiquetas encontram-se no link http://beta.visl.sdu.dk/visl/pt/info/portsymbol.html#inflectiontags
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Apéndice C - Resultado dos classificadores usando AM

Nas Tabela 33, apresentam-se os resultados da classe “sim” do classificador usando atributos
|éxico-semanticos para os macroaspectos WHAT, CONSEQUENCE, COMMENT, DECLARATION e
HISTORY.

Macroaspecto Classificador Cobertura Precisao Acuracia
WHAT (1, 1) bag_of _words 0.48+/-0.11 0.632+/-0.1 0.545+/-0.1 0.583+/-0.08
(2, 2) bag_of_words 0.8+/-0.69 0.519+/-0.18 0.63+/-0.39 0.515+/-0.03
(2, 3) bag_of _words 0.54+/-0.83 0.529+/-0.35 0.535+/-0.45 0.52+/-0.05
(1, 1) lemmas 0.48+/-0.13 0.6+/-0.06 0.533+/-0.08 | 0.567+/-0.04
(2, 2) lemmas 0.72+/-0.75 0.529+/-0.24 0.61+/-0.41 0.526+/-0.05
(2, 3) lemmas 0.4+/-0.73 0.571+/-0.32 0.471+/-0.39 0.536+/-0.06
(1,1) POS 0.46+/-0.09 0.59+/-0.12 0.517+/-0.07 0.561+/-0.08
(2,2) POS 0.56+/-0.09 0.609+/-0.1 0.583+/-0.09 0.588+/-0.09
(2, 3) POS 0.56+/-0.12 0.596+/-0.09 0.577+/-0.09 0.577+/-0.08
(1, 1) semantic 0.54+/-0.11 0.574+/-0.08 0.557+/-0.07 0.557+/-0.08
(2, 2) semantic 0.5+/-0.13 0.641+/-0.13 0.562+/-0.11 0.602+/-0.1
(2, 3) semantic 0.52+/-0.16 0.703+/-0.1 0.598+/-0.12 0.639+/-0.08
(1, 1) lemmas+POS 0.44+/-0.13 0.579+/-0.06 0.5+/-0.09 0.542+/-0.05
(2, 2) lemmas+POS 0.62+/-0.76 0.525+/-0.24 0.569+/-0.4 0.515+/-0.07
(2, 3) lemmas+P0OS 0.4+/-0.7 0.571+/-0.3 0.471+/-0.38 0.536+/-0.08
(1, 1) POS+semantic 0.54+/-0.12 0.6+/-0.12 0.568+/-0.09 0.573+/-0.1
(2, 2) POS+semantic 0.52+/-0.1 0.591+/-0.11 0.553+/-0.09 0.567+/-0.1
(2, 3) POS+semantic 0.56+/-0.1 0.596+/-0.11 0.577+/-0.08 0.577+/-0.09
CONSEQUENCE (1, 1) bag_of_words | 0.071+/-0.09 1.0+/-0.87 | 0.133+/-0.15 | 0.866+/-0.02
(2, 2) bag_of_words 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.856+/-0.0
(2, 3) bag_of words 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.856+/-0.0
(1, 1) lemmas 0.071+/-0.09 1.0+/-0.81 0.133+/-0.16 0.866+/-0.02
(2, 2) lemmas 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.856+/-0.0
(2, 3) lemmas 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.856+/-0.0
(1, 1) POS 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.856+/-0.0
(2, 2) POS 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.856+/-0.01
(2, 3) POS 0.071+/-0.15 0.143+/-0.28 0.095+/-0.19 0.804+/-0.05
(1, 1) semantic 0.071+/-0.17 0.333+/-0.53 0.118+/-0.25 0.845+/-0.02
(2, 2) semantic 0.071+/-0.09 0.5+/-0.8 0.125+/-0.16 0.856+/-0.02
(2, 3) semantic 0.071+/-0.15 0.333+/-0.75 0.118+/-0.24 0.845+/-0.04
(1, 1) lemmas+POS 0.071+/-0.11 1.0+/-0.77 0.133+/-0.18 0.866+/-0.01
(2, 2) lemmas+P0OS 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.856+/-0.0
(2, 3) lemmas+P0OS 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.856+/-0.0
(1, 1) POS+semantic 0.0+/-0.07 0.0+/-0.46 0.0+/-0.12 0.845+/-0.01
(2, 2) POS+semantic 0.071+/-0.09 0.333+/-0.37 0.118+/-0.15 0.844+/-0.04
(2, 3) POS+semantic 0.071+/-0.13 0.25+/-0.35 0.111+/-0.18 0.835+/-0.05
COMMENT (1, 1) bag_of words 0.143+/-0.25 0.5+/-0.87 0.222+/-0.34 | 0.928+/-0.02
(2, 2) bag_of _words 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.928+/-0.0
(2, 3) bag_of words 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.928+/-0.0
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(1, 1) lemmas 0.143+/-0.24 0.5+/-0.83 0.222+/-0.35 0.928+/-0.02
(2, 2) lemmas 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.928+/-0.0
(2, 3) lemmas 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.928+/-0.0
(1, 1) POS 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.928+/-0.0
(2,2) POS 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.928+/-0.01
(2,3) POS 0.143+/-0.13 0.25+/-0.3 0.182+/-0.17 | 0.907+/-0.03
(1, 1) semantic 0.143+/-0.17 0.5+/-0.72 0.222+/-0.25 0.928+/-0.02
(2, 2) semantic 0.143+/-0.18 1.0+/-0.84 0.25+/-0.28 0.938+/-0.01
(2, 3) semantic 0.143+/-0.22 1.0+/-0.72 0.25+/-0.32 0.938+/-0.01
(1, 1) lemmas+POS 0.143+/-0.24 0.5+/-0.78 0.222+/-0.32 0.928+/-0.02
(2, 2) lemmas+POS 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.928+/-0.0
(2, 3) lemmas+P0OS 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.928+/-0.0
(1, 1) POS+semantic 0.0+/-0.11 0.0+/-0.61 0.0+/-0.18 0.928+/-0.01
(2, 2) POS+semantic 0.143+/-0.19 0.333+/-0.47 0.2+/-0.27 0.918+/-0.02
(2, 3) POS+semantic 0.143+/-0.22 0.333+/-0.67 0.2+/-0.3 0.918+/-0.03
DECLARATION (1, 1) bag_of_words 0.176+/-0.15 0.6+/-0.29 0.273+/-0.2 0.835+/-0.04
(2, 2) bag_of words | 0.118+/-0.11 1.0+/-0.6 0.211+/-0.19 | 0.845+/-0.02
(2, 3) bag_of_words 0.118+/-0.11 1.0+/-0.6 0.211+/-0.19 0.845+/-0.02
(1, 1) lemmas 0.412+/-0.24 0.875+/-0.25 0.56+/-0.23 0.887+/-0.05
(2, 2) lemmas 0.118+/-0.11 1.0+/-0.6 0.211+/-0.19 0.845+/-0.02
(2, 3) lemmas 0.118+/-0.11 1.0+/-0.6 0.211+/-0.19 0.845+/-0.02
(1, 1) POS 0.0+/-0.04 0.0+/-0.6 0.0+/-0.07 0.825+/-0.02
(2, 2) POS 0.294+/-0.18 0.5+/-0.22 0.37+/-0.19 0.825+/-0.05
(2, 3) POS 0.353+/-0.19 0.462+/-0.21 0.4+/-0.17 0.814+/-0.06
(1, 1) semantic 0.353+/-0.22 0.6+/-0.31 0.444+/-0.25 0.845+/-0.05
(2, 2) semantic 0.235+/-0.24 0.571+/-0.51 0.333+/-0.3 0.835+/-0.05
(2, 3) semantic 0.176+/-0.24 0.5+/-0.51 0.261+/-0.27 0.825+/-0.05
(1, 1) lemmas+POS 0.529+/-0.24 0.9+/-0.13 0.667+/-0.21 0.907+/-0.04
(2, 2) lemmas+P0OS 0.118+/-0.11 1.0+/-0.6 0.211+/-0.19 0.845+/-0.02
(2, 3) lemmas+POS 0.118+/-0.11 1.0+/-0.6 0.211+/-0.19 0.845+/-0.02
(1, 1) POS+semantic 0.125+/-0.18 0.333+/-0.35 0.182+/-0.22 0.812+/-0.04
(2, 2) POS+semantic 0.294+/-0.19 0.417+/-0.19 0.345+/-0.17 0.804+/-0.04
(2, 3) POS+semantic 0.294+/-0.2 0.385+/-0.14 0.333+/-0.15 0.794+/-0.04
HISTORY (1, 1) bag_of_words 0.0+/-0.07 0.0+/-0.6 0.0+/-0.12 0.907+/-0.01
(2, 2) bag_of words 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.907+/-0.0
(2, 3) bag_of_words 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.907+/-0.0
(1, 1) lemmas 0.0+/-0.11 0.0+/-0.98 0.0+/-0.2 0.907+/-0.01
(2, 2) lemmas 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.907+/-0.0
(2, 3) lemmas 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.907+/-0.0
(1, 1) POS 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.907+/-0.0
(2, 2) POS 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.907+/-0.01
(2, 3) POS 0.0+/-0.09 0.0+/-0.61 0.0+/-0.15 0.866+/-0.05
(1, 1) semantic 0.111+/-0.15 0.5+/-0.69 0.182+/-0.23 0.907+/-0.02
(2, 2) semantic 0.0+/-0.07 0.0+/-0.6 0.0+/-0.12 0.907+/-0.01
(2, 3) semantic 0.111+/-0.11 0.5+/-0.91 0.182+/-0.19 0.907+/-0.02
(1, 1) lemmas+P0OS 0.0+/-0.0 0.0+/-0.0 0.0+/-0.0 0.907+/-0.0
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(2, 2) lemmas+POS
(2, 3) lemmas+P0OS
(1, 1) POS+semantic
(2, 2) POS+semantic
(2, 3) POS+semantic

0.0+/-0.0

0.0+/-0.0

0.0+/-0.1
0.111+/-0.14
0.111+/-0.2

0.0+/-0.0
0.0+/-0.0
0.0+/-0.81
0.5+/-0.91
0.333+/-0.6

0.0+/-0.0

0.0+/-0.0

0.0+/-0.18
0.182+/-0.23
0.167+/-0.26

0.907+/-0.0
0.907+/-0.0
0.907+/-0.01
0.907+/-0.02
0.897+/-0.04

Tabela 33: Resultados dos classificadores usando atributos |éxico-semanticos
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